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Resumen

En los ultimos anos, el volumen de informacién estd creciendo mas
rapido que nunca, pasando de pequefnios conjuntos de datos a grandes vo-
limenes de informacién. Este crecimiento ha obligado a los investigadores
a buscar nuevas alternativas para almacenar y procesar la informacion, ya
que las técnicas tradicionales se han visto limitadas por el tamafo y la
estructura de los datos.

Existen muchos tipos de datos incluyendo numeéricos, categéricos, texto,
imagenes, audio, etc. Los métodos actuales que trabajan con este tipo
de datos suelen convertirlos en datos numéricos o categéricos. Los datos
categoricos (también conocidos como datos nominales) han sido objeto de
varios estudios y se han desarrollado varios métodos para trabajar con este

tipo de datos en particular.

La necesidad de procesar los datos de manera inteligente para inferir
conocimiento 1util para las organizaciones y la complejidad computacional
de los algoritmos de aprendizaje automatico se vuelve un factor critico si
se los combina con grandes volimenes de datos ya que basan su funciona-

miento en una iteracién progresiva sobre el conjunto de datos.

Para obtener un mejor rendimiento, es importante mantener todos los
datos en memoria (local o distribuida). Se han desarrollado algunos algo-
ritmos especializados de aprendizaje automatico para trabajar con datos
categéricos, por ejemplo el algoritmo fuzzy-k Means fue adaptado a fuzzy
k-Modes para trabajar con datos categoricos. Sin embargo, el rendimiento
de estos algoritmos tiene dos factores importantes a considerar: la técnica
de procesamiento (algoritmo) y la representacién de los datos. En muchos

casos, antes de la aplicacion de un algoritmo, se requiere que la informacién



sea almacenada en la memoria. La reducciéon de la cantidad de memoria
utilizada para la representacion de datos reduce claramente el nimero de
operaciones necesarias para procesarla.

El algoritmo de clasificacién kNN (k-nearest neighbors) es uno de los
métodos de clasificaciéon no paramétrico mas utilizados, sin embargo, esta
limitado debido al consumo de memoria relacionado con el tamano del con-
junto de datos, lo que hace poco practica su aplicacién a grandes volimenes
de datos.

La investigacién descrita en esta tesis fue motivada por la necesidad de
una representacién éptima de datos categéricos que puedan ser facilmente
incorporados en los algoritmos de aprendizaje automéatico que permiten un
analisis y explotacion inteligente de grandes volimenes de datos.

En esta tesis se propone el uso de un esquema de compresién a nivel de
bits para comprimir el conjunto de datos de entrenamiento (training data-
set) antes de entrenar un modelo de aprendizaje automético. Para utilizar
el conjunto de datos, se propuso una descompresiéon en tiempo real que
permite el uso del conjunto de datos sin necesidad de una descompresion
completa. Para facilitar la incorporacién del método de compresién pro-
puesto en los frameworks de aprendizaje automatico existentes, el método
propuesto estd alineado con el estandar Basic Linear Algebra Subprograms
- BLAS de nivel 1 que define los bloques de construcciéon basicos en forma
de funciones algebraicas.

En particular, en esta tesis se propone el uso del algoritmo kNN para
trabajar con datos categéricos comprimidos. El método propuesto permite
mantener los datos comprimidos en memoria, con lo que se reduce drasti-
camente el consumo de memoria.

Finalmente, se propone el uso de la métrica de Hamming para trabajar
con datos categéricos comprimidos sin la necesidad de descomprimir cada
observacién con el fin de evitar la fase de descompresion en tiempo real.

Esto nos permite procesar todo el conjunto de datos sin descompresion.



Abstract

In the last years, the volume of information is growing faster than ever,
moving from small datasets to huge volumes of data. This data growth has
forced researchers to look for a new alternatives to store and process this
information, since traditional techniques have been limited by the size and

structure of the data.

There are many data types including numerical, categorical, text, ima-
ges, audio, etc. Current methods that work with this type of data often
convert them into numerical or categorical data. Categorical data (also
known as nominal data) have been the subject of several studies and seve-
ral methods have been developed to work with this type of data.

The need to process data intelligently to infer useful knowledge for
organizations and the computational complexity of machine learning algo-
rithms becomes a critical factor when combined with large volumes of data
as they base their operation on a progressive iteration on the data set.

To get better performance, it is important to keep all the data in me-
mory (local or distributed). Some specialized machine learning algorithms
have been developed to work with categorical data, for exmample the fuzzy-
kMeans was adapted to fuzzy k-Modes to work with categorical data. Ho-
wever, the performance of these algorithms has two important factors to
consider: the processing technique (algorithm) and the representation of
data. In many cases, prior to the application of an algorithm, it requieres
that the information be stored in memory. Reducing the amount of me-
mory used for data representation clearly reduce the number of operations
required to process it.

The kNN classification algorithm (k-nearest neighbors) is one of the



most widely used non-parametric classification method, however it is limi-
ted due to memory consumption related to the size of the dataset which
makes it impractical to apply to large volumnes of data.

The research described in this thesis was motivated by the need for an
optimal categorical data representation that can be easily incorporated in
machine learning algorithms that allow a smart analisys and explotation
of big data.

This thesis proposes the use of bit-level compression schema to com-
press the training dataset prior to train a machine learning model. In order
to use the dataset, an on-the-fly decompression was proposed that enable
the use of the dataset without the need for a whole decompression. To
facilitate the incorporation of the proposed compression method into exis-
ting machine learning frameworks, the proposed method is aligned with
the Basic Linear Algebra Subprograms - BLAS Level 1 which defines the
basic construction blocks in form of algebraic functions.

In particular, we proposes the use of kNN algorithm to work with ca-
tegorical compressed data. The proposed method allows to keep the com-
pressed data in memory, with drastically reduces the memory consuption.

Finally, we proposed the use of Hamming metric to work with comm-
pressed categorical data without decompressing each observation in order
to avoid the on-the-fly decompression phase. This allows us to process the

whole dataset without decompression.
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Capitulo 1

Introduccion

Este primer capitulo presenta el tema principal de esta tesis. El
capitulo estd organizado en las siguientes secciones: la seccién
presenta una breve introducciéon de la propuesta realizada en este
trabajo, la seccién presenta la motivaciéon que llevd a la reali-
zaciéon de este trabajo, la seccion presenta el estado del arte en
temas relacionados con Big Data y aprendizaje automatico, la sec-
cion presenta la propuesta desarrollada, la seccién [1.5| resume

los principales objetivos de este trabajo y, finalmente, la seccién

describe la estructura del documento.

1.1. Introduccidon

En los tltimos afios se han desarrollado un buen ntimero de algoritmos
para trabajar con informacién categorica, sin embargo el rendimiento de

esos algoritmos tiene dos factores importantes a considerar:

» La técnica de procesamiento (el algoritmo).

= La representacién de la informacion.

Muchos de los algoritmos de aprendizaje automético son enormemente
sensibles al modo en que la informacién que van a procesar es almacenada
en memoria: local o distribuida.

Existen técnicas que permiten reducir el tamafnio del conjunto de en-

trenamiento para lo cual eliminan observaciones (redundantes o que no



1.1. Introduccion

aportan informacién en el modelo) tratando de mantener la precisién del
algoritmo original, sin embargo, dado que se eliminan observaciones, la
precision del algoritmo se ve afectada por la eliminacién de informacién.

Otras técnicas seleccionan las variables més representativas que con-
centran la informacion mas relevante en un subconjunto de las variables
originales sin afectar considerablemente la capacidad predictiva de los mo-
delos.

Existen alternativas a la eliminacién de informacién, las cuales tratan
de «comprimir» la informacién original con la finalidad de evitar la eli-
minacién de observaciones para de esta forma mantener la precisiéon del
algoritmo seleccionado.

La reduccién de la cantidad de memoria utilizada para representar el
conjunto de datos reduce claramente el ntimero de operaciones de lectu-
ra/escritura necesarias para leer la informacion asi como el nimero de ope-
raciones requeridas para procesarla. Muchos de los frameworks utilizados
para aplicar algoritmos de inteligencia artificial representan la informacion
de la forma tradicional, lo cual fuerza a iterar sobre todos los elementos
del conjunto original para obtener el resultado deseado.

Si se aplica la eliminacién de observaciones, se reduce los requerimientos
de memoria y también se reduce y la capacidad predictiva del modelo.
La situacién ideal consiste en reducir los requerimientos de memoria sin
reducir la capacidad predictiva del modelo.

En esta tesis se llevé a cabo una investigacién teodrica y préactica anali-
zando el problema de la reduccién de los requerimientos de memoria man-
teniendo la capacidad predictiva de los algoritmos de inteligencia artificial.
La investigacion estd orientada al tratamiento de datos categoéricos los
cuales son susceptibles de ser comprimidos/codificados dado su ntimero
reducido de posibles valores.

La investigacién esta orientada al estudio de la representacién, proce-
samiento y aplicacién de técnicas de aprendizaje automéatico sobre grandes

conjuntos de datos de naturaleza nominal o categérica:

Una variable categorica es una variable que puede ser medida utilizando

solo un nimero limitado de valores o categorias [112]
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Con la propuesta de compresién de informacion categérica, se propone
una modificacién al algoritmo de clasificacién k-vecinos para trabajar con
informacién categérica comprimida manteniendo la precisién de la clasifi-

cacién dado que se utiliza el total del conjunto de datos de entrenamiento.

1.2. Motivacion

Este documento es el resultado de los estudios llevados a cabo dentro
del programa de doctorado DOCTORADO en Informdtica resultado del
convenio entre la Universidad Central del Ecuador y la Universidad de
Alicante.

El articulo 280 de la Constitucion de la Repiblica del Ecuador define
al Plan Nacional de Desarrollo, denominado Plan Nacional del Buen Vivir,
como el instrumento al que se sujetaran las politicas, programas y proyectos
publicos; la programacion y ejecucién del presupuesto del Estado; y la
inversion y la asignacion de los recursos publicos.

El Plan Nacional del Buen Vivir define politicas y acciones que permi-
tirdn alcanzar los objetivos propuestos. Entre estos, el objetivo 4 plantea
fortalecer las capacidades y potencialidades de la ciudadania. Entre las

politicas y lineamientos estratégicos plantea:

(4.6) h. Impulsar politicas, estrategias, planes, programas o proyectos
para la investigacion, el desarrollo y la innovacion (I+D+i) de

tecnologias de informacion y comunicacion (TIC/H.

En los ultimos anos se ha dado un incremento en la inversién con fi-
nes de investigacién, desarrollo e innovacién (I4+D+i). Para fortalecer las
capacidades de los profesionales ecuatorianos y para la investigacién, el go-
bierno ha llevado a cabo una serie de proyectos destinados a promover la
investigacién, por ejemplo podemos mencionar al proyecto Prometeo como
uno de los mas emblematicos.

La motivacion de este trabajo en el area social, constituye el aportar

en el cumplimiento del objetivo propuesto en las politicas publicas del

!Tomado del Plan Nacional del Buen Vivir, http://www.buenvivir.gob.ec/versiones-
plan-nacional
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pais proponiendo el desarrollo de nuevas tecnologias para el tratamiento y
extraccion de conocimiento a partir de fuentes de datos publicas.

La motivacién a nivel profesional nace de la participaciéon y colabora-
cién en el proyecto REDATAM llevado a cabo por la Comisién Econémica
para América Latina y el Caribe (CEPAL) cuyo objetivo es proporcio-
nar una herramienta para el proceso de informacién censal de naturaleza
categdrica (en la mayoria de los casos). El proyecto estd orientado al alma-
cenamiento de informacién hibrida (categdrica y numérica), sin embargo
el procesamiento se limita a procesos estadisticos y no a extraer «conoci-
miento» a partir de los datos.

Una fuente importante de informacién piiblica la constituyen los censos
de vivienda y poblacién, los cuales estdn a disposicion del publico a través
de criterios predefinidos impidiendo la manipulacién para la generacién
de andlisis y resultados particulares. El andlisis realizado sobre este tipo
de informacién se centra en estadisticas de los datos, pero se omite (en
cierto modo) la relacién existente entre la informacién, que se pierde al
pasar a un modelo relacional cuando la naturaleza de la informacioén es
jeradrquica. Existen alternativas para le gestion de informacién jerarquica,
sin embargo, su uso estd dominado por el drea socio-demografico y no por
el area técnica.

La motivacién en el area técnica constituye proporcionar alternativas
para el manejo y procesamiento de la informacién orientadas a la aplicacion
de técnicas inteligentes con la finalidad de extraer conocimiento a partir

de la informacién de libre acceso.

1.3. Trabajos relacionados

En los ultimos anos, el término Big Data se ha vuelto muy popular
debido a la gran cantidad de informacién disponible en diferentes ambitos:
redes sociales, Internet, telefonia mévil, etc. El volumen de datos crece
rapidamente y la tecnologia para manipular esos grandes volimenes de
informacién es clave cuando se trata de extraer informacién relevante. De
hecho, se han producido declaraciones controvertidas sobre Big Data tra-

tando de entenderlo como “El tamafo es lo inico que importa” [71].

4
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Debido al gran volumen de datos, se vuelve dificil realizar un analisis
efectivo utilizado las técnicas tradicionales [65]. La principal dificultad se
debe a que el volumen de datos crece aceleradamente en comparacién a los
recursos computacionales.

La necesidad de extraer “conocimiento” ha requerido la aplicaciéon de
diferentes técnicas de aprendizaje automatico, para extraer resultados y
finalmente ser analizados en funcién de las caracteristicas de los grandes
volumenes de datos (volumen, variedad y velocidad - 3V’s) [I07]. Recien-
temente, las caracteristicas de Big Data ha evolucionado de las 3V’s hasta
lo que se conoce como 6V’s: volumen, variedad, velocidad, valor, veracidad

y variabilidad [4].

1.3.1. Big Data

En los ultimos anos han aparecido varias alternativas para el procesa-
miento de grandes volimenes de datos y su almacenamiento. Estas alterna-
tivas estan relacionadas con datos estructurados (numéricos y alfanuméri-
cos) y con datos no estructurados (texto, imégenes y videos). En el primer
caso, se necesita algin tipo de Sistema de Base Datos, y en el segundo, un
sistema de archivos mas sofisticado. Como ejemplo del primero podemos
mencionar Apache HBCLSEH y en el segundo caso podemos nombrar Hadoop
Distributed File System (HDFSﬂ

La complejidad de los datos demanda la creacién de nuevas arquitec-
turas que optimicen el tiempo de procesamiento y los recursos necesarios
para extraer conocimiento 1til a partir de los datos [104]. Existen muchos
estudios que se orientan al procesamiento y extraccién de informacién re-
levante a partir de Big Data para generar conocimiento [51].

El imparable crecimiento de informaciéon heterogénea disponible en la
red ha generado la necesidad de extraer dicha informacién y procesarla
de una manera eficiente. Sin embargo, las técnicas tradicionales de proce-
samiento estan orientadas al procesamiento de la informacién en clisters.
Debido a estos inconvenientes, muchos estudios se centran en la bisqueda

de metodologias que permitan reducir el costo computacional.

Zhttps:/ /hbase.apache.org
3http://hadoop.apache.org
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1.3.1.1. Caracteristicas

El término Big Data se refiere, literalmente, a "volumen de datos". El
teorema HACE (Huge, Autonomous, Complex and Evolving) sugiere que

las caracteristicas principales de Big Data son [28]:

= Enorme con fuentes de datos variadas y diversas .
= Fuentes auténomas con control de circulacién y dispersién.

= Asociaciones complejas y en evolucién.

Dimensién

Asociada a la primera caracteristica (alto volumen de datos), la repre-
sentacion de los datos estd asociada a dimensiones diversas y heterogé-
neas [114].

Muchos expertos en Big Data consideran el problema de la alta dimen-
sionalidad como un factor importante a considerar. De hecho, el procesa-
miento de datos con una dimensién alta es una tarea complicada y se ha
convertido en un area de interés [19].

Las técnicas mas modernas para el manejo de datos de alta dimensién
se basan en la reduccién de dimension las cuales transforman un espacio de
dimensién alta en un espacio de menor dimensién tratando de minimizar
la pérdida de informacién [105].

Otra alternativa consiste en reducir el niimero de observaciones a través

de un muestreo con la finalidad de reducir el volumen de datos a un tamano

adecuado, como paso previo al procesamiento [114].

1.3.1.2. Pre-procesamiento

Debido a la amplia variedad de fuentes de datos, la informacién varia
debido a factores como ruido, redundancia, consistencia, etc. Para facilitar
una analisis efectivo de los datos, generalmente se propone una fase de
pre-procesamiento de estos con la finalidad de reducir los requerimientos
de almacenamiento [20]. Entre las técnicas de pre-procesamiento podemos

mencionar:
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» Integracion
Consiste en combinar datos provenientes de diferentes fuentes con la
finalidad de proporcionar una vista uniforme [73]. Histéricamente, la
integracién de datos se lo ha asociado con Data warechousing el cual

incluye un proceso denominado ETL (Extract—Transform-Load) [20].

= Limpieza
Consiste en identificar datos con errores o incompletos para modi-
ficarlos o eliminarlos con la finalidad de mejorar la calidad de los
datos. La limpieza de datos involucra algunos pasos, entre los que
podemos mencionar: determinar los tipos de errores, identificacion

de errores, correccién de errores [75].

» FEliminacién de redundancia
Los datos redundantes corresponden a datos repetidos o que no apor-
tan informacion. La eliminacién de datos redundantes tiene un im-

pacto directo sobre los requerimientos de almacenamiento [20].

La muestra las fases descritas anteriormente.

En muchos conjuntos de datos, la eliminacién de datos repetidos per-
mite reducir el tamano global de los datos, en cierto modo constituye la
forma mas bésica de compresion [20].

La incorporacién de compresion de los datos conlleva una disminucién
en los requerimientos de almacenamiento, sin embargo la informacién debe
ser descomprimida previo a ser procesada, ésto puede generar un costo
computacional adicional.

Existe informaciéon muy susceptible de ser comprimida. En el caso de
informacién no estructurada podemos mencionar las imagenes y videos.
Para estos casos existen técnicas de compresién/descompresién amplia-
mente adoptadas tales como el estandar H.264/AVC para compresion de
video [I10] y el estandar JPEG 2000 para imégenes [106].

FEn el caso de informacién estructurada podemos mencionar Run-length-
encoding (RLE), Offset-list encoding (OLE) [30] para datos categoéricos y
Floating-Point Compression Algorithm [74] para el caso de valores numé-

ricos.
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Recoleccion de datos

Integracion,
Limpieza,
Eliminacién de redundancia

Analisis

Interpretacion,
Toma de decisiones

Figura 1.1: Pre-procesamiento

También existen algoritmos de compresién de propdsito general como
GZIP, sin embargo requieren de un procesamiento exhaustivo y la descom-

presién completa de la informacién, como paso previo a su utilizacién [21].

1.3.1.3. Desafios

El almacenamiento y la transferencia de datos son cuestiones tecno-
légicas que representan retos a largo plazo que requieren investigacién y
nuevos paradigmas [63]. El crecimiento constante en el volumen de infor-

macion generada lleva a plantearse retos en algunas areas [20]:

= Representacion de los datos
= Eliminacién de redundancias

= Compresion de datos

La cantidad de datos se va incrementando a un ritmo mayor del que
lo hacen los nuevos mecanismos de almacenamiento. La [Tabla 1.1 muestra

algunos ejemplos de conjuntos de datos categorizados como Big Data [63].
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Tabla 1.1: Ejemplos de Big Data

Dataset Descripcion
Large Hadron 13-15 petabytes en 2010
Collider/Particle Physics
(CERN)
Internet Communications 667 exabytes en 2013
(Cisco)
Social Media 12+ Thbytes de tweets cada

dia y creciendo. El promedio
de retweets es 144 por tweet
Human Digital Universe 1.7 Zbytes (2011) -> 7.9
Zbytes en 2015 (Gantz and
Reinsel 2011)
British Library UK Website 110 TBytes por rastreo de
Crawl dominio para archivar

El principal problema relacionado con el procesamiento de los datos
reside en la seleccién de las técnicas adecuadas para seleccionar, clasifi-
car y agrupar la informacién. La tecnologia utilizada depende del tipo de
informacién, una buena solucién tecnolégica permite obtener resultados
de mejor calidad, reducir el coste computacional (recursos) y reducir los

tiempos de procesamiento.

1.3.2. Aprendizaje automatico

El principal objetivo del aprendizaje automético es crear sistemas que
sean capaces de aprender o extraer conocimiento a partir de datos y utili-
zar ese conocimiento para predecir situaciones futuras, estados o tenden-
cias [72].

Las técnicas de aprendizaje automético pueden ser agrupadas en las

siguientes categorias:

= Algoritmos de clasificacion. Un sistema puede aprender de un conjun-
to de datos de muestra (datos etiquetados), a partir del cual se cons-
truye un conjunto de reglas de clasificacién llamado modelo. Estas
reglas son utilizadas para clasificar informacién nueva [81]. También

se lo conoce con el nombre de aprendizaje supervisado.
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» Algoritmos de agrupacion (clustering). Consiste en la formacién de
grupos (llamados clusters) de instancias que comparten caracteris-
ticas comunes sin ningin conocimiento previo [81]. También se lo

conoce con el nombre de aprendizaje no supervisado.

w Algoritmos de recomendacion. Consiste en predecir patrones de pre-
ferencias y el uso de esas preferencias para hacer recomendaciones
a los usuarios [85]. También se lo conoce con el nombre de filtrado

colaborativa—collaborative filtering.

= Algoritmos de reduccion de dimensionalidad. Consiste en la reduc-
cién del nimero de variables (atributos) de un conjunto de datos sin

afectar la capacidad predictiva del modelo [44].

La [Tabla 1.2] muestra una clasificacién tradicional de las técnicas de

aprendizaje automatico [87].

Tabla 1.2: Aprendizaje automético

Tipo de aprendizaje Objetivo Algoritmos
Supervisado clasificacién, regresion, Maéaquina de Soporte
estimacion Vectorial (SVM), Naive
Bayes, kNN
No supervisado clustering K-means, redes
neuronales
Por refuerzo toma de decisiones TD learning,
Q-learning

1.3.2.1. Nearest Neighbor (NN)

Los algoritmos de aprendizaje automéatico basados en instancias se han
convertido en las técnicas méas utilizadas en aprendizaje automatico y reco-
nocimiento de patrones. Entre estas técnicas, el clasificador Nearest Neigh-
bor (NN) es uno de los métodos supervisados mas populares debido a su
simplicidad [36].

El algoritmo de clasificacién nearest neighbor asigna a una observacion
no clasificada la categoria (clase) de un conjunto de datos (el més cercano)

previamente clasificados [5].

10
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La versién mas simple del clasificador requiere el almacenamiento de
todos los datos previamente clasificados o conocidos (dataset de entrena-
miento) y la comparacién (uno a uno) de cada observacién nueva a clasi-
ficar con cada observacion del dataset de entrenamiento. Para reducir el
tiempo de procesamiento y los requerimientos de almacenamiento, se han
propuesto varias técnicas con la finalidad de reducir el tamaifio de los datos
almacenados en memoria [5].

Existen algunos criterios que se deben considerar cuando se aplica un

algoritmo de reduccién del conjunto de entrenamiento [24]:

s Reducciéon del almacenamiento

Uno de los objetivos principales de los algoritmos de reduccién del
conjunto de entrenamiento es la reducciéon en los requerimientos de

almacenamiento.

= Aumento de la velocidad de procesamiento

La reduccién en el niimero de observaciones almacenadas conlleva a
una reducciéon del tiempo de procesamiento necesario para realizar

la busqueda.

= Precision de generalizacién

El algoritmo debe tener la capacidad de reducir el nimero de observa-
ciones del datatset de entrenamiento sin disminuir considerablemente

la precision.

A continuacién se presenta algunos de las variaciones del algoritmo
kNN que reducen el dataset de entrada [12]:

= Condensed NN

El método Condensed Nearest Neighbor (CNN) mantiene el enfo-
que basico del método NN, sin embargo utiliza un subconjunto del
conjunto de entrenamiento, este subconjunto clasifica correctamente

todas las observaciones del conjunto original [42]. Existen variaciones
del método CNN como Fast Condensed NN (FCNN) [36].

11
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» Reduced KNN

Elimina patrones los cuales no afectan los resultados del conjunto de
entrenamiento [12] [77] [39].

s Clustered kNN

El conjunto de entrenamiento se divide por cada categoria (clase)
para luego aplicar un algoritmo de clister (k-means) y se seleccionan
los centros de cada cluster como el nuevo conjunto de entrenamiento,
cada cluster se pondera en base al nimero de instancias presente e

cada uno de los grupos [116].

s K-D Tree kNN

Un K-D Tree (K-Dimensional Tree) es un arbol binario de btsqueda
donde los datos en cada nodo del &rbol representan un punto en el
espacio K-dimensional. Cada nodo no terminal divide al espacio en
dos subespacios denominados half-subscapes. Los puntos a la izquier-
da en el espacio estan en el sub-arbol de la izquierda mientras que los

puntos a la derecha del espacio estan en el sub-arbol de la derecha.

Los algoritmos NN que utilizan arboles K-D realizan la btusqueda de

las observaciones cercanas recorriendo el arbol [108].

Como se puede observar, los algoritmos de reducciéon del conjunto de
almacenamiento eliminan observaciones con la finalidad de disminuir la
cantidad de almacenamiento requerida, aumentar la velocidad de procesa-
miento y mantener una precisiéon similar a la obtenida al trabajar con el

conjunto de entrenamiento original.

1.3.3. Infraestructura para procesamiento de Big Data con
Aprendizaje Automatico

En esta seccidon se presenta una revision de los conceptos asociados
a aprendizaje automatico y Big Data de manera combinada. La primera
parte presenta una clasificacion de las técnicas de aprendizaje automatico
para después resumir algunas plataformas orientadas a la implementacion

de los algoritmos.

12
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La escalabilidad es un aspecto importante a considerar en un método
de aprendizaje. Esta capacidad se define como la capacidad de un sistema
para adaptarse a las crecientes demandas en términos de procesamiento de
la informacién. Para soportar este proceso en grandes volimenes de datos,

las plataformas incorporan diferentes formas de escalamiento [103]:

» Escalamiento horizontal (Scale Out), implica la distribucién del pro-

ceso en varios nodos (computadoras).

» Escalamiento vertical (Scale Up), implica agregar mas recursos de

hardware a un solo nodo (computadora)

Las figuras [I.2] y [L.3] muestran los dos tipos de escalabilidad indicados

anteriormente.

Figura 1.2: Escalamiento horizontal

Figura 1.3: Escalamiento vertical

13
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1.3.3.1. Librerias para Aprendizaje Automatico

En esta seccién se presenta la descripcién de varias librerias que imple-
mentan algunos de los algoritmos incluidos en la clasificacién anterior. Se
propone el uso de estas plataformas utilizando como criterio la integracion

con nuevos sistemas sin considerar herramientas para usuarios finales.

Apache Mahouiﬁ proporciona implementaciones para muchos de los
algoritmos de aprendizaje automatico mas populares. Contiene la imple-
mentaciéon de algoritmos de clustering, clasificacion y muchos otros. Para
habilitar clustering, utiliza Apache Hadoop [6]. Muchos de los algoritmos
de este framework se ejecutan sobre la plataforma Hadoop via el framework
MapReduce [8]. Adicionalmente proporciona un conjunto de algoritmos que

pueden ser ejecutados localmente (sin utilizar un DFS) [19].

MLlibﬂ es parte del proyecto Apache Spark el cual implementa varios
algoritmos de aprendizaje automéatico. Entre los grupos de algoritmos que
implementa podemos encontrar algoritmos de clasificacién, regresion, clus-
tering y reduccién de dimensionalidad [76]. El proyecto Spark es un pro-
yecto de codigo libre creado por la University of California, Berkeley [4].
Esta libreria esté escrita en Scala e incluye un conjunto de APIs para

otros lenguajes como Java y Python [8].

FlinkMIJf es la libreria de aprendizaje automatico del proyecto Flink'|
Su objetivo es proporcionar algoritmos escalables de aprendizaje automati-
co. Proporciona herramientas para ayudar al disefio de sistemas de apren-
dizaje automaético [6]. El proyecto Flink fue creado por tres universidades
alemanas y se utiliza para procesar datos en tiempo real y en batch [4]

utilizando un procesamiento en memoria.

“http://mahout.apache.org/

Shttp://spark.apache.org/mllib/

Shttps://ci.apache.org/projects/flink /flink-docs-release-1.2/dev /libs/ml/index.html
"https://flink.apache.org/

Shttps://haifengl.github.io/smile/
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SMILEﬁ Statistical Machine Intelligence and Learning Engine es una li-
breria de aprendizaje automatico que proporciona una amplia variedad de
algoritmos entre los que se puede mencionar algoritmos para clasificacién,
regresion, busquedas de vecinos cercanos (nearest neighbors), seleccién de
variables, entre otras. Estd completamente basado en Java y puede ejecu-

tarse en cualquier lenguaje que sea compatible con Java Virtual Machine
(JVM).

La|Tabla 1.3|describe las librerias presentadas anteriormente. Para cada

una, se detalla los lenguajes de programacién soportados.

Tabla 1.3: Herramientas - Lenguaje de programacién

Herramienta Java | Scala | Python | R
Apache Mahout X

Spark MLlib X X X X
FlinkML X X
SMILE X P

Como se muestra arriba, el lenguaje mas utilizado en las plataformas
revisadas es Java, lo que muestra una tendencia a la hora de implementar

sistemas que integran técnicas de aprendizaje automatico.

La describe cada libreria y el soporte para escalar cuando se
trabaja con grandes volimenes de datos. En la tabla podemos ver que las
técnicas de escalado se combinan con otras para obtener plataformas con

mejor rendimiento.

Tabla 1.4: Herramientas - Escalamiento

Herramienta H+V | Multicore | GPU | Cluster
Apache Mahout X X X
Spark MLIlib X X b b
FlinkML X X X
SMILE X
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1.3.3.2. Plataformas para procesamiento de Big Data

Big Data se define como una colecciéon grande y compleja de datos,
que son dificiles de procesar por un sistema de base de datos relacional. El
tamano tipico de los datos, en este tipo de problemas, es del orden de tera
o peta bytes y estdn en constante crecimiento [60].

Hay muchas plataformas para trabajar con Big Data, entre las mas
populares podemos mencionar Hadoop, Spark (dos proyectos de codigo

abierto de la Fundacién Apache) y MapReduce.

MapReduce [20] es un modelo de programacion orientado al proceso de
grandes volumenes de datos [49]. Los problemas tratados con MapReduce
deben ser problemas que se puedan separar en pequeias tareas para ser
procesadas en paralelo [67]. Este modelo de programacién es adoptado por
varias implementaciones especificas (plataformas) como Apache Hadoop y

Spark.

Apache Hadoopﬂ es un proyecto de cédigo abierto patrocinado por
la Apache Software Fundation. Permite el procesamiento distribuido de
grandes volumenes de datos en un cluster [56]. Consta de tres componen-
tes fundamentales [53]: HDFS (componente de almacenamiento), YARN

(componente de planificacién de recursos) y MapReduce.

Apache Spark@ es un sistema de computacion en clister basado en el
concepto MapReduce. Spark soporta computacién interactiva y su princi-
pal objetivo es proporcionar un alto rendimiento manteniendo los recursos

y los célculos en memoria [72].

H20E| es un marco de trabajo de cédigo abierto que proporciona biblio-
tecas para el procesamiento paralelo, el analisis de informacién y el apren-
dizaje automatico junto con herramientas de evaluaciéon y procesamiento
de datos [72].

“http://hadoop.apache.org/
http://spark.apache.org/
"http://www.h20.ai/h20/
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Apache Stornﬂ es un sistema de codigo abierto para computacién
distribuida en tiempo real. Una aplicacion creada con Storm esta diseniada

como una topologia DAG (Directed Acyclic Graph).

Apache FlinkH es una plataforma de cdédigo abierto para streaming y
procesamiento por lotes.

La compara la plataforma con el tipo de procesamiento so-
portado y el sistema de almacenamiento utilizado.

Tabla 1.5: Plataformas - Escalamiento

Escalado Almacenamiento
Herramienta HV | Multicore | GPU | Cluster | IM!| Local | DFS?
Apache Hadoop | x X
Apache Spark X X X X X X
H20 X X 3 X X X X
Apache Storm X X X X X X
Apache Flink X X X X X X

1 In-memory
2 Distributed File System
3 Through Deep Water (http://www.h20.ai/deep-water/ in beta state)
Como se puede ver, todas las plataformas soportan todas las varie-
dades de almacenamiento. Sin embargo, en implementaciones grandes, el

almacenamiento local (o pseudo-cluster) no es una opcién a considerar.

1.3.3.3. Aprendizaje automatico y Big Data: lenguaje—escalado—

almacenamiento

En esta seccién se propone una clasificacion de los trabajos de investiga-
cién que utilizan plataformas Big Data para aplicar técnicas de aprendizaje
automédtico basadas en tres criterios: lenguaje (lenguaje de programacion
soportado), escalamiento (escalabilidad) y almacenamiento (tipo de alma-

cenamiento soportado).

2http:/ /storm.apache.org/
Bhttps://flink.apache.org/
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La combinacion de estos tres factores permite la correcta seleccién de
una plataforma para integrar técnicas de aprendizaje automatico con Big
Data. El escalamiento estéd relacionada con el tipo de almacenamiento. En
el caso de usar escalamiento horizontal, se debe usar un sistema de archivos
distribuido.

La [Tabla 1.6l muestra la clasificacién basada en los criterios menciona-

dos anteriormente.
Lenguaje de programacién

El lenguaje de programacién soportado es un aspecto importante a la
hora de seleccionar una plataforma. Teniendo en cuenta que este trabajo
estd orientado a plataformas que no son de usuario final (herramientas
como Weka@, RapidMineIE, etc. no son consideradas), se consideran los

siguientes lenguajes de programacién: Java, Scala, Python, R.

El lenguaje méds comun en este tipo de implementaciones es Java. Sin
embargo, en el transcurso del tiempo aparecieron capas de software que
abstraen el acceso a ciertas tecnologias. Con estas nuevas tecnologias es
posible utilizar las plataformas descritas en este documento con diferentes

lenguajes de programacion.
Escalado

El escalamiento se centra en la posibilidad de incluir mas nodos de
proceso (escalado horizontal) o incluir el procesamiento paralelo dentro
del mismo nodo (escalado vertical) mediante el uso de tarjetas graficas. En

este documento se considera el escalamiento horizontal, vertical, clisters y

GPU.
Como se puede ver en la y en las tablas anteriores, todas las

plataformas escalan horizontalmente utilizando un DFS (Distributed File
System) que en la mayoria de los casos corresponde a Hadoop. Sin embargo,
las plataformas que trabajan con datos en memoria se estan volviendo mas

populares (por ejemplo Spark).

Mhttp://www.cs. waikato.ac.nz/ml/weka/
https://rapidminer.com/
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Tabla 1.6: Lenguaje-Escalamiento-Almacenamiento Clasificacion LEA

Método! Lenguaje? Escalamiento Almacenamiento®
Al-Jarrah et al. [2] v DFS, IM
Aridhi and Mephu [6] Scala, Java Cluster DFS, IM
Armbrust et al. [7] Scala, Java, Python Cluster L, DFS, IM
Bertolucci et al. [10] Java Cores, Cluster DFS, IM
Borthakur [14] Java Cluster L, DFS
Castillo et al. [17] Cluster
Catanzaro et al. [I8] Cluster, GPU DFS, IM
Crawford et al. [22] Scala, Java, Python L,IM
Dhingra and Professor [27] Java Cluster L, DFS
Fan and Bifet [32] Java Cluser, GPU DFS
Gandomi and Haider [35] Vertical
Ghemawat et al. [40] Cluster DFS
Hafez et al. [47] Scala, Java, Python Cluster DFS, IM
Hashem et al. [49] Java H, V, Cluster, GPU DFS, IM
He et al. V, Cluster DFS, IM
Hodge et al. [52] Scala, Java Cluster DFS
Issa and Figueira [55] Java, Python H, Cluster DFS, IM
Jackson et al. Java, Python Cluster DFS
Jain and Bhatnagar [57] Java Cluster DFS
Jiang et al. [60] Java, Python Cluster, GPU DFS, IM
Kacfah Emani et al. [62] Scala, Java Cluster DFS, IM
Kamishima and M. [64]

Kiran et al. [67] Java Cluster DFS, IM
Kraska et al. Scala Cluster DFS, IM
Landset et al. [72] Scala, Java DFS, IM

Meng et al. [76] Scala, Java Cluster DFS

Modha and Spangler [78] Cluster DFS
Naimur Rahman et al. [79] Java Cluster DFS
Namiot Scala, Java Cluster DFS
Norman et al. [83] Cluster DFS
Péédkkonen [86) Scala, Java, Python Cluster DFS
Ramirez-Gallego et al. Scala Core, Cluster DFS
Saecker and Markl [95] H, V, Cluster, GPU DFS
Salloum et al. [96] Scala, Java Cluster, Paralell DFS
Saraladevi et al. Java Cluster DFS
Seminario and Wilson [10T] Java Cluster L, IM, DFS
Singh and Reddy [103] Scala, Java L, IM, DFS
Singh and Kaur [104] Java H, V, Cluster DFS
Walunj and Sadafale [113] Java L, DFS
Zaharia et al. [115] Scala, Java Cluster DFS

I Algunos articulos solamente tratan uno de los criterios mencionados anteriormente, en cual-

quier caso, todos los articulos estan incluidos en la tabla
2'8: Scala, J: Java, P: Python
3 L: Local, DFS: Distributed File System, IM: In-memory




1.4. Propuesta

Almacenamiento

Dependiendo de la cantidad de informacion y de la estrategia utilizada
para procesar la informacién, es posible decidir el tipo de almacenamien-
to: local, DFS, en memoria. Cada tipo implica la implementaciéon de la
infraestructura de hardware a utilizar. Por ejemplo, en el caso de una im-
plementacién de clister, es necesario contar con los equipos adecuados que
constituiran los nodos del cluster.

Para una prueba de conceptos es aceptable utilizar un pseudo-cluster
que simula un entorno de cltster en una sola maquina.

Todas las plataformas descritas previamente son escalables, es posible
iniciar con una arquitectura o sistema de archivos local (también conoci-
da como pseudo-clister) a manera de prueba y progresivamente escalar a
arquitecturas mas complejas como un clister lo que conlleva al uso de un
sistema de archivos distribuidos (DFS).

El lenguaje de programacién no deberia ser un factor importante debido
a que hoy en dia existen interfaces de programacién que permiten hacer
uso de las plataformas mencionadas en una gran variedad de lenguajes de

programacioén.

1.4. Propuesta

Después de describir la motivacién para la realizacion de este trabajo
v luego de analizar el estado del arte en temas relacionados con Big Data
y aprendizaje automatico, hemos identificado desafios o problemas en los
cuales es posible aportar desde el punto de vista de propuestas de nuevos
métodos para optimizar el almacenamiento y procesamiento inteligente de
informacién de naturaleza categorica.

Tal como se revisé en la seccion [1.3.2] con la finalidad de trabajar
con grandes volimenes de datos, la mayoria de técnicas y métodos de

aprendizaje automéatico se centran en:

» Reducir la dimensién de los datos (dimensional reduction)

Reducir el nimero de variables (columnas)

20



Capitulo 1. Introduccién

s Generar un muestreo de la informaciéon

Reducir el nimero de observaciones (filas)

Sin esta reduccion de dimensiéon o de niimero de observaciones, resulta
complicado trabajar con el conjunto de datos completo dado su gran ta-
mano. Algunos de los trabajos publicados en esta area tratan de reducir la
dimensién o a su vez generar un muestreo de las observaciones represen-
tativas del conjunto de datos, sin embargo esto trae como consecuencia la
variacion en la precisién de la clasificacion del algoritmo ejecutado.

En consecuencia, proponemos un mecanismo de compresién de datos
categbricos con la finalidad de reducir los requerimientos de memoria, un
mecanismo de procesamiento de informaciéon comprimida en tiempo real
para evitar la descompresién de todo el conjunto de datos y una varia-
cién del método de clasificacién k-vecinos para trabajar con este tipo de
representacién de informacién.

Se propone la implementacién de los algoritmos de compresién sin ace-
leracién grafica y de forma local. Finalmente se propone la incorporacién
de los métodos descritos anteriormente en un framework de aprendiza-
je automatico existente con la finalidad de reutilizar todos los algoritmos

incorporados en el framework.

1.5. Objetivos

El principal objetivo de esta investigacion es aplicar técnicas de apren-
dizaje automéatico a informacién de naturaleza categérica a través de la
reduccién en los requerimientos de almacenamiento y la optimizacién del
procesamiento.

Como segundo objetivo, directamente relacionado con el primero, se
propone mejorar los sistemas de almacenamiento de informacién categorica
con la finalidad de reducir los requerimientos de almacenamiento (princi-
palmente memoria) tomando en cuenta las opciones existentes propuestas
en la seccién [[L3.1.3]

Finalmente, como tercer objetivo, se propone optimizar el método de
clasificacién kNN para trabajar con datos comprimidos aplicando el siste-

ma de almacenamiento propuesto para representar conjuntos de datos de
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entrenamiento (training datasets). La seleccién de la técnica de aprendiza-
je automatico (k-vecinos) tiene como objetivo la aplicacién en problemas
relacionados con datos perdidos o no presentes en los datasets de entre-
namiento (imputacién de datos). La validez del método propuesto serd

verificada con conjuntos de datos de acceso libre.

1.6. Estructura de la tesis

La tesis doctoral tiene la siguiente estructura:

El contiene un estudio detallado de las técnicas de com-
presion y codificacién de informacién catégorica. De igual forma, detalla
el conjunto de operaciones matemaéticas que se deben implementar sobre
conjuntos de datos (estindar BLAS - Basic Linear Algebra Subprograms),
las cuales constituyen los bloques basicos sobre los que se construyen mu-
chos de los algoritmos de aprendizaje automatico. Se presentan algunas
librerias que implementan el mencionado estandar y se propone su imple-
mentaciéon con la version comprimida de la informacién. Finalmente, se
muestran algunos resultados de compresién y procesamiento de la infor-
macién aplicando el método propuesto.

En el se hace una revisiéon de uno de los algoritmos de
clasificacién de informacién k-vecinos. En este capitulo se repasa algunas
de las variaciones del algoritmo de clasificacién para tratar con informa-
ciéon de naturaleza categorica. En este capitulo se propone una variacién
del algoritmo KNN para tratar con informacién comprimida, la validez
de este algoritmo se la comprueba utilizando algunos datasets de prueba
conocidos. Finalmente, se muestran algunos resultados de compresion y
procesamiento de la informacién aplicando el método propuesto.

Finalmente, el detalla las conclusiones obtenidas del presen-
te trabajo. Ademads, presenta las contribuciones al tema y describe breve-
mente las publicaciones derivadas de este trabajo. Para concluir el capitulo,

se detallan posibles areas de investigaciéon derivadas del estudio realizado.
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Capitulo 2
Métodos y técnicas de

compresion de datos

En este capitulo se propone una alternativa para el almacenamiento
y procesamiento de informaciénc categérica basada en el estandar
BLAS. El capitulo estd organizado en las siguientes secciones: la
seccion [2.1] presenta una breve introduccion de las técnicas de com-
presion de informacién categorica y las operaciones algebréicas que
se realizan sobre los datos, la seccién revisa el estado del arte
en temas relacionados con compresion de datos categéricos y libre-
rias para procesamiento algebraico de datos, la seccion presenta
la propuesta alternativa para la compresién/codificacién de datos
categoricos, la seccién describe la propuesta alternativa para el
procesamiendo de informacién categéricos comprimida, la seccién
resume algunos resultados de pruebas llevadas a cabo con datos

generados de forma aleatoria y datasets publicos. Finalmente, la

seccion [2.6] presenta algunas conclusiones.

2.1. Introduccion

Los algoritmos de aprendizaje automéatico trabajan de forma iterativa
sobre grandes conjuntos de datos utilizando operaciones de solo lectura
(no modifican la informacién). Para obtener un mejor rendimiento en el

proceso, es importante almacenar todos los datos en memoria local o dis-
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tribuida [31], estos métodos basan su operacién en técnicas clsicas que se
vuelven complejas cuando se incrementa considerablemente el volumen de
informacion [91].

La disminucién del tiempo de ejecucion es un factor importante para
trabajar con Big Data, sin embargo este requerimiento demanda un alto
consumo de recursos de memoria y procesador (CPU) [49]. Algunos algo-
ritmos de aprendizaje automatico han sido adaptados para trabajar con
datos categoricos, este es el caso del algoritmo fuzzy-kMeans el cual ha sido
adaptado a fuzzy-kModes [54] para trabajar con datos categéricos [34].

El nimero de atributos (también denominado dimensién) en muchos
conjuntos de datos es grande, y muchos algoritmos no trabajan bien con
conjuntos de datos que poseen una dimensién alta. En la actualidad es
un reto procesar conjuntos de datos con una alta dimensionalidad tales
como los censos realizados en diferentes paises [89]. Un censo es un proce-
so particularmente relevante y en la actualidad constituye una fuente de
informacién fundamental para un pais [15].

América Latina, en los ultimos 20 anos ha tendido a un mayor aprove-
chamiento de la informacién censal [33]. Esta informacién en su mayoria
constituye informacién categdrica (variables que toman un conjunto redu-
cido de valores). La representacion de esta informacién en medios digitales
puede ser optimizada dada su naturaleza.

Un censo esta constituido por un conjunto de m observaciones (también
denominados registros) cada uno de los cuales contiene n atributos. Una
observacién contiene las respuestas de un cuestionario dadas por todos los
miembros de un hogar [15].

Las librerias que implementan los algoritmos bésicos sobre los cuales se
construyen algoritmos mas complejos (como los algoritmos de aprendizaje
automatico) proporcionan bloques de construccién en forma de funciones
las cuales siguen ciertos estandares a la hora de su implementacién. Un
ejemplo de estas librerias es el estdndar BLAS (Basic Linear Algebra Sub-
program) el cual define el conjunto minimo de funciones algebraicas que
debe proporcionar una libreria sobre la cual se construiran algoritmos mas

complejos.
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En esta seccion se propone un mecanismo para representar, almacenar
y procesar informacioén categérica mediante la utilizacion de operaciones a
nivel de bit. La propuesta incluye la implementacién de algunas funciones
del estandar BLAS. Previo al procesamiento, es necesario codificar (com-
primir) la informacién en un formato especifico. El mecanismo propone
comprimir la informacién en paquetes de una determinada longitud (8, 16,
32 o 64 bits), en cada paquete se almacena una cantidad determinada de
valores.

Las operaciones a nivel de bit (bitwise operations: AND, OR, XOR,
etc.) constituyen una parte importante en los lenguajes de programacion
modernos debido a que permiten reemplazar operaciones aritméticas me-

diante operaciones maés eficientes [102].

2.2. Trabajos relacionados

En esta seccion se presenta la especificacién Basic Linear Algebra Sub-
programs (BLAS) la cual describe las funciones algebraicas que se deben
implementar sobre conjuntos de datos y que constituyen el soporte esencial

en la construccion de algoritmos de inteligencia artificial.

2.2.1. Especificacion BLAS

Esta seccion presenta un resumen de algunas librerias que implementan
la especificacién BLAS asi como una breve revisién de compresion/codifi-
cacién de datos categéricos.

Basic Linear Algebra Subprograms (BLAS) es una especificaciéon que
define rutinas de bajo nivel para realizar operaciones relacionadas con el
algebra lineal. Las operaciones estan relacionadas con el proceso de esca-
lares, vectores y matrices.

La especificacién BLAS define 3 niveles:

= BLAS de nivel 1 define operaciones entre escalares y vectores que se

resuelven en un tiempo lineal.

= BLAS de nivel 2 define operaciones entre escalares y matrices que se

resuelven en un tiempo cuadratico.
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= BLAS de nivel 3 define operaciones entre escalares, vectores y ma-

trices que se resuelven en un tiempo cibico.

Esta seccién se centra en la especificacion BLAS de nivel 1.

2.2.1.1.

BLAS de nivel 1

Este nivel especifica operaciones entre escalares y vectores, y operacio-
nes entre vectores. La[Tabla 2.1]lista todas las funciones descritas en BLAS

de nivel 1.
Tabla 2.1: Funciones BLAS de nivel 1

Funcién Descripcién Férmula matematica
Swap Intercambio de dos vectores Y
Stretch Escalar un vector T ax
Assiggment Copiar un vector YT
Multiply add Suma de dos vectores y<—ar+y
Multiply subtract | Resta de dos vectores Y<—ar—y
Inner dot product | Producto interno a+— Ty
L' norm Norma L! a < ||z|h1
L? norm Norma euclidiana en R? a <+ ||z]]2
L®° norm Norma infinita a <+ ||z||oo

L norm index

Plane rotation

Norma indice-infinita

Rotacion

i < max;|x;|
(z,y) < (az + By, —fz + ay)

A continuacién se describen algunas de las funciones mas importantes

mencionadas en la tabla anterior. Algunas operaciones son triviales por lo

tanto no necesitan una definicion formal.

Producto interno

Sean z,y € R™;

x = (z1,22,...,2n), ¥y = (Y1,Y2,-..,Yn). El producto

interno (también conocido como producto escalar ) de x con y se nota con

x -y y se define de la siguiente manera:
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n
x'y:inyiER (2.1)
i=1

En el caso en el que x e y se escriben como vector columna, el producto

interno se lo denota por:

n
ety = Z T3 (2.2)
i=1
Esta operacién constituye la operacién basica en los calculos que invo-
lucran matrices [66].
Norma L'

Sea r € R", z = (21,%2,...,2,). Se define la norma L', notada por

|| - |1, de la forma:

llzlls =D fail (2.3)
i=1

Norma L2

Sea z € R", x = (1,22, ..., ). Se define el la norma L?, notada por
|| - |2, de la forma:
n 1/2
2
2]l =( Y 2?) (2.4)
i=1
La norma L? también puede ser expresada en términos del producto

interno:
|zl]2 = (v 2)/? = (2T - )/ (2.5)

Norma L

Sea x € R", x = (x1, 2, ...,x,). Se define el la norma L, notada por

| ||oo, de la forma:
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|2[loo = mdx {|a[} (2.6)

1<i<n

Distancia entre vectores

El calculo de distancia euclidiana entre dos vectores puede deducirse
del producto interno entre vectores. Sean z,y € R"; x = (x1,x2,...,Zn),

y = (y1,92, ..., Yn). Se define la distancia entre entre = e y de la forma:

n

d(z,y) = llz = ylle =( (i~ 9)?) (27)

=1

2.2.2. Librerias que implementan BLAS

En esta seccion se describen algunas de las librerias que implementan
la especificacion BLAS de nivel 1. El enfoque se basa en implementaciones
sin aceleracién grafica GPU.

Todas las librerias descritas a continuaciéon hacen uso extensivo de ope-
raciones vectoriales y matriciales por lo que necesitan una representacion
6ptima de este tipo de estructuras algebraicas (vectores y matrices).

La mayoria de las librerias descritas en esta seccién representan la
informacién como vectores o matrices de elementos float o double, por lo
tanto el tamafo en bytes necesario para representar un vector corresponde

a:
total = nimero de elementos * 4 (2.8)

2.2.2.1. ViennaCL

El enfoque de ViennaCL [93] es proporcionar una abstraccién de alto
nivel sobre C++ para los datos representados en una GPU. Para trabajar
con GPU, ViennaCL mantiene dos enfoques, el primero basado en CUDAEL

mientras que el segundo se basa en OpenCIﬂ

"https://developer.nvidia.com/cuda-zone
*http://www.khronos.org/opencl/
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En el caso que el sistema subyacente sobre el que se ejecuta ViennaCL
no soporte aceleracién GPU, ViennaCL hace uso del multiproceso asociado
al procesador (CPU).

ViennaCL es extensible, los tipos de datos proporcionados pueden ser
invocados desde otras librerias tales como Armadillo y uBLAS [94]. La
informacién se la representa en un esquema similar a STIEL para el caso

de vectores se tiene el tipo de dato:

vector < T, aligment >

donde T puede ser un tipo primitivo tal como char, short, int, long,
float, double y aligment corresponde a la alineacién de los bloques de

memoria.

2.2.2.2. uBLAS

uBLAS es una libreria C++ que proporciona soporte para matrices
densas, empaquetadas y dispersas (dense, packed and sparse matrices)ﬂ
uBLAS forma parte del proyecto BOOST y corresponde a una implemen-
tacién CPU del estandar BLAS (todos los niveles) [I11].

La informacion se la representa en un esquema similar a STL, para el

caso de vectores se tiene el tipo de dato:

vector < T >

donde T puede ser un tipo primitivo char, short, int, long, float, double.

2.2.2.3. Armadillo

Armadillo es una librerfa de cdédigo abierto para algebra lineal escrita
en C+—+. La libreria es 1til en el desarrollo de algoritmos escritos en dicho
lenguaje. También proporciona implementaciones eficientes en forma de
objetos para representar estructuras tales como vectores, matrices y cubos
(tensores) [99].

3https:/ /isocpp.org/std /the-standard
“http://www.boost.org/doc/libs/1_65_1/libs/numeric/ublas/doc/index.html
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Existen librerias que hacen uso de Armadillo para su implementacion,
tal es el caso de MLPACKEl, la cual estd escrita utilizando el soporte para
matrices de Armadillo [23].

Esta libreria representa vectores y matrices de elementos utilizando un
formato orientado a columna o fila mediante las clases Col y Row respecti-
vamente. Los dos tipos de datos necesitan como parametro el tipo de dato
a representar dentro del vector, estos tipos de datos pueden ser: uchar,
unsigned int (u32), int (s32), unsigned long long (u64), long long (s64),
float, double H La resume los tipos soportados por la libreria.

Tabla 2.2: Armadillo - formatos vectoriales soportados

Input vector type | Armadilo type Col Row
unsigned char S uchar vec uchar rowvec
unsigned int u32 u32_vec u32 rowvec
int s32 832 vec 832 rowvec
unsigned long long u64 ub4_ vec u64_ rowvec
long long s64 s64_vec s64__rowvec
float - fvec frowvec
double - vec,dvec | rowvec,drowvec

El tamafio en bytes necesario para representar un vector corresponde a:
total = nimero de elementos * sizeof(element__type) (2.9)

2.2.2.4. LAPACK

Linear Algebra PACKage (LAPACK) es una libreria de rutinas escritas
en Fortran la cual implementa la funcionalidad descrita en la especifica-
cién BLAS. Existen mdédulos adicionales que permiten que la libreria sea
utilizada desde C++ u otros lenguajes de programacion.

Esta libreria constituye el estandar en la industria para interactuar
con software de dlgebra lineal [I6]. Soporta las funciones BLAS de nivel
1 haciendo uso de vectores nativos del lenguaje de programacién utiliza-

do, C++ en este caso. Adicionalmente soporta operaciones con nimeros

®http://mlpack.org/index.html
5u64 y s64 solo se soporta en sistemas de 64 bits
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complejos.
La[Tabla 2.3 muestra el detalle de la funcién norm2 y el prefijo utilizado

para nombrar las funciones (cblas_Xnrm2 donde X representa el preﬁjo)ﬂ

Tabla 2.3: LAPACK - formatos vectoriales soportados

Input vector Result type | Prefix
Vector of float float S
Vector of double double D
Vector of complex float float SC
Vector of domplex double double DZ

Como se observa en la tabla anterior, los vectores y matrices se repre-
sentan como arreglos de elementos float o double, por lo tanto el tamano

en bytes necesario para representar un vector corresponde a:

total = nimero de elementos * 4 (2.10)

2.2.3. Revision de métodos de compresion

El objetivo principal de este trabajo es la compresion de datos cate-
goricos, en esta seccion se presenta un resumen de algunos métodos de
compresion/codificacién de este tipo de datos.

Los datos categéricos se almacenan en vectores unidimensionales o en
matrices dependiendo del tipo de informacién. Para la representacién de
matrices se utiliza la representacion vectorial de sus columnas o filas por
lo que es 1til describir la forma de almacenamiento de filas y columnas.

Actualmente, los esquemas de almacenamiento para matrices corres-

ponden a los siguientes tipos:

» Full storage: una matriz se almacena en un arreglo bi-dimensional.
A continuacién se presenta un ejemplo de una matriz de dimensién
6x6.

"https://www.ibm.com /support/knowledgecenter /en/SSFHYS_5.5.0/
com.ibm.cluster.essl.vbr5.essl100.doc/ambgr_hsnrm2.htm
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ai
a21

a31

ai2
as2
a32

a42

az3
ass
a43

as3

0 0 |

0 0
as4 0 0
asy ags 0
G54 G55 Q56
ag4 Q65 Q66

= Packed storage: permite el almacenamiento de matrices simétricas,

hermitianas o triangulares en una forma mas compacta que la opcién

Full storage. La parte superior o inferior de la matriz se almacena

por columnas en una arreglo unidimensional.

La matriz:
ail

azy
a31
a4y

as1

| 061

se la representa por:

{all a1 asr aq1 0as1

ag2
as2
a42
as2

ag2

ass
a43
as3

ag3

0 0]
0 0 0
0 0
agy O 0
asqe az; 0
a4 Qg5  a66 |

ag1 Q22 azz2 ... 0g6

= Band storage ﬂ almacenamiento para matrices en banda. La matriz

se almacena en un arreglo bidimensional compacto. Cada diagonal

corresponde a una fila de la nueva matriz, mientras que cada columna

se almacena en su respectiva columna.

La matriz:

Shttps://software.intel.com/en-us/mkl-developer-reference-fortran-matrix-

arguments#BAND
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ailr a2 0 0 0
a1 asy a3 0 O

azr azz azz azs O

o O O O

0 @42 a43 ass ass

0 as3 ass ass; ase

0 0 aes aes a6

se la representa por:

* a2 G233 Aa34 Q45 G56
ailp a22 Aas3 a44 ass aee
a21 a23 G43 0Aas4 A4es *

a3l a24 G533 QAaeq4 X *

» Coordinate Format (COO) [68]: La representacién més simple para
matrices dispersas corresponde a almacenar las tuplas (z;j,4,j) para
los cuales z;; # 0. Con esto se generan 3 vectores: val, row_ind y

col_ind los cuales almacenan x;;, ¢ y j respectivamente.

Como ejemplo, consideremos la matriz:

100 2 O
0300 4
0 050 6
0 00 0 10

La representaciéon COO corresponde a:

val = (1,2,3,4,5,6,7,8,9, 10)
row_ind = (0,0,1,1,2,2,3,3,3,4)
col_ind =(0,3,1,4,2,4,2,3,4,4)

= Compressed Row Storage (CRS)ﬂ Esta es la version méas general de
representacién de matrices. El formato CRS ubica los elementos dis-
tintos de 0 de una matriz en un bloque continuo de memoria (vector).

Para este método, es necesario generar 3 vectores:

“http://netlib.org/linalg/html_templates/node91.html
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1. wval: el cual almacenara los elementos de la matriz

2. col_ind: almacena los indices de la columna en la cual aparece el
elemento almacenado en el vector val. Si val(k) = a;; entonces
col_ind(k) = j.

3. row_ptr: almacena la posicién en el vector val en el que comien-

za una nueva fila de la matriz.

Utilizando como ejemplo la matriz descrita anteriormente, la repre-

sentacién CRS corresponde a [68]:

val = (1,2,3,4,5,6,7,8,9,10)
col_ind =(0,3,1,4,2,4,2,3,4,4)
row_ind = (0,2,4,6,8,10)

» Compressed Column Storage (CCS): También se le denomina Harwell-
Boeing Column-Compressed Sparce Matriz. Este almacenamiento es
similar al anterior, pero en lugar de recorrer la matriz por filas, se la
recorre por columnas. En resumen, el formato CCS corresponde a la

representacion CRS de AT

Como se puede observar del listado anterior, la representacién de matri-
ces se reduce a la representacién de vectores unidimensionales con ciertas
caracteristicas. Por este motivo, si se optimiza el almacenamiento de vec-
tores, indirectamente se estd optimizando la representacién de matrices.
Es por esto que en este trabajo, la optimizacién de los requerimientos de
memoria se centra en la representacién de vectores unidimensionales.

Existen variaciones en el esquema de almacenamiento indicado ante-
riormente, éstas variaciones hacen uso de algunos mecanismos de codifi-
cacién (encoding) de listas de datos. Las matrices se almacenan como un
conjunto de listas de datos, cada elemento del conjunto corresponde a una
columna o a una fila, dependiendo del tipo de representacién matricial.

En resumen, las matrices pueden ser representadas como vectores uni-
dimensiones (uno por fila o columna), o a su vez como un gran vector que
concatene las filas o columnas. A continuacién se describen algunas opcio-
nes de compresién/representacion de conjuntos de datos unidimensionales

(vectores).
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2.2.3.1. Run-length-encoding (RLE)

Las secuencias consecutivas de datos con el mismo valor se almace-
nan como un par (conteo,valor) siendo valor el valor a ser representado

y conteo el nimero de ocurrencias consecutivas del valor dentro de la se-

cuencia. La [Figura 2.1I'l muestra el esquema de compresién RLE.
[efefefefelefafefelofeo]ofe]eo]c]c]

&

run-length encoding

O

[=feflefefc]z]

Figura 2.1: Run-length-encoding (RLE)

El describe los pasos para la implementacién del método
RLE. Los valores de entrada corresponden a:

= data: Vector de entrada el cual serd comprimido.

» size: Tamano del vector original (nimero de elementos).

La salida del algoritmo corresponde a un buffer que contiene la infor-
macion comprimida asi como el nimero de elementos bufferSize.
A manera de ejemplo, consideremos el siguiente conjunto de datos:
V={1,1,1,1,4,5,5,5,5,8,8,8,8,8,4,4,4} (2.11)
Utilizando el método descrito anteriormente, el conjunto de datos se
reduciria a:
vV = {(4,1),(1,4),(4,5),(5,8),(3,4)} (2.12)

Finalmente reescribiendo la [Ecuacion 2.12| resulta en el siguiente con-

junto de datos:

Phttps://i.ytimg.com/vi/mX4tdOEpFXw/hqdefault.jpg
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2.2. Trabajos relacionados

Data: data, size
Result: buffer, bufferSize

1 index + 0;

2 for i+ 0 to size—1do

3 count < 1;

4 while (i < size) and (data[i| = data[i + 1]) do

5 count < count + 1;

6 141+ 1;

7 end

8 buf fer[index] < count;

9 buf ferfindex 4+ 1] + datali;
10 index < index + 2;
11 end

1

N

buf ferSize < index;

Algoritmo 1: Algoritmo de compresién/codificacion RLE

V. ={4,1,1,4,4,5,5,8,3,4} (2.13)

Lo que puede ser leido como: 4 valores 1, 1 valor 4, 4 valores 5, 5
valores 8, 3 valores 4. Es evidente que el conjunto V. tiene menos elementos
que el conjunto V', lo que conlleva a que ocupe menos espacio para su

almacenamiento,

Existen variaciones a este tipo de representacion en las cuales si las
secuencias de valores iguales se repiten en distintas posiciones del vector,
se almacena el valor y adicionalmente se representa el inicio y el total de
elementos en cada secuencia [30]. Consideremos el siguiente conjunto de

datos:

V={1,1,1,1,4,4,4,4,4,4,4,4,1,1,1,1,1,1,1,1,1,4,4,4}  (2.14)

Utilizando el método descrito anteriormente, el conjunto de datos se

reduciria a:

Ve=1{(1,1,4,13,9), (4,5, 8,22, 3)} (2.15)
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La representaciéon en forma vectorial de la resulta com-
plicada ya que se debe considerar las repeticiones de las secuencias del
conjunto original. La [30] ilustra la representacién del conjunto
{9,9,9,9,0,8.2,9,9,9,0}.

RLE{2})
{9}{8.2}

1 6

Figura 2.2: RLE - Representacion

2.2.3.2. Offset-list encoding (OLE)

Por cada valor distinto en el conjunto de datos se genera una nueva
lista que contiene los indices en los que aparece el mencionado valor. En el
caso que existan dos conjuntos de datos correlacionados, se genera un par
(z,y) y en la nueva lista se almacena el indice en el que aparece el par de

datos en cuestion.

A manera de ejemplo, consideremos el siguiente conjunto descrito en la

El conjunto tiene 4 valores distintos 1,4, 5,8, por lo tanto
se genera 4 nuevas listas:

Vi={1,2,3,4}

Vi = {5,15,16,17
1= J (2.16)

Vs = {6,7,8,9}

Vs = {10,11,12,13, 14}

Cada conjunto contiene los indices en los cuales aparece el valor repre-
sentado por el sub-indice. Por ejemplo, el conjunto V, contiene los indices

en los cuales aparece el valor 4.

La [Figura 2.3| [30] muestra los esquemas de compresién/codificacion
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2.2. Trabajos relacionados

Run-Length encoding y Offset-list encoding.

Uncompressed Compressed Column Groups

~ Input Matrix _ RLE{Z}\ OLE{l.S}\ OLE{4}\ UC{S}\

79 6 21 099 {93 {82} |{T6H{34HT 5| {2.L} {3} || 0.99

3 9 4 3 073 1 6 1 2 4 1 2 0.73

7 9 6 21 005 4 1|3 5 6| 3 4 0.05

T 9 5 3 042 3 9 T 5 6 0.42

3 0 4 21 0061 3 8 9 7 0.61
17 82 5 3 oso[=V| - 10 10 || 089

3 9 4 3 007 0.07

39 4 0 092 0.92

T 9 6 21 0.54 0.54
;3 0 4 3 G.lGJ Y JIS JiS IS 0.16 )

Figura 2.3: Esquemas de compresién

2.2.3.3. GZIP

La compresiéon GZIP se basa en el algoritmo DEFLATEH y consta de
dos partes: Lz77 y codificacion de Huffman. El algoritmo Lz77 compri-
me los datos eliminando partes redundantes y la codificacién de Huffman
codifica el resultado generado por el algoritmo Lz77 [34].

Los métodos clasicos de compresion, tales como GZIP, sobrecargan con-
siderablemente la CPU lo que minimiza el rendimiento obtenido al reducir
las operaciones de lectura/escritura, y los hace inviables para ser imple-

mentadas en bases de datos [21].

2.2.3.4. Compresién a nivel de bits

El software REDATAME utiliza un esquema distinto de compresién
de datos en bloques de 4-bytes. En cada bloque se almacena uno o varios
valores dependiendo del tamafio maximo en bits requerido para almacenar
los valores [25]. Este método utiliza la totalidad de los bits disponibles en
cada bloque (32 bits) de tal forma que un valor puede estar contenido en
dos bloques diferentes, la muestra lo indicado anteriormente.

En ningtin caso se genera una lista con los indices de ocurrencia de los

valores dentro del conjunto original. Esto permite almacenar directamente

Yhttps://tools.ietf.org/html/rfc1952
2http://www.redatam.org

38



Capitulo 2. Métodos y técnicas de compresion de datos

32 bits ‘ 32 bits

valor valor valor

Figura 2.4: Compresion REDATAM

el valor, sin embargo es necesario dividir el bloque de 4-bytes en bloques

de n-bits dependiendo del maximo valor a representar.

Este formato de compresién representa la opcién mas viable cuando
se trata de informacién categérica, ya que en la mayoria de los casos la
informacién a ser representada tiene un niimero bajo de categorias distintas
(por ejemplo, en el caso de los censos o encuestas, la variable sexo tiene 2
posibles categorias: 1=Hombre, 2=Mujer). Esto permitiria que se puedan

representar 16 observaciones en un bloque de 4-bytes.

2.3. Compresion de datos categoéricos

En esta secciéon se propone un nuevo mecanismo para comprimir da-
tos categoricos, el método de compresion desarrollado corresponde a una
variacion del método compresioén a nivel de bits descrito en la seccion
El método propuesto no utiliza los 32-bits en su totalidad debi-
do a que 32 puede no ser un miiltiplo del niimero de bits necesarios para

representar las categorias.

La informacién numérica de variables categoéricas se representa, tradi-
cionalmente, como valores enteros con signo de 64, 32, 16 u 8 bits (8, 4, 2,
1 bytes) esto implica que para almacenar un valor numérico es necesario

la utilizacién de 32 bits ( o su equivalente en 8, 4, 2 y 1 byte).

Como ejemplo, consideremos el caso en el que la informacién se repre-
senta como un conjunto de nimeros enteros de 4-bytes (algunos frameworks
de aprendizaje automatico utilizan este tipo de representacién).

La [Figura 2.5| representa la distribucién en bits de un valor entero

compuesto por 4-bytes.
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8 bits | 8 bits |

|3‘I|3D|29‘28|2T|2E|25‘24| |?|E|5‘d|3|2|1‘{)|
A A A A

1-byte 1-byte 1-byte 1-byte |

Valor entero - 4 bytes |

Figura 2.5: Valor entero - 4 bytes

Existen variaciones a la representacién presentada en la
debido a que los valores numéricos enteros pueden ser representados en
formato Little Endian o Big Endian los cuales describen el orden de los
bytes dentro de un conjunto de byteﬂ

Si la variable original tiene m observaciones, el tamano en bytes nece-

sario para almacenar todas las observaciones (sin compresion) es:

Total bytes = Tb =m x4 (2.17)

Si consideramos que no se utilizan los 32 bits para representar los va-
lores, existe una gran cantidad de espacio que se desperdicia. A manera
de ejemplo, supongamos que se tienen 4 observaciones de una variable que
puede tomar los valores entre 0 y 10 (ver [Tabla 2.4)).

Tabla 2.4: Ejemplo de variable con 4 observaciones

Observacion | Valor
1 3
2 4
3 1
4 8

La muestra la representacién de un conjunto de 4 valores
{3,4,1,8}, la zona de color gris corresponde a espacio que no se utiliza. De

un total de 4%32 = 128bits, solo se utilizan 16, lo que representa un 12,5 %

Yhttps://www.ibm.com /support/knowledgecenter /es/SSEPEK__11.0.0/char/src/tpc/
db2z endianness.html
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del almacenamiento total utilizado. Es posible realizar una representacién

similar utilizando bloques de diferente tamafio.

32 bits 32 bits 32 bits 32 bits

S - ([ (- [ - . ][ . o]

4

Figura 2.6: Almacenamiento de valores enteros - 4 bytes

La compresién a nivel de bits puede ser implementada utilizando blo-
ques de tamano 64, 32, 16 u 8 bits, esto tamafios corresponden a la repre-
sentacién interna dentro de una computadora de los tipos de datos enteros.
La muestra el almacenamiento utilizando 32 bits. Las zonas gri-
ses de la son utilizadas para almacenar informacién. En un
bloque de 32 bits, es posible almacenar los 4 valores {3,4, 1,8} reduciendo

el consumo de memoria a 12.4 % del tamano original.

B bits 8 bits 8 bits 8 bits

39 - an

0| 28 27 | 26 [ 25 | 24 [ 2% 2

22|2'|23|'9|IB|1?|WE

15|I4

12|1"13|9|8|7|5‘5|4|2|2|1‘0|

3 4 1 8

Figura 2.7: Almacenamiento optimizado de valores enteros - 4 bytes

La idea central de este trabajo consiste en reutilizar las zonas de color
gris, sin embargo no se considera el caso en el que un valor se distribuye en
dos bloques. La restricciéon anterior permite optimizar las operaciones de
descompresion ya que no es necesario almacenar dos bloques consecutivos
en memoria previo a ser descomprimidos, bastaria con almacenar un solo
bloque.

Adicionalmente, se propone la implementacién de algunas de las fun-
ciones descritas en el estdindar BLAS de nivel 1 (ver [Tabla 2.1).

2.3.1. Numero minimo de bits

Sea V = {v1,v2,v3, ..., Um—1, U } una variable categérica donde los va-
lores v; € D = {x1, 2,23, ...,x;} (conjunto de todos los posibles valores
que puede tomar la variable V). Se requiere que los valores del conjunto

D se encuentran ordenados de menor a mayor, esto es 1 < z9 < 3 <
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2.3. Compresién de datos categdricos

... < xg. De la definicién anterior, el rango de una variable categérica esta
comprendido entre x1 y x.
El ntimero minimo de bits necesarios para representar un valor de la

mencionada variable corresponde al siguiente céalculo:

2" > 1, (2.18)

donde n corresponde al nimero de bits.

De la definicién anterior, es posible calcular el valor de n:

In(xy)
In(2)

n > (2.19)

Considerando que el valor de n solo puede ser un valor entero, n es

igual al menor entero mayor o igual que In(zy)/In(2), es decir:

n= mé’“)w (2.20)

donde [-] corresponde al menor entero mayor o igual que su argumento

y esta definida por:
[x] = min{p € Z|p > z} (2.21)

2.3.2. Numero maximo de valores representados

Utilizando la [Ecuacion 2.20] podemos determinar el ntimero de ele-

mentos de la variable V' que pueden ser almacenados dentro de un bloque

arbitrario:

BlockSizeJ

N, =| -

(2.22)

donde BlockSize corresponde al tamano del bloque, y puede tomar los
valores 8, 16, 32 o 64. || corresponde al mayor entero menor o igual que

su argumento y esta definida por:

|z] =maz{p € Z|p < z} (2.23)
Con esta solucién es posible que no se utilice el nlimero total del bits

42



Capitulo 2. Métodos y técnicas de compresion de datos

del bloque (8, 16, 32 o 64), quedando un niimero de estos sin uso.

El niimero de bits que no se utilizan estd dado por:

Bits perdidos = BlockSize —n * N, (2.24)

La muestra un resumen del nimero de bits utilizado para
representar un determinado nimero de categorias. La primera columna
muestra el nimero maximo de categorias a representar (2, 4, 8, etc.), la
segunda columna muestra el niimero de bits necesario para representar las
categorias mencionadas, la tercera y cuarta columnas muestran el total de
elementos que pueden representarse y el nimero de bits perdidos utilizando
un bloque de 32, finalmente la quinta y sexta columnas muestran el total de
elementos que pueden representarse y el niimero de bits perdidos utilizando
un bloque de 64 bits.

Tabla 2.5: Cantidad de elementos a representar

Bloque 32 bits Bloque 64 bits
Num. Num. bits | Elementos Bits Elementos Bits
méximo de (n) (Ny) perdidos (Ny) perdidos
categorias
2 1 32 0 64 0
4 2 16 0 32 0
8 3 10 2 21 1
16 4 8 0 16 0
32 5 6 2 12 4
64 6 5 2 10 4
128 7 4 4 9 1
256 8 4 0 8 0
512 9 3 5 7 1

, . ! .
En este método se genera un nuevo subconjunto V' el cual contiene
valores enteros, los cuales a su vez contienen N, elementos del conjunto

original. El nimero de elementos N, de este conjunto viene dado por:

Ne =m/N, (2.25)
donde m es el nimero de elementos del conjunto original V' y N, estd
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dado por la

Para obtener un mejor ratio de compresién y evitar tanto como sea
posible la pérdida de bits, es necesario verificar la combinacién de tamafo

de bloque y el niimero de categorias de los atributos.

2.3.3. Indexacién de elementos

Para indexar un elemento dentro del conjunto original V' es necesario
realizar una doble indexacién sobre el conjunto V.
Sea i el indice del elemento a buscar dentro del conjunto original V|, el

;e . . ro.
indice ¢ sobre el conjunto V' viene dado por:

i = |i/N,] (2.26)

Adicionalmente definimos

q = imod N, (2.27)

el cual representa el indice sobre el elemento de 32 bits para determinar
el valor real buscado.
En resumen, el elemento de la posicién i—esima en el conjunto V' puede

ser extraido del conjunto V' de la siguiente forma:

v; = (VZI/ > q*n) & mask (2.28)

donde ¢ esta dado por la [Ecuacion 2.27|y mask = 111...1 ( secuencia
de n valores 1, n esta dado por la [Ecuacion 2.20)).

La |[Figura 2.8|ilustra lo mencionado anteriormente.

indice: p ] l

‘ 32 bits. | 32 bits 32 bits 32 bits | ‘ 32 bits

29|23|27|25‘25‘24‘23‘22‘21‘ZH‘|Q‘1E|17|1E|15|14‘13‘12‘11‘m‘B‘E‘?‘E‘5|4|3|2‘1‘D‘

Figura 2.8: Indexacion de elementos
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2.3.4. Ejemplo

Consideremos el conjunto D = {0,1,2,3,4,5} de posibles valores de
la variable V. El ntimero de elementos del conjunto D corresponde a 6.
Con esta informacion es posible determinar el nimero méaximo de bits

necesarios para representar las 6 categorias de la variable V:

n :mg] = [2.585] =3

Esto nos indica que el nimero de valores que podemos representar

dentro de un bloque de 32 bits corresponde a:

N, :[32

?J = [10.67] = 10
Esto significa que dentro de 32 bits podemos representar 10 valores de

la variable V' (ver |[Figura 2.9) y tenemos un total de 2 bits de pérdida.

8 bits 8 bits 8 bits 8 bits

-29|EE‘27‘25|25|24|23‘22‘21|20|19|15‘17‘15|15|14

| |
]
2
o
= |
I~
o |
o |
|
o |
|
=]

Figura 2.9: Representacion de valores de una variable con 6 categorias

FEn este caso quedan 2 bits sin utilizar por cada bloque de 32 bits, ver

la zona de color rojo en la
32 bits 32 bits
-29|28|27|25‘25|24‘ |2|ﬂ‘0-29|28|27|25‘25|24‘

Figura 2.10: Espacio sin utilizar en la representaciéon de una variable con 6
categorias

2.3.5. Algoritmos de compresion

En esta seccién, se muestra la aplicacién del método de compresién
descrito en la seccién anterior. El principal objetivo de esta aplicaciéon es
la reduccién del tamano de un conjunto de datos (dataset). El algorit-

mo propuesto representa n valores categéricos de una variable V' dentro
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de un bloque de 4-bytes. Esto significa que para acceder al valor de una

observacién en particular, es necesario una doble indexacion:

» Acceder al indice del bloque (1, 2, 4, 8-bytes) que contiene el elemento

buscado.

» Indexar dentro del bloque (8, 16, 32 o 64 bits) para acceder al valor

buscado.

Para la implementacién del método propuesto utiliza una mezcla de

operaciones aritméticas y operaciones entre bits, concretamente:

Logical AND, simbolo: &

Logical OR, simbolo: |

Logical XOR, simbolo: &

Logical Shift Left, simbolo: <«

Logical Shift Right, simbolo: >

Las figuras y muestran la operacion de shift-right y shift-left

respectivamente.

MSB
LSB

76543210
lofofofrfofa]a]a]

@»00001011

Figura 2.11: Desplazamiento légico de bits a la derecha

Las muestra las operaciones logicas AND, OR y XOR a nivel
de bits.
Todos los algoritmos descritos en este capitulo utilizan como indice

inicial sobre un vector el valor 0 a menos que se indique lo contrario.
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o | ~ MSB
| o LSB

6 5
ojo

|

3
0

Ll B )
| =

[ofe[aTo]r 11 o}«{0]

Figura 2.12: Desplazamiento logico de bits a la izquierda

Tabla 2.6: Operaciones logicas a nivel de bits

AND | OR | XOR

O O = =M
O R O R
SO O =
O = =
O = = O

Algoritmo de compresion

El [algoritmo 2| representa el algoritmo para comprimir un vector tra-
dicional. Los valores de entrada corresponden a:

= data: Vector de entrada el cual serd comprimido utilizando dataSize

bits por elemento.
» size: Tamano del vector original (nimero de elementos).

s dataSize: Total de bits utilizados para representar los valores del
vector (ver [Ecuacion 2.20|y [Tabla 2.5)).

La salida del algoritmo corresponde a un buffer que contiene la infor-
macién comprimida asi como el niimero de elementos bufferSize del buffer
y el nimero de elementos comprimidos por bloque elementsPerBlock.

El Anexo [4] presenta una implementacion concreta del algoritmo de
compresion.

El algoritmo de compresién determina el nimero de elementos a alma-
cenar por bloque (linea 1), a continuacién determina el tamafio del buffer
en el cual se almacenara el vector comprimido. Seguidamente se genera
un bloque para iterar sobre los elementos del vector original en el cual

almacena elementsPerBlock elementos por bloque (lineas 6 hasta 15).
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Data: data, size, dataSize
Result: buffer, buferSize, elementsPerBlock

1 elementsPerBlock < BlockSize/dataSize;
2 buf ferSize + ceil(size/elementsPerBlock);
3 buf fer + new int[buf ferSizel;

4 blockCounter + 0;
elementCounter < 0;

o

6 for i<+ 0 to size—1do
7 value + datalil;
8 if blockCounter > elementsPerBlock then
9 blockCounter < 0;
10 elementCounter < elementCounter + 1;
11 end
12 v  value K (dataSize x blockCounter);
13 buf ferelementCounter] < buf fer[elementCounter] | vv;
14 blockCounter < blockCounter + 1;
15 end

Algoritmo 2: Algoritmo de compresién

Algoritmo de descompresion

El jalgoritmo 3| representa el algoritmo para descomprimir un vector
previamente comprimido con el falgoritmo 2| Los valores de entrada corres-
ponden a:

= data: Vector de entrada comprimido utilizando dataSize bits por

elemento.
» size: Tamano del vector comprimido (niimero de elementos).

= dataSize: Total de bits utilizados para representar los valores del
vector (ver [Ecuacion 2.20|y [Tabla 2.5)).

La salida del algoritmo corresponde a un buffer que contiene la in-
formacion descomprimida asi como el nimero de elementos bufferSize del
buffer.

El Anexo [A] presenta una implementacién concreta del algoritmo de
descompresién.

El algoritmo de descompresién determina el nimero de elementos al-

macenados por bloque (linea 1), a continuacién determina el tamano del
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Data: data, size, dataSize
Result: buffer, buferSize

1 elementsPerBlock < BlockSize/dataSize;
2 maxFElem + elementsPer Block * size;
3 buf fer + new int[maxElem)];

4 index < 0;
5 for i < 0 to size—1do
6 ss < (elementsPerBlock — 1) x dataSize;
7 for j < 0 to elementsPerBlock — 1 do
8 value < (datali] > ss) & masks[dataSize];
9 buf fer[index] < value;
10 58 + ss — dataSize;
11 index <+ index + 1;
12 end
13 end

Algoritmo 3: Algoritmo de descompresion

buffer en el cual se almacenard el vector descomprimido. Seguidamente se
genera un bloque para iterar sobre los elementos del vector comprimido en
el cual se leen elementsPerBlock elementos por bloque y se almacenan en

el vector descomprimido (lineas 5 hasta 13).

Algoritmo de iteracién

Eljalgoritmo 4] representa el algoritmo para iterar sobre un vector com-

primido. Los valores de entrada corresponden a:

= data: Vector de entrada comprimido utilizando dataSize bits por

elemento.
» size: Tamano del vector comprimido (nimero de elementos).

= dataSize: Total de bits utilizados para representar los valores del
vector (ver [Ecuacion 2.20|y [Tabla 2.5|).

El algoritmo no genera ninguna salida, solamente itera sobre los ele-
mentos comprimidos con lo cual no es necesario descomprimir por completo

el vector previo el procesamiento de la informacion.

49



2.3. Compresién de datos categdricos

Data: vector, size, dataSize

elementsPerBlock < BlockSize/dataSize;
mask < sequence of dataSize-bits with value = 1

N o=

3 for index < 0 to size — 1 do

4 value < vector|index];

5 for i<+ 0 to elementsPerBlock —1 do
6 v« (valor > i x dataSize) & mask;
7 do something with v;

8 end

9 end

Algoritmo 4: Algoritmo de iteracién

El algoritmo de iteracion se basa en recorrer el vector comprimido y, por
cada valor del vector, extraer n-elementos validos donde n = BlockSize/dataSize,

a estos n-elementos los denominaremos bloque.

Para extraer cada elemento dentro del bloque se hace uso de opera-
ciones a nivel de bits, concretamente shift-right y AND. Primero se define
una mascara dada por una cantidad fija de valores 1, el nimero de valores
1 corresponde al niimero de bits necesarios para representar los valores

originales.

Para extraer el primer valor dentro del bloque se hace un shift-right
(>) de 0 x dataSize-bits y luego se realiza una operacion AND (&) con
la mascara definida previamente. Para extraer el segundo valor se hace un
shift-right de 1 % dataSize-bits y luego se realiza una operacién AND con

la mascara definida previamente.

En general, para extraer el elemento ¢ dentro del bloque se realiza la
operacion: v = valor > (i x dataSize) & mask, donde valor corresponde a
un elemento del vector comprimido. El muestra la implemen-

tacién de lo mencionado anteriormente.

En el se debe notar que por cada iteracién del vector com-
primido (vector) se accede a n-elementos representados en un bloque de 8,
16, 32 o 64 bits de datos.
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2.4. Procesamiento de datos categoricos

En esta seccién se propone el mecanismo para el procesamiento de
datos categodricos previamente comprimidos/codificados utilizando el algo-
ritmo propuesto en la seccién 2.3.5 El método desarrollado corresponde al
procesamiento a nivel de bits utilizando operaciones de desplazamiento de
bits.

2.4.1. Algoritmos

El algoritmo desarrollado consiste en representar dentro de un bloque
n-valores categoricos de una variable. Esto significa que para acceder a un
valor en particular, es necesario realizar una doble indexacién tal como
se indica en la seccién [2.3.5} acceder al indice del bloque que contiene el
elemento buscado para luego indexar dentro del bloque.

Para la implementacion del método propuesto, se hace uso de opera-
ciones a nivel de bits de manera similar a la descrita en la seccién 2.3.5]

Como ejemplo, en esta seccién se propone el algoritmo para calcular
la norma L?. Como se puede observar, todas las funciones descritas en
la especificacion BLAS de nivel 1 pueden ser implementadas siguiendo el

esquema presentado a continuacién.

Algoritmo norma L?

El describe los pasos para el calculo de la norma L?, descrita
en la seccién [2:2.1] sobre un vector comprimido. Se debe notar que por cada

iteracién sobre el vector comprimido (vector), se accede a n elementos
almacenados en un bloque de BlockSize bits (8, 16, 32 o 64).

Los valores de entrada corresponden a:

= vector: Vector de entrada almacenado en formato comprimido con
dataSize bits.

» size: Tamafio del vector comprimido.

= dataSize: Total de bits utilizados para representar los valores del
vector (ver [Ecuacion 2.20|y [Tabla 2.5)).
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La salida del algoritmo corresponde al valor de la norma L2.

Data: vector, size, dataSize
Result: norm?2

1 elementsPerBlock < BlockSize/dataSize;
mask < sequence of dataSize-bits with value = 1

N

3 sum < 0;

4 for blockIndexr <+ 0 to size — 1 do

5 value < vector[blockIndex];

6 for i+ 0 to elementsPerBlock — 1 do
7 v  value > (i x dataSize) & mask;
8 sSum < sum + v * v;

9 end
10 end

11 norma2 < /sum

Algoritmo 5: Calculo de la norma L? para vectores comprimidos

El algoritmo itera sobre cada elemento del vector comprimido y luego
itera dentro de cada bloque. El nimero de elementos contenidos en cada

bloque corresponde a:

elementsPerBlock < BlockSize/dataSize

Es posible optimizar la iteraciéon dentro de cada bloque utilizando ope-
raciones con bits. El muestra la implementacién del algoritmo
L? utilizando operaciones con bits. Para un valor de dataSize, se genera un
bloque de cédigo que opera con bits con la finalidad de evitar la iteracion
dentro de cada bloque de 32 bits.

El muestra el modificado.

Siguiendo la estructura de iteracién descrita en el [algoritmo 4]es posible

implementar todas las funciones del estandar BLAS de nivel 1.

2.5. Experimentacion

Esta seccién presenta los resultados obtenidos al comprimir vectores ge-
nerados de forma aleatoria asi como algunos datasets conocidos. Se analiza

el consumo de memoria de la representacién del dataset, este valor corres-
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Data: vector, size, dataSize
Result: norm2

function SUM_ 06_ SQUARE(int b, int mask ) — int
{
bl «+ ((b >> 0) & mask);
b2 + ((b >> 6) & mask);
b3 + ((b >> 12) & mask);
b4 + ((b >> 18) & mask);
b5 + ((b >> 24) & mask);
return b1*bl + b2*b2 + b3*b3 + b4*b4d + b5*b5;

© 00 N0 A W N e

}

10 function SUM_07_SQUARE(int b, int mask ) — int
11 {

12 bl « ((b >> 0) & mask);

13 b2 «+ ((b >>T7) & mask);

14 b3 + ((b >> 14) & mask);

15 b4 + ((b>> 21) & mask);

16 return b1*b1 + b2*b2 + b3*b3 + b4*b4;

17 }
18 elementsPerBlock + 32/dataSize;
19 mask < sequence of dataSize-bits with value = 1

20 sum < 0;
21 nn < dataSize;
22 for index < 0 to size — 1 do

23 value < vectorl[index];
24 sum < sum + SUM__nn_ SQU ARE(value, mask);
25 end

26 NOrmM2 < /sum

Algoritmo 6: Célculo de la notma L? - versién optimizada

ponde a la cantidad de memoria necesaria para representar un vector de

n-elementos en la memoria de la computadora.

Adicionalmente, se presentan algunos resultados del procesamiento de
los vectores descritos anteriormente relacionados con la velocidad de pro-

cesamiento al ejecutar algunos algoritmos de los descritos en la seccién

ZZTT

Para medir la velocidad de procesamiento, se utilizé6 una implementa-

cién de los algoritmos utilizando como lenguaje de programacion C++.
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Todas los algoritmos fueron implemenatados en Ubuntu 16.04 LTEE uti-
lizando como compilador GCC 5.0.4@ No se utilizé ningin tipo de opti-

mizacién en la compilacion.
Plataforma de Prueba

La plataforma sobre la cual se realiz6 las pruebas corresponde a:

Procesador: Intel(R) Core(TM) i5-5200 CPU.

Velocidad del procesador: 2.20GHz.

Memoria RAM: 16.0GB.

Sistema Operativo: Ubuntu 16.04 LTE 64 bits.

Compilador: GCC 5.04 64bits.

2.5.1. Consumo de memoria: vectores aleatorios

Para la realizacién de pruebas se consideraron varios tamafos de vec-
tores: 103, 10%,..,10° elementos. El conjunto de datos de prueba contiene
elementos generados aleatoriamente en el intervalo [0,120]. Todas las li-
brerias mencionadas en la seccién utilizan la representacién vectorial

mediante elementos de tipo float.

La primera prueba realizada corresponde al consumo de memoria de
vectores generados de forma aleatoria. Los datos de prueba contienen ele-

mentos generados aleatoriamente en el rango [0, 120].

La muestra el resultado de la compresién, con un tamano de
bloque igual a 32 bits, de diferentes vectores utilizando el

“http://cdimage.ubuntu.com/netboot /16.04/? _ga=2.116574726.102719101.1548409191-

2108819645.1548409191
Bhttps://www.gnu.org/software/gcc/gee-5/
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Tabla 2.7: Consumo de memoria

Consumo de memoria (Kb) - bloque 32 bits
Tamarfio (# elementos) | Sin compresién (int) Con compresién

10° 3.9 1

10* 3.9 10! 10t
10° 3.9 % 102 10
106 3.9% 103 10°
107 3.9%10% 10t
108 3.9% 10° 10°
10° 3.9 % 10° 10°

Para la siguiente prueba se consideré un vector de tamafio n = 10°
cuyos elementos son valores enteros en el rango [0, 120]. La representacién
de cada elemento corresponde a un valor flotante de 32 bits, con lo que el

tamaio en bytes para representar el vector es:

total bytes = 107 x 4 bytes

La [Figura 2.13| muestra el consumo de memoria para la representa-

cién del vector mencionado anteriormente asi como el vector comprimido

utilizando 7 y 2 bits, total bytes representa el 100 % del almacenamiento.

2 bits 10%
7 bis

Vector float

25%
100 %

0% 25% 50 % 75% 100 %

Figura 2.13: Consumo de memoria

Como se puede observar, el consumo de memoria para la representacién
comprimida con 7 bits corresponde a 25 % del valor original. Si el vector
se pudiese comprimir con 2 bits, el tamano de la versién comprimida co-
rresponderia al 10 % del valor original.

Comparado con los métodos tradicionales de compresién (ZIP), la
muestra la relacién entre el archivo original, archivo comprimido

con el esquema propuesto y archivo comprimido con el utilitario ZIP de
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linux.

25%
33.3%

7 bits
Vector float - zipped

Vector float 100 %

0% 25% 50 % 75% 100 %

Figura 2.14: Tamano del vector comprimido

La muestra el ratio de compresién entre el archivo compri-
mido con el método propuesto y el archivo comprimido con la herramienta

ZIP, como se puede observar, el ratio de compresiéon es muy alto, lo cual
muestra que el archivo comprimido con el método propuesto tiene un alto

nivel de compresion.

7 bits - zipped 95.3%
7 bits 100 %

0% 25% 50 % 75% 100 %

Figura 2.15: Tamaifo del vector comprimido utilizando 7 bits

2.5.2. Consumo de memoria: dataset ptublico

Para el caso de datasets publicos, el método de compresion fue verifi-
cado con el dataset US Census Data (1990) Data Set E] el cual contienen
2,458,285 observaciones compuestas de 69 atributos categoéricos y un ta-
mano de bloque de 32 bits.

La muestra los 5 atributos que posen los rangos mas altos.
Como se observa, el atributo iRemplpar tiene el rango mas alto [0, 233],
sin embargo solo tiene 16 categorias validas. El método de compresion
empleado corresponde al niimero de categorias de un atributo.

El atributo iYearsch tiene 18 categorias. De acuerdo a la

el nimero de bits necesarios para representar los valores de cada atributo

Yhttps://archive.ics.uci.edu/ml/datasets/US+Census+Data-+(1990)
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corresponde a numero de bits = 5 por lo que es posible representar 6

elementos por cada bloque.

Tabla 2.8: US Census Data (1990) Data Set - Rangos

N. | Variable | Min | Max | Valor méximo | Cats.
1 | iRemplpar 0 223 223 16
2 iRPOB 10 52 42 14
3 | iYearsch 0 17 17 18
4 iFertil 0 13 13 14
5 iRelatl 0 13 13 14

El ntimero de bytes requeridos para almacenar en memorialﬂ el dataset

sin compresion corresponde a

Tb = (2,458,285 x 68 x 4) bytes = 668, 653, 520 bytes

Asi, la cantidad de memoria corresponde a T'b = 637.68 Mbyteﬂ

El nimero de bytes requeridos para almacenar el dataset en memo-
ria sin compresién corresponde a The = (2,458,285 * 68 x 4)/6 bytes =
111,442, 253.33 bytes por lo que la cantidad de memoria corresponde a
Tbec = 106.28 Mbytes. La muestra el ratio de compresion del

dataset.

Comprimido 16.6 %
No comprimido 100 %

0% 25% 50 % 75 % 100 %

Figura 2.16: US Census Data (1990) Data Set - Consumo de memoria

2.5.3. Procesamiento

Esta seccién presenta algunos resultados obtenidos del procesamiento

de informaciéon comprimida utilizando el método propuesto, con un blo-

7Varias de las librerias de aprendizaje automético requieren valores enteros
18F] software R muestra un consumo de memoria de 640 Mbytes
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que de 32 bits, comparandola con el procesamiento de la informacién sin
compresion utilizando las librerfas descritas en seccién [2.2.2]
Para hacer uso de las librerias mencionadas anteriormente, se utiliza

las implementaciones particulares del tipo de dato vector:
= LAPACK utiliza una iplemenatacion nativa float *.
= uBLAS utiliza la implementacién ublas: :vector<float>.
= Armadillo utiliza la implementacién arma: :vec.
= ViennaCL utiliza la implementacion STL std: :vector<float>.

La funcién con la que se verificé corresponde a la norma L? de la
especificaciéon BLAS de nivel 1.

A continuacién se presentan algunos resultados obtenidos, para las
pruebas se utilizé6 un vector similar al descrito en el inicio de la seccion.
A partir del segundo grafico, para ViennaCL se omitieron los valores del
vector de tamaifio 10° debido a la gran cantidad de tiempo necesario para

procesarlos.

La|Figura 2.17|y la[Tabla 2.9 muestran el tiempo empleado en calcular

la norma L? para vectores de diferentes tamaifios.

Como se puede observar, el enfoque con compresiéon tiene mejor ren-
dimiento que los otros métodos y es similar al rendimiento (en tiempo)
con Armadillo sin embargo utiliza menos cantidad de memoria. Se podria

esperar que las otras funciones algebraicas se comporten de forma similar.

2.6. Conclusiones

En esta seccién se revisaron algunos métodos tradicionales de com-
presion/codificacién de datos categdricos asi como algunas de las librerfas
mas conocidas que implementan operaciones algebraicas las cuales consti-
tuyen la parte béasica en la implementaciéon de algoritmos de aprendizaje
automatico.

En general podemos concluir que el método de compresién propuesto

reduce considerablemente la cantidad de memoria necesaria para represen-

tar los datos previos a ser procesados (ver [Figura 2.14]). La descompresién
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Tamaiio del vector(nimero de elementos)
Figura 2.17: Norma L? - Tiempo de procesamiento
Tabla 2.9: Norma L? - Tiempo de procesamiento
Tiempo (segundos)
Vector LAPACK | uBLAS | Armadillo | ViennaCL | Compresién
(elementos)
103 0 0 0 0 0
10? 0 0 0 0 0
10° 0.0002 | 0.0001 0.0001 0.0002 0.0001
106 0.0018 | 0.0013 0.0017 0.0024 0.0007
107 0.0190 | 0.0135 0.0073 0.0241 0.0065
108 0.1918 | 0.1242 0.0748 0.2576 0.0666
10° 2.0787 | 1.7273 0.9916 53.4602 0.6696

por bloques permite procesar el dataset sin la necesitad de descomprimir-

lo completamente, como paso previo al proceso, esto permite mantener el

dataset comprimido en memoria en lugar de usar su versién sin compresion.

En el caso de datasets con varias columnas, se mostré que seleccionan-

do la columna con el mayor nimero de categorias proporciona un ratio

de compresién muy alto (ver seccién [2.5.2]). Esto puede ser optimizado to-

mando en cuenta el tamano apropiado para cada columna lo que permitiria

aumentar el ratio de compresién.
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En relacién con el procesamiento de los datos comprimidos podemos
concluir que el método propuesto para el procesamiento de informacién
categorica reduce ligeramente el tiempo de procesamiento comparado con
implementaciones similares basadas en el estdndar BLAS de nivel 1. La
representacion comprimida/codificada de los datos permite reducir el ni-
mero de iteraciones sobre los datos, lo que conlleva a reducir el ntimero de
operaciones aritméticas realizadas sobre los datos.

El célculo de la norma L? muestra una ligera reduccién en el tiempo de
procesamiento (para mas detalles ver . En el caso que se trate
de operaciones que involucren a dos vectores, es recomendable comprimir

los vectores utilizando el mismo esquema (nimero de bits).
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Capitulo 3
Clasificacion de datos

categoricos mediante KNIN

En este capitulo se propone el uso del método de compresién pre-
sentado en el seccion [2] para la clasificacion de datos categéricos. El
método de clasificacion utilizado es el de k—vecinos cercanos parti-
cularizando el entrenamiento sobre datos comprimidos con nuestra
propuesta. El capitulo estd organizado en las siguientes secciones: la
seccion [3.1] presenta una breve introducciéon de las técnicas de clasi-
ficacién de datos utilizando el método kNN (K-vecinos), la secciéon
3.2] presenta el estado del arte en temas relacionados con clasifica-
cién utilizando el algoritmo de los k-vecinos, la seccion [3.3| presenta
la aplicacion de compresion y describe los datasets utilizados en las
pruebas, la seccién presenta la propuesta para la implementa-
cién del algoritmo ANN utilizando datos categéricos comprimidos,
la seccién presenta algunos resultados de pruebas utilizando va-

riaciones de métrica y datasets de pruebas y, finalmente, la seccién

[3.6] presenta algunas conclusiones.

3.1. Introduccion

La compresién de datos discretos es un problema complejo y de gran
interés sobre todo cuando se requiere que los datos comprimidos manten-

gan intactas las caracteristicas de los datos originales [43]. Muchos de los



3.1. Introduccién

métodos de clasificacién actual requieren una gran cantidad de memoria
y de tiempo, lo que los convierte en opciones no viables para aplicaciones
préacticas en el mundo real [I].

En muchos conjuntos de datos, el nimero de atributos (también deno-
minado dimension) es grande, y muchos algoritmos no trabajan bien con
conjuntos de datos que poseen una dimensién alta debido a que requie-
ren que toda la informacién se almacene en memoria como paso previo a
su procesamiento. En la actualidad es un reto procesar conjuntos de datos
con una alta dimensionalidad tales como los censos realizados en diferentes
paises [89]. Un censo es un proceso particularmente relevante y constituye
una fuente de informacién fundamental para un pais [I5]. La caracteristi-
ca predominante en este tipo de informacién es que los datos son, en su
mayoria, categdricos.

La tarea de asignar una clase a un conjunto de datos es una tarea béasica
en el andlisis de datos y el reconocimiento de patrones, la tarea consiste en
asignar una etiqueta o categoria (label) a una observacién a partir de un
conjunto de variables conocidas [29].

El aprendizaje supervisado (supervised learning) es un subconjunto de
técnicas dentro del aprendizaje automatico (ML), el cual trata de mode-
lar el comportamiento de sistemas complejos. Los modelos supervisados se
crean a partir de observaciones que habitualmente consisten de un conjun-
to de datos de entrada y una salida. Un modelo supervisado describe la
funcién que asocia las entradas (inputs) con la salida (output) [61].

kNN es un método de clasificaciéon simple y efectivo en muchos ca-
sos [48], sin embargo presenta dos grandes problemas: (1) es un método
de aprendizaje perezoso (lazy learning method) y (2) depende de la selec-
cién del valor de k [45]. Otras de las limitaciones presentes en este método
corresponde al alto consumo de memoria que limita su aplicacién [84].

En este trabajo se propone un mecanismo para clasificar informacion,
utilizando el algoritmo kNN, sobre un conjunto de datos comprimido. El
mecanismo propone comprimir las observaciones en paquetes de una de-
terminada cantidad de bits, en cada paquete se almacena (comprime) una
cantidad determinada de atributos a través de operaciones a nivel de bits.

Esto permite evitar tener que reducir el tamafio del conjunto de datos a
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Capitulo 3. Clasificacion de datos categéricos mediante kNN

procesar [84] para limitar el uso de memoria.

Una caracteristica interesante del método propuesto es que la informa-
cién puede ser descomprimida observacién por observacion en tiempo real
(on-the-fly), sin la necesidad de descomprimir todo el conjunto de datos y
llevarlo a memoria.

Como aplicaciéon del mecanismo de compresién se propone la imple-
mentacion del algoritmo KNN para trabajar con datos comprimidos al cual

denominamos Compressed kNN algorithm.

3.2. Trabajos relacionados

En esta secciéon se describe, en general, el proceso de clasificacion de
datos centrandose en el método kNN (se presenta el algoritmo). Adicional-
mente se describen algunas métricas utilizadas en el caso que la informacién

sea categorica, numérica o mixta.

3.2.1. kNN

El algoritmo kNN pertenece a la familia de métodos conocidos como
basado en instancias. Estos métodos se basan en el principio de que las
observaciones (instancias) dentro de un conjunto de datos generalmente
existen en lugares cercanos a otras observaciones que poseen atributos
similares [3§].

Dada una observacién, de la cual se desea predecir la clase a la que
pertenece, este método selecciona las k observaciones mas cercanas del
conjunto de datos, de tal forma que minimicen la distancia [59]. Existen 2

variaciones del algoritmo ANN [12]:

» Vecinos cercanos sin estructura (structure less nearest neighbor)

» Vecinos cercanos con estructura (structure based nearest neighbor)

El define el esquema bdsico del método de clasificacion
ENN (sin estructura) sobre un dataset con m observaciones.
Existen variaciones del algoritmo que tratan de reducir el tamano del

dataset [58]. Por ejemplo, podemos citar Stochastic Neighbor Compression
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(SNN) [70] el cual trata de comprimir el conjunto de datos de entrada para
obtener un muestra de los datos, o ProtoNN - Compressed and Accurate
kNN for Resource-scarce Devices [46] que genera un subconjunto pequefio

de "prototipos" que representan al dataset de entrada.

Data: D = {(x;,¢;), fori=1tom}, donde z; = (vi,vs,...,v) es la
i—ésima observacion y ¢; es la clase a la que pertenece la i—esima
observacion

Data: z = (v1,v2,...,v,) dato a ser clasificado

Result: clase a la que pertenece x

distances + (;

[y

for y;in D do
d; d(yl, {E);
distances <+ distances U {d; };
end
Sort distances = {d; , fori=1tom} in ascending order;
Get the first K cases closer to z, DX;
class + most frequent class in DX

o N O oo W N

Algoritmo 7: Algoritmo kNN

De la definicion del algoritmo, es necesario definir el concepto de dis-

tancia entre observaciones.

3.2.1.1. Datos categodricos

En mineria de datos existen varios tipos de datos, incluyendo datos
numéricos, datos categoricos, texto, imagenes, audio, etc. Los métodos ac-
tuales que trabajan con este tipo de informacién, generalmente, convierten

estos tipos de datos a datos numéricos o categéricos [88].

Los datos categéricos o nominales (también conocidos como variables
cualitativas) han sido sujeto de estudios en varios contextos [I3]. La mi-
neria de datos a partir de datos categéricos es un tema de investigacién
importante en el cual se han desarrollado varios métodos para trabajar
con este tipo de informacién tales como arboles de decisién, rough sets y
otros [88].
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3.2.1.2. Meétricas

La similaridad o distancia entre dos objetos (observaciones en nues-
tro caso) juega un papel importante en muchas tareas de clasificacion o
agrupacion de datos [3].

Para este caso de estudio, al tratarse de variables categéricas, se con-
sidera el concepto de similaridad entre dos observaciones compuestas de

variables categéricas.

La funcién de distancia recomendada es la métrica denominada Hete-
rogeneous Euclidean-Overlap Metric (HEOM) [9] la cual se define por [37]:

donde d;(z;,x;) es la distancia entre dos observaciones en el i—esimo

atributo.

En el caso que el i—estmo atributo sea categérico, se recomienda utilizar

la distancia de Hamming [82], la cual estd definida por:

1 st z #Yi
do(zi,yi) = (3.1)
0 st x;=1y;

En el caso que el i—esimo atributo sea numérico, se recomienda uti-
lizar la distancia de diferencia normalizada de rango (range normalized

difference distance), la cual estd definida por:

o — |z; — i
dn(xi, ;) mazx({z;}) — min({x;})

Lo anteriormente expuesto permite trabajar con datasets hibridos, es

decir datasets compuestos de variables categdricas y numéricas.

En el caso que el conjunto de datos solamente contenga variables ca-

tegoricas, se aplica la distancia de Hamming (Ecuacién 3.1)). Si el dataset

solamente contiene variables numéricas, es posible aplicar distancias tra-

dicionales como la distancia Euclidiana, Manhattan, Minkowski [82].

65



3.3. Compresién aplicada a kNN

3.3. Compresion aplicada a kNN

En teoria de base de datos, un registro R es un conjunto de atributos
{f1, f2, .-, fn}- Una instancia r, es un conjunto de valores asociado a ca-
da atributo f;, esto es {vy,v9,...,v,} (valores para cada atributo). Cada
atributo f; tiene asociado un conjunto D; de posibles valores denominado
dominio. La [Tabla 3.1 describe lo mencionado anteriormente.

El objetivo principal de este trabajo es la clasificacién de datos categéri-
cos. Los datos categoricos se almacenan en vectores unidimensionales (por

filas o por columnas) o en matrices dependiendo del tipo de informacién.

Tabla 3.1: Representacién de un dataset

Observacion fi fo f3 fn

1 vi vg v% vy

2 v? v3 vg v2

3 v% ’Ug’ vg v,?;
m—1 T T BV vm-l

m oyt vy vg' vy

En lo sucesivo denominaremos V; al conjunto de valores del atributo

fi, esto es:

ST S0 ST

Vi= ’ ,parai=1,2,...,n (3.2)

Denominaremos R’ al conjunto de valores de la j—esima observacion,

esto es:

Rj = <U{7U%7 "'71);1)7 paraj = 1727 ey T (33)
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El método descrito en la secciéon [2.3| propone la compresién de una co-
lumna (atributo) de un dataset, esto es, comprimir los vectores V;, parai =
1,2,...,n (ver .

En esta seccién se propone aplicar el método de la seccién [2.3] para

comprimir filas (observaciones) de un conjunto de datos, esto es, el método

propone comprimir los vectores R, paraj = 1,2, ...,m (ver .
Partiendo del conjunto de datos original (ver [Tabla 3.1)), se genera un
nuevo conjunto de atributos {g1, g2, ..., gp} con p <= n de la forma descrita

en la [Tabla 3.2

Tabla 3.2: Representacién comprimida de un dataset

Observation g1 g2 g3 9p

1 uj uj us up,

D) u? u3 u3 up

3 ui’ u‘g u§ Uf;
m—1 ugn_l ugl_l ug”_l ugz_l

m ul ul uf uy’

Cada valor U; corresponde a una columna de la esto es:

1

1 1
u; v; Vg
2 2 2
3 3 3
u3 g v g
U = ' = comprimir ' B (3.4)
m—1 m—1 m—1
ul v} vty
m m m
U; V; Ui—i—d

parai=1,2,...,p

El valor d corresponde al niimero de elementos por bloque y estd dado
por la [Ecuacion 2.22| Con esto, cada valor uf almacena d-elementos del

conjunto de datos original, esto es:
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I = comprimir (vf, ...,’Uird), paraj=1,2,....,m (3.5)

u;

Denominaremos U7 al conjunto de valores de la j—esima observacién

del dataset comprimido, esto es:

U’ = (U{U%U{,) paraj=1,2,..m (3.6)

Para el proceso de compresion, se aplica el jalgoritmo 2|, descrito en la
seccién m pasando como vector de entrada una observacién (fila) del

dataset original.
U’ = comprimir (R, n, numBits)

Para el proceso de descompresion, se aplica el algoritmo [3], descrito en
la seccién [2.3.5] pasando como vector de entrada una observacion (fila) del

dataset comprimido.

R/ = descomprimir (U7, p, numBits)

3.3.1. Conjunto de datos de prueba

En esta seccion se describen los datasets utilizados en este trabajo asi
como algunas caracteristicas de estos.

Los datasets generalmente son almacenados como archivos planos rec-
tangulares (flat files). Las filas representan objetos (también denominados
registros, observaciones, puntos) y las columnas representan atributos (fea-

tures) [I09]. En los experimentos se utilizaron dos datasets de prueba:

» Census Income Data Set (CIDS), el cual representa un dataset mixto

que contiene variables categéricas y numéricas.

» Wisconsin Breast Cancer (original) (WBC-original) el cual represen-

ta un dataset que contiene solo variables categéricas.

La muestra una breve descripcién de los dos datasets.
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Tabla 3.3: Descripcion de los datasets de pruebas

Dataset No. atributos | No. observaciones | No. clases
Census Income Data Set 15 32,561 2
Wisconsin Breast Cancer 11 699 2

La seleccion de los datasets fue hecha con la finalidad de mostrar cémo
trabaja el algoritmo con un dataset que contenga solo variables categori-
cas y con un dataset que contenga variables categéricas y numéricas. A

continuaciéon se describe cada uno de los datasets utilizados.

3.3.1.1. Census Income Data Set

El dataset Census Income Data Setﬂ se utiliza para probar algoritmos
de clasificacion. La finalidad es predecir si una persona gana mds de $50k
al afio.

La describe el tipo y rango de cada una de las variables.

El dataset contiene de 32,561 observaciones de las cuales 2,399 obser-
vaciones contienen valores perdidos (NA). Con la finalidad de simplificar el
proceso, se eliminaron todas las observaciones que contienen al menos un
valor NA con lo cual el dataset resultante contiene 30,162 observaciones.

Como se puede observar en la tabla, existen variables que originalmente
se consideran continuas, sin embargo pueden ser tratadas como categoéricas
debido a que toman valores enteros dentro de un rango pequeno. Estas

variables se las considera categéricas en las pruebas realizadas.

3.3.1.2. Wisconsin Breast Cancer (original)

El dataset Wisconsin Breast Cancer (original)ﬂ se utiliza para probar
algoritmos de clasificacion. La finalidad es predecir observaciones malignas

(cancerigenas) de observaciones benignas (no-cancerigenas) [41].

La describe el tipo y rango de cada una de las variables.

Thttps://archive.ics.uci.edu/ml/datasets/census+income
https:/ /archive.ics.uci.edu/ml/datasets,/breast+cancer4wisconsin+-(original)
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Tabla 3.4: Census Income Data Set

No. | Atributo Tipo Rango Tipo usado
original
1 | age continuo 17-90 categbrico
2 | workclassge categorico 1-8 categoérico
3 | final weight continuo 12285 - numérico
(fnlwgt) 1484705
4 | education categorico 1-16 categdbrico
5 | education-num continuo 1-16 categorico
6 | marital-status categorico 1-7 categbrico
7 | occupation categorico 1-14 categorico
8 | relationship categorico 1-6 categbrico
9 | race categorico 1-5 categdrico
10 | sex categorico 1-2 categorico
11 | capital-gain continuo 0 - 99999 numérico
12 | capital-loss continuo 0 - 4356 numeérico
13 | hours-per-week continuo 1-99 categbrico
14 | native-country continuo 1-41 categoérico
15 | class categorico 1-2 categorico
Tabla 3.5: Wisconsin Breast Cancer (original)
No. | Atributo Tipo Rango
1 | Sample code number id
2 | Clump Thickness categorical 1-10
3 | Uniformity of Cell Size | categorical 1-10
4 | Uniformity of Cell categorical 1-10
Shape
5 | Marginal Adhesion categorical 1-10
6 | Single Epithelial Cell categorical 1-10
Size
7 | Bare Nuclei categorical 1-10
8 | Bland Chromatin categorical 1-10
9 | Normal Nucleoli categorical 1-10
10 | Mitoses categorical 1-10
11 | Class categorical | 2=benigno,
4=maligno
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contienen valores perdidos (NA). Con la finalidad de simplificar el proceso,
se eliminaron todas las observaciones que contienen al menos un valor NA
con lo cual el dataset resultante contiene 683 observaciones.

Como se observa en la[Tabla 3.5] la variable Sample code number corres-
ponde al identificador de la observacién por lo que puede ser descartada.
El resto de atributos son todos categdricos en el rango de 1 a 10, con la

excepcion de la variable Class la cual tiene dos posibles valores 2 o 4.

3.4. kNN con compresion categorica

En esta seccién se propone una variacién del algoritmo kNN para traba-
jar con datos categoéricos comprimidos. El método de compresién propuesto
utiliza una variaciéon del método descrito en [98] para lo cual se propone
comprimir con un esquema de bits a cada observacién R’. Similar al esque-
ma utilizado por el software REDATAM [25], en cada bloque se almacena
los valores correspondientes a v{, U%, ey VI

Debido al esquema propuesto, es necesario que se determine el ntimero
maximo de bits para representar todos los posibles valores de cada ob-
servacion. Esto impone que, como paso previo al proceso, se determine el
nimero maximo de bits necesario para representar cada atributo (f;) para
finalmente determinar el maximo de estos valores.

Si definimos como NV; al nimero de bits necesario para representar el
atributo (variable) f;, el nimero de bits necesario para representar una

observacion estaria dado por:

N =nx M, donde M = max {N;;i =1,2,...,n} (3.7)

Se debe notar que se utiliza el mismo valor de NN;, definido como
N; = M, para todas las variables con la finalidad de evitar operaciones
adicionales en la fase de descompresién/decodificacién.

El método propuesto utiliza operaciones a nivel de bits (bitwise opera-
tions: AND, OR, etc.) las cuales constituyen una parte importante en los
lenguajes de programaciéon modernos. Estas operaciones son ampliamen-
te utilizadas debido a que permiten reemplazar operaciones aritméticas

mediante operaciones mas eficientes [102].
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La describe las fases del método propuesto que pueden re-

sumirse en:

1. Preprocesamiento: en esta fase, partiendo del dataset original, se de-
terminan las posibles variables categéricas y numéricas, asi como los

rangos de las variables categoéricas.

2. Compresion de observaciones: en esta fase se aplica el algoritmo de

compresién sobre el dataset original.

3. Clasificacion kNN: en esta fase se aplica la clasificacién sobre el da-

taset comprimido.

Preprocesamiento

Dataset
original

Compresion de
observaciones

Métrica comprimida

Clasificacion KNN Resultados de la clasificacién

Dataset
comprimido

Figura 3.1: Esquema de compresién y clasificaciéon propuesto

3.4.1. Pre-procesamiento

En esta fase se determina el nimero de bits necesario para representar
cada variable categérica para luego determinar el valor de N dado por
Tomemos como ejemplo el dataset WBC, en un primer paso
se elimind la primera variable Sample code number (v1, ver .

A continuacion se eliminaron los registros que contienen valores perdi-
dos (NA) con lo cual se obtuvo un dataset de 683 observaciones. Después se
generaron dos datasets: uno para entrenamiento (80 % de los datos) y otro
para pruebas (20 % de los datos). Estos dos datasets constituyen los datos
de entrada para la compresion y luego para la clasificacién (Ver.
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Tabla 3.6: WBC - dataset de entrada

U2 U3 Vg Us Vg U7 Ug V9 V10

La cantidad minima de bits necesarios para representar un rango de
categorias (INV;) y el nimero de elementos por bloque (N,) pueden ser
obtenidas utilizando [9§]:

BlockSizeJ

| == (3.8)

donde BlockS'ize representa el tamano del bloque y puede ser 8, 16, 32
0 64, [-] representa el valor entero mas pequeno que es mayor o igual que
el argumento y se define como [z| = min{p € Z|p > x} y || representa el
valor entero méas grande que es menor o igual que el argumento y se define

como |z| = max {p € Z|p < x}[98].

En el resto de esta seccion, se utiliza un tamano de bloque BlockSize =
32. Como todas las variables tienen un rango de 1 a 10 (10 categorias),
el nimero de bits necesarios para la compresién corresponde N = 4 (4
bits) y el niimero de elementos por bloque corresponde a Ny = 32/4 = 8
(dentro de un bloque de 32 bits), lo que en este caso indica que se puede
almacenar 8 datos en un bloque, lo que corresponde a los valores de las
variables 2 hasta 9, la variable restante (10) debe ser almacenada en un

bloque adicional.

Un proceso similar se llevé a cabo con el dataset CID. Todas las va-
riables categéricas tienen un rango de 1 a 128, de esta forma, el nimero
de bits necesarios para la compresién corresponde a N = 7 (7 bits). Des-
pués de la eliminacion de los valores NA, el conjunto de datos final tiene
30162 observaciones. El conjunto de datos final se dividié en dos: 80 % para

entrenamiento y 20 % para pruebas.
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3.4.2. Compresion de observaciones

En esta fase se procede a comprimir cada observacién utilizando un

nimero total de bits igual a M (ver [Ecuacién 3.7)), con esto, en un bloque

de 32 bits es posible almacenar el valor de 32/M variables (atributos). El

proceso inicia con el dataset original y genera un nuevo dataset comprimi-

do/codificado (ver |[Figura 3.2)).

Dataset
comprimido

Dataset
ariginal

Figura 3.2: Esquema de compresién propuesto

Si n es el nimero total de atributos (ver [Tabla 3.1), el nimero de

bloques necesarios para representar todas los atributos corresponde a [98]:

total = [n * M/Block:Sizew (3.9)

Si se utiliza un tamano de bloque igual a 32 (BlockSize = 32), la

cuacion 3.9 puede escribirse de la siguiente manera:

total = [n * M/32W (3.10)

Para el caso del dataset WBC, total :[9 * 4/32} = 2. Esto significa
que el dataset original se lo puede representar mediante dos vectores unidi-
mensionales, el primero contiene la informacién de 8 variables y el segundo

contiene la informacion de la variable restante.

Se definen los bloques g1 y ¢2 de tal forma que g1 contiene la informa-
ci6én codificada de las variables {ve, v3, v4, vs5, v, V7, U3, V9} v g2 contiene la

informacién codificada de las variables {v1p}. Al nuevo dataset generado

lo denominados WBC encoded dataset (ver [Tabla 3.7)).
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Tabla 3.7: WBC - dataset comprimido/codificado

gl g2

Para el caso del dataset CIB, total :[(14 —3) = 7/32} = 3. Esto sig-
nifica que el dataset original se lo puede representar mediante 3 + 3 = 6
vectores unidimensionales, los 3 primeros vectores contienen la informa-
cién comprimida de las variables {vy, va, v4, vs, Vg, V7, V8, Vg, V10, V13, V14} Y
el resto de vectores contiene la informacién de las variables {vs,v11,v12}
no comprimidas.

Se definen los bloques g1, g2, g3 de tal forma que g1 contiene la infor-
macién codificada de las variables {v1,ve,v4,v5}, g2 contiene la informa-
cion codificada de las variables {vg, v7,vs,v9} y g3 contiene la informacién

codificada de las variables {vig, v13,v14}. Al nuevo dataset generado lo de-

nominados CID encoded dataset (ver [Tabla 3.8)).

Tabla 3.8: CID - dataset comprimido/codificado

gl g2 g3 v3 V11 V12

En [98] el algoritmo de compresién fue aplicado a las columnas del
dataset, en este trabajo aplicamos el algoritmo a las filas (observaciones)
del dataset. La[Figura 3.3|describe la compresion de w1 en el dataset WBC.

wi

|31‘30|25‘28‘27‘25‘25|24‘23|22‘21|20‘1B|15|17‘1E|15‘14|13‘12|11‘10|Q|5‘7|5‘5|4‘3|2‘|‘D|

Figura 3.3: Esquema de compresién
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3.4.3. Clasificacion ENN

El proceso de clasificaciéon utiliza como dataset de entrada el dataset
comprimido obtenido aplicando la compresién de los datos sobre el dataset
original. La muestra el proceso de clasificacién implementado.

Métrica comprimida

Clasifiacion KNN Resultados de la clasificacion
Dataset

comprimido

Figura 3.4: Clasificacién kNN

El proceso utiliza métricas personalizadas para trabajar con los da-
tos comprimidos, en este caso se utiliza la métrica HEOM y la métrica
de Hamming. En la etapa de clasificacién, es necesario descomprimir la
informacién y calcular las distancias entre las observaciones.

El célculo de la distancia utiliza el algoritmo descrito en [97] para el
calculo de la norma L? ajustado para descomprimir 2 vectores a la vez (de
cuyas observaciones se calcula la distancia).

Los algoritmos 8]y [9] describen el cdlculo de las distancias Euclidiana y
Hamming segtin la definiciéon de la seccién utilizando descompresion
de las observaciones previo a ser utilizadas.

Debido al funcionamiento bésico del algoritmo kNN (ver ,
es necesario determinar las distancia entre una observacién de prueba con-
tra todas las observaciones del conjunto de entrenamiento. Para evitar
descomprimir de forma reiterada la observacién de prueba, los algoritmos
de distancias hacen uso de un caché local de informacién en el cual se al-
macena la observacion de prueba a clasificar, asi se evita su descompresion
reiterada.

Los valores de entrada de los algoritmos [§] y [9] corresponden a:
= vecl: Vector inicial comprimido desde el cual se calculara la distancia.
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= vec2: Vector final comprimido sobre el cual se calculara la distancia.

La salida de los algoritmos corresponde al valor de la distancia dist
entre los dos vectores vecl, vec2.
El Anexo [B] presenta una implementacién concreta de los algoritmos

para el cdlculo de distancias.

Data: vecl, vec2
Result: dist

/* decompress vectors x/
if wecl not cached then

x < decompress(vecl);

cache x;

[SLE NV VN

end

(=]

y < decompress(vec2);

7 sum < 0;
8 for i<+ 0 to size—1do
| sum <+ sum + (z; — y;)%;

10 end

11 dist < /sum

Algoritmo 8: Distancia Euclidiana sobre datos comprimidos

De forma similar es posible definir los algoritmos para calcular otro
tipo de métricas.

Para algunas métricas, es posible su implementacion sin necesidad de
descomprimir la informacién. El muestra la implementacién
de la métrica de Hamming sin descompresion de las observaciones.

Los valores de entrada del algoritmo corresponden a:

= yecl: Vector inicial comprimido desde el cual se calcularé la distancia.
= vpec?: Vector final comprimido sobre el cual se calculara la distancia.

= numBits: Total de bits utilizados para representar los valores del

vector (ver [Ecuacion 2.20)).

Luego de definir la métrica se procede a definir el algoritmo kNN sobre

datos comprimidos. El describe el algoritmo Compressed-
ENN.
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3.4. kNN con compresion categérica

Data: vecl, vec2
Result: dist

/* decompress vectors x/
if wecl not cached then

x <+ decompress(vecl);

cache z;
end

(5 B N N VN

(=)

y < decompress(vec2);

7 sum < 0;
8 for i<+ 0 to size—1do
if IZ?z#yZ then

10 ‘ sum < sum + 1;
11 end
12 end

13 dist < sum

Algoritmo 9: Distancia Hamming sobre datos comprimidos

El primer paso consiste en comprimir el conjunto de datos original, a
continuacion se itera sobre el conjunto de datos comprimido y se calculan
las distancias entre la observacion a clasificar y los elementos del dataset.
Finalmente se ordena el conjunto de distancias d; en orden ascendente y
se selecciona la clase que mas se repite de las K-primeros elementos.

El algoritmo puede ser generalizo para trabajar con otras implementa-
ciones de kNN, este documento presenta los resultados obtenidos de dos

variaciones del algoritmo:

= Linear search: busqueda de fuerza bruta lineal para encontrar el ve-

cino mas cercano.

= Cover search: estructura de arbol para acelerar la btisqueda del vecino

mds cercano en un espacio métrico de n-puntos [11].

En ambos casos se utiliza la distancia descrita en la seccion B.2.1.2]

Como se puede observar, la principal ventaja del algoritmo propuesto es
la reduccién del tamano del dataset. El resultado de la fase de compresién
es un dataset que puede ser cargado completamente en memoria reducien-

do, de esta forma, las limitaciones de memoria descritas en la seccién [3.1
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Data: vecl, vec2, numBits
Result: dist

1 elementsPerBlock < BlockSize/numBits;
2 sum < 0;

3 for 7+ 0 to size—1do

4 24— X D Yis
5 mask < seq(1, numBits);
6 for j < 1 to elementsPerBlock do
7 if (z & mask) # 0 then
8 sum < sum + 1;
9 end
10 mask < numBits;
11 end

12 end
13 dist <+ sum

Algoritmo 10: Distancia Hamming sin descompresion

sin la necesidad de realizar un muestro o una reduccién de dimensién. Si
combinamos la compresiéon con el muestreo o la reducciéon de dimensién,

podemos obtener un algoritmo mejor al descrito en falgoritmo 11| (esto se

propone como trabajo futuro).
Limitaciones

Existen algunas limitaciones en el algoritmo descrito anteriormente re-
lacionadas con el célculo de las distancias. Antes de realizar el calculo de
la distancia, la observacién (registro) debe ser descomprimida.

Si se trata de clasificar un grupo de datos (dataset de pruebas), para
cada observacion, necesitamos descomprimir el dataset de entrenamiento.
Si tenemos t observaciones en el dataset de pruebas, necesitamos descom-
primir t—veces cada observacién del dataset de entrenamiento.

Si el dataset de pruebas también estd comprimido, para evitar la limita-
cién descrita anteriormente, los algoritmos[§]y [f utilizan un caché local para
almacenar la observacion (registro) descomprimida. Podemos extender la
idea del caché al dataset de entrenamiento y utilizar un pequefio caché
local para observaciones descomprimidas del dataset de entrenamiento.

Otra de las limitaciones esta relacionada con el rango que una variable
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Data: D = {(x;,¢;), fori=1tom}, donde z; = (vi,vs,...,v) es la
i—ésima observacion y ¢; es la clase a la que pertenece la i—esima
observacion

Data: z = (v1,v9,...,v,) dato a ser clasificado

Result: clase a la que pertenece x

1 /* compress original data */
D ompressed <— compress_vectors{xi,Ta, ..., Tn};
distances <+ (;

W N

for Yi m Dcompressed do
d; < compressed_distance(y;, x);
distances < distances U {d; };
end
Sort distances = {d; , fori=1tom} in ascending order;
Get the first K cases closer to z, DX;
10 class < most frequent class in DX

© O N o otk

Algoritmo 11: kNN con compresiéon

categérica puede tener. Si el rango es grande, solamente es posible com-
primir unos pocos valores dentro de un bloque, de esta forma, los cédlcu-
los/operaciones necesarios para descomprimir los datos pueden aumentar

el tiempo de procesamiento del algoritmo.

3.5. Experimentacion

En esta seccién se presentan algunos resultados obtenidos al aplicar el
algoritmo kNN sobre el dataset original y sobre el dataset comprimido. De
igual forma, las pruebas se realizaron utilizando dos métricas: Hamming y
HEOM (para valores sin compresién y valores comprimidos).

Todas las pruebas se realizaron utilizando el framework SMILE [}| mo-
dificado para trabajar con datos comprimidos de acuerdo al algoritmo des-
crito en la seccién 2.3] El algoritmo utilizado corresponde a kNN con un
valor de k variable entre 5 y 20 (k = 5, 10, 15, 20), el cual por defecto
utiliza una métrica euclidiana EuclideanDistance que opera con nimeros
reales (double).

3https://haifengl.github.io/smile/
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Plataforma de Prueba

La plataforma sobre la cual se realiz6 las pruebas corresponde a:

» Procesador: Intel(R) Core(TM) i5-5200 CPU

Velocidad del procesador: 2.20GHz

Memoria RAM: 16.0GB

= Sistema Operativo: Windows 10 Pro 64 bits
= Compilador: JDK 1.8.0.144 64-Bit Server VM

= Framework de aprendizaje automatico: SMILE 1.5.2

El dataset WBC' se comprimié utilizando un niimero de bits igual a

4 (ver [Ecuaciéon 3.7)). Mientras que el dataset CID se comprimié con un

esquema mixto, para lo cual se utilizé6 un niimero de bits igual a 7 (ver

Ecuacion 3.7)).

Las tablas y muestran los tiempos de ejecucion de la clasifica-
cién (k- fold = 10) para distintos valores de k£ con una busqueda lineal. En

el caso del dataset WBC, se utiliza la métrica Hamming.

Tabla 3.9: WBC comprimido - Tiempo de procesamiento (busqueda lineal)

k Tiempo (ms) Precisiéon( %)
5) 30 95.404
10 40 94.669
15 42 94.118
20 50 93.934

Tabla 3.10: WBC original - Tiempo de procesamiento (btisqueda lineal)

k Tiempo (ms) Precision( %)
) 18 95.404
10 19 94.669
15 19 94.118
20 18 93.934

81



3.5. Experimentacién

Como se puede observar, la precisién de la clasificacién es la misma
en los dos casos (dataset sin compresion y dataset comprimido) tal como
se esperaba. El tiempo de clasificaciéon es ligeramente menor cuando se
trabaja con el dataset sin compresién (ver .

Las tablas y [3:12] muestran los tiempos de ejecucion de la clasi-
ficacién y la validacién cruzada (k-fold = 10) para distintos valores de k
con una busqueda lineal. En el caso de dataset CID, se utiliza la métrica
HEOM.

Tabla 3.11: CID comprimido - Tiempo de procesamiento (btisqueda lineal)

k Tiempo (s) Precision( %)
5) 36.42 81.712
10 40.92 82.528
15 39.12 82.902
20 40.26 82.955

Tabla 3.12: CID original - Tiempo de procesamiento (bisqueda lineal)

k Tiempo (s) Precisién( %)
) 26.93 81.712
10 29.37 82.528
15 27.49 82.902
20 27.16 82.955

Como se puede observar, la precisiéon de la clasificacién es la misma en
los dos casos (dataset sin compresién y dataset comprimido). El tiempo

de clasificacién es menor cuando se trabaja con el dataset sin compresién

(ver [Tabla 3.11])

3.5.1. Consumo de memoria

El consumo de memoria representa la cantidad de memoria necesaria
para representar el dataset completo. La [Tabla 3.13| muestra un resumen

de los datasets utilizados en los experimentos.
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Tabla 3.13: Resumen datasets

Datset | Observaciones | Atributos | Bits para compresién
WBC 683 9 4
CID 30,162 14 7

La muestra la cantidad de memoria utilizada para represen-
tar los dos datasets (WBC y CID) utilizando una representacién vectorial
tradicional con elementos de tipo int, short y byte. La columna % Memo-
ria se calcula utilizando la representacion int como el valor total (100 %).
Debido a que la variable final weight tiene valores entre 12285 y 1484705

(ver [Tabla 3.4)), el dataset CID solo se lo representa como un vector de
elementos enteros int.

Tabla 3.14: Datasets - representacion con diferentes tipos de vectores

WBC CID
Tipo de vector Memoria % Memoria Memoria % Memoria
(bytes) (bytes)
int 24,588 100.0 1,689,072 100,0
short 12,294 50.0 - -
byte 6147 25.0 ; ;
La muestra la cantidad de memoria utilizada para repre-

sentar el dataset WBC utilizando diferentes tamanos de bloques. La co-

lumna % Memoria estd calculada utilizando el tamafio de un vector de

elementos enteros int como 100 % (ver [Tabla 3.14).

Tabla 3.15: WBC - compresién con diferentes tamanos de bloque

BlockSize (bits) | Total bloques | Memoria (bytes) | % Memoria
64 1 5464 22.2
32 2 5464 22.2
16 3 4098 16.7
8 ) 3415 13.9

La muestra la cantidad de memoria utilizada para represen-

tar el dataset CID utilizando diferentes tamafios de bloques. La columna %
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Memoria esta calculada utilizando el tamano de un vector de elementos

enteros int como 100 % (ver [Tabla 3.14)). Debido a que la variable final
weight tiene valores entre 12285 y 1484705 (ver [Tabla 3.4)), el dataset CID

solo se lo comprime utilizando bloques de 32 y 64 bits.

Tabla 3.16: CID - compresién con diferentes tamanos de bloque

BlockSize (bits) | Total bloques | Memoria (bytes) | % Memoria
64 ) 1,206,480 71.4
32 6 723,888 42.9

El dataset WBC' contiene 9 variables validas y 683 observaciones. Dado
que se utiliza 4 bits para la compresién, esto significa que un bloque de 32
bits se comprimen 4 atributos, con lo que son necesarios dos bloques de 32
bits para representar los 9 atributos categoricos.

Con estos datos, el tamafio en memoria para representar el dataset
completo corresponde al producto del niimero total de elementos del da-
taset por el nimero de atributos por el tamano de la representacién de un

valor entero (sizeof(int)):

Num bytes = 683 % 9 x 4 = 24.588 bytes (para el dataset WBC') (3.11)

Mientras que el valor de la representacién en el formato comprimido

corresponde al producto del niimero total de elementos del dataset com-

primido por el niimero de atributos (bloques, ver [Ecuacion 3.9) resultado

de la compresién por el tamano de la representaciéon de un valor entero

(sizeof(int)):

Num bytes = 683 x 2 x 4 = 5.464 bytes (para el dataset WBC') (3.12)

Tomando como 100% el valor de la representacién sin compresion

(Ecuacién 3.11)), las figuras y muestran el consumo de memoria

para la representacién del dataset utilizando diferentes representaciones

de vectores (para la versién sin compresién) y diferentes tamaifios de blo-
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ques (para la versién comprimida).

Comprimido (8 bits)
Comprimido (16 bits)
Comprimido (32 bits)
Comprimido (64 bits)

Vector byte
Vector short
Vector integer

100 %

0% 25% 50 % 75% 100 %

Figura 3.5: WBC - Consumo de memoria

Comprimido (32 bits)
Comprimido (64 bits)
Vector integer

42.9 %
71.4%
100 %

0% 25% 50 % 75 % 100 %

Figura 3.6: CID - Consumo de memoria

Como se puede observar, el consumo de memoria para el dataset WBC
es menor utilizando cualquier representacién comprimida (8, 16, 32 o 64
bits). El mejor ratio de compresion se obtiene utilizando un bloque de 8-
bits, esto representa el 13,9 % del tamano de la representacién como un
vector de elementos int y un 55,6 % del tamano de una representacién
como un vector de elementos byte.

En el caso del dataset CID, la representacion comprimida es de menor
tamaiflo que las representaciones tradicionales. Utilizando un bloque de
32 bits, el formato comprimido representa el 42,9% de la representacion
vectorial tradicional.

Las tablas y y la figura muestran la compresién de datos
tomados del censo Base de Datos - Censo de Poblacion y Vivienda 2010f]

“http: / /www.ecuadorencifras.gob.ec/base-de-datos-censo-de-poblacion-y-vivienda-
2010/
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El dataset es un subconjunto del censo original utilizado para la imputaciéon
de datos perdidos (missing data) [92].

Tabla 3.17: Base de Datos - Censo de Poblacion y Vivienda 2010

Observaciones | Atributos Bits para Memoria (GBytes)
compresién (integer vector)

14,483,499 21 6 1.2166

Tabla 3.18: Censo de Poblacién y Vivienda 2010 - compresion con diferentes
tamanos de bloque

BlockSize (bits) | Total bloques | Memoria (GBytes) | % Memoria
64 3 0.3476 28.6
32 ) 0.2897 23.8
16 11 0.3186 26.2
8 21 0.3042 25.0

Comprimido (8 bits
Comprimido (16 bits
Comprimido (32 bits
Comprimido (64 bits

Vector byte

)
)
)
)

Vector short

Vector integer 100 %

0% 25% 50 % 75 % 100 %

Figura 3.7: Base de Datos-Censo de Poblacién y Vivienda 2010 - Consumo de
memoria

La representacion comprimida utiliza 6 bits para representar los datos,
de esta forma se puede comprimir/codificar 5 valores en un grupo de 32
bits. Esto lleva a tener un nuevo dataset (comprimido) con 5 columnas en
lugar de las 21 columnas originales.

Como se puede ver, la cantidad total de memoria utilizada para repre-

sentar el dataset original es de 1,2166 GBytes (utilizando un vector que
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contiene elementos enteros int) y la representacién comprimida es equiva-
lente al 23,81 % del dataset original. El tamano del formato comprimido
utilizando un bloque de 32 bits es menor que el tamafio de cualquier re-

presentacién vectorial.

3.5.2. Precisién

Las figuras y muestran la comparacién en la precisiéon para la

clasificacién utilizando las siguientes métricas:

= Métrica Euclidiana, observaciones con valores enteros.

» Métrica HEOM, observaciones con valores enteros (ver seccién (3.2.1.2)).

En todos los casos se utilizé la versiéon de los datasets comprimidos
con un valor de £k = 5. En el caso del WBC dataset, la métrica HEOM

corresponde a la métrica de Hamming dado que todas las variables son

categoricas.

Euclidiana 97.842 %
Hamming 97.842%

0% 25% 50 % 75% 100 %

Figura 3.8: WBC - Precision por tipo de métrica
Euclidiana 76.777 %
HEOM 81.249%
0% 25% 50 % 75% 100 %

Figura 3.9: CID - Precisién por tipo de métrica

Como se puede notar en la figura, la métrica HEOM proporciona un
mejor resultado. El resultado para la ejecucién con compresién es el mismo
para la ejecucion sin compresion ya que se utiliza la misma métrica, lo que

varia es la velocidad de procesamiento.
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3.5.3. Velocidad de procesamiento

Las figuras y muestran la comparacion en la velocidad de cla-
sificacion. El algoritmo kNN se ejecutd en los dos datasets sin compresion
y con compresién (con un tamano de bloque igual a 32 bits) utilizando un
valor de k—fold = 10.

Sin compresién 20 msec
Con compresién 30 msec
) T T 1
0 msec 10 msec 20 msec 30 msec

Figura 3.10: WBC - Velocidad de validacién k- fold = 10

Sin compresién 26.93 sec
Con compresién 36.42 sec
0 sec 10 sec 20 sec 30 sec

Figura 3.11: CID - Velocidad de validacién k- fold = 10

Como se puede ver en las figuras anteriores, el uso de compresién mues-

tra un incremento en el tiempo de validacién.

3.5.4. Variaciones del algoritmo kNN

Esta seccion presenta algunos resultados obtenidos de la ejecucién del
algoritmo kNN sobre un dataset comprimido utilizando como método de

basqueda Cover Tree Search.

La muestra el tiempo de ejecucion de la clasificacion para
diferentes valores de k utilizando busqueda lineal (Linear Search) y bis-
queda en arbol (Cover Tree Search). En el caso del dataset WBC, se utiliz6

la métrica de Hamming.
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Tabla 3.19: WBC - Velocidad de procesamientod

Clasificacién - Linear search | Clasificacién - Cover tree search
k | tiempo (ms) | precisién (%) | tiempo (s) precisién (%)
5 30 95.404 120 95.315
10 40 94.669 150 94.143
15 42 94.118 175 93.997
20 50 93.937 180 93.119

La muestra el tiempo de ejecucion de la clasificacion para
diferentes valores de k utilizando bisqueda lineal (Linear Search) y bus-
queda en arbol (Cover Tree Search). En el caso del dataset CID, se utiliz6
la métrica HEOM.

Tabla 3.20: CID - Velocidad de procesamiento

Clasificacién - Linear search | Clasificacién - Cover tree search
k | tiempo (ms) | precisién (%) | tiempo (s) precisién (%)
5 36.42 81.712 40.81 81.500
10 40.92 82.528 44.20 82.541
15 39.12 82.902 50.36 82.717
20 40.26 82.955 51.97 82.823

3.6. Conclusiones

En este capitulo se revisé uno de los algoritmos de clasificacién mas
utilizados, el clasificador de K-vecinos cercanos (KNN). Junto con algunos
métodos tradicionales de compresién/codificacion de informacién categéd-
rica se planteé un modelo denominado "Compressed kNN " para trabajar
directamente sobre datos categdricos comprimidos.

Luego de realizar algunas pruebas sobre datasets conocidos (WBC y
CID) podemos concluir que el método propuesto reduce considerablemente
la cantidad de memoria utilizada por el algoritmo kNN y a su vez mantiene
el mismo porcentaje de error de la clasificacién realizada con el método
original.

La inclusién de la etapa de compresion con anterioridad a la ejecucién

del algoritmo, garantiza la reduccién del porcentaje de memoria necesario
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para representar el dataset completo (ver [Figura 3.5 y [Figura 3.6). La

inclusion del calculo de distancias para datos categéricos comprimidos (ver
algoritmo 8) incrementa ligeramente el tiempo de ejecucién del algoritmo
(clasificacion) debido a que es necesario descomprimir las observaciones
antes de realizar el cdlculo de distancias para determinar los vecinos mas
cercanos.

En este capitulo también se propuso un algoritmo para el cdlculo de

la distancia de Hamming sin la necesidad de descomprimir la informacion

(ver [algoritmo 10)).
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Capitulo 4

Conclusiones

En este capitulo se presentan las principales conclusiones extraidas
del trabajo realizado. El capitulo estd organizado en las siguientes
secciones: la seccion presenta las conclusiones finales obtenidas
del presente trabajo, la seccién lista las principales contribucio-
nes realizadas sobre el tema de investigacion, la seccién lista

las publicaciones derivadas del presente trabajo y, finalmente, la

seccion presenta posibles opciones de trabajos futuros.

4.1. Conclusiones

En este trabajo, se presenta en primer lugar un método de compresién
de informacién categoérica basada en el procesamiento de datos a nivel de
bits. El método propuesto necesita conocer el niimero de posibles categorias
que posee un conjunto de datos (dataset) y el tamano del bloque a utilizar
para la compresion, el cual puede ser 8, 16, 32 o 64 bits. En una primera
instancia, se propone la compresién de datasets completos representados
por columnas. El método propone comprimir cada columna (atributo) uti-
lizando un determinado nimero de bits, con lo cual cada columna puede
utilizar un ntmero de bits y tamafio de bloque diferente.

Una de las ventajas del método de compresién propuesto es que el
dataset resultante del proceso de compresién no necesita ser descomprimido
para ser utilizado. El dataset puede ser descomprimido en tiempo real (on-

the-fly) para su procesamiento. Con esto se reduce considerablemente la
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cantidad de memoria necesaria para representar la informaciéon debido a
que lo que se almacena es el dataset comprimido y no su version original.

Para validar la flexibilidad del método de compresién propuesto, se
describieron algunos algoritmos para realizar operaciones algebraicas sobre
vectores, las mismas que son el soporte para implementar algoritmos mas
complejos como los algoritmos de aprendizaje automatico.

Se demostré que el método de compresién propuesto reduce conside-
rablemente el tamano de los datasets cuando tienen un niimero bajo de
categorias, incluso la representacién comprimida requiere menos memoria
que la representacién vectorial tradicional més pequena (vector con ele-
mentos de tipo byte).

Adicionalmente, se propuso una modificacién del algoritmo de clasifi-
cacion kNN para trabajar con datos comprimidos. El algoritmo basa su
funcionamiento en adaptar una implementacién tradicional del algoritmo
kNN utilizando un framework que implementa algoritmos de aprendizaje
automatico (framework SMILE) y adaptar el procesamiento de los datos
a su versiéon comprimida.

La variacion del método de clasificacion propuesto incorpora una nue-
va etapa en el proceso de clasificaciéon: la etapa de compresiéon. La etapa
de compresion puede ser ejecutada una sola vez junto con la etapa de
pre-procesamiento de los datos, y el resultado de esta etapa puede ser al-
macenado en un medio fisico permanente para eliminar la necesidad de
comprimir reiteradamente los datos previos a la ejecucién de la clasifica-
cién.

Se incorporé descompresion en tiempo real en el proceso de busqueda
de los k-vecinos y se incorporé el calculo de las distancias entre observa-
ciones (métrica) para trabajar con datos comprimidos. Se propuso el al-
goritmo para las métricas Euclidiana (datos numéricos), Hamming (datos
categoricos) y HEOM (datos hibridos).

Debido a que el método KNN propuesto no utiliza un muestreo de los
datos para reducir el tamano del conjunto de entrenamiento, en su lugar
utiliza la versiéon comprimida de los datos, mantiene la precisién original
del algoritmo pero con una reduccién considerable de los requerimientos

de memoria.
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La incorporaciéon de la descompresién en tiempo real aumenta ligera-
mente el tiempo de procesamiento de los datos. Para reducir el impacto
del tiempo de descompresién, se propuso la implementacién de cilculo de
distancias (métricas) sobre los datos sin tener que descomprimirlos. Es-
to es posible en datasets completamente categéricos o datasets mixtos a
través del calculo de la distancia de Hamming (para datos categéricos)
replanteada con operaciones a nivel de bits.

Finalmente, se presentaron los resultados obtenidos de la ejecucion del
método kNN con un algoritmo optimizado de busqueda: Clever Tree, esto
muestra que el esquema de procesamiento comprimido puede ser extendi-
do facilmente a variaciones del método u a otros métodos de aprendizaje

automatico.

4.2. Contribuciones

Las principales contribuciones realizadas durante el desarrollo del pre-
sente trabajo estan relacionadas con el almacenamiento y procesamiento

de informacién categorica:

= Revision exhaustiva del estado del arte y propuesta de plataformas
para el procesamiento de Big Data y aprendizaje automatico bajo el

ecosistema Java.

= Desarrollo de un nuevo método para comprimir informacién categori-
ca cuyo resultado es la reduccion de la cantidad de memoria requerida

para su almacenamiento.

1. Método de compresion de informacion categérica acorde a los
requerimientos de procesamiento de algoritmos de aprendizaje

automatico.

2. Método de compresién de informacién hibrida (categérica y nu-
mérica) acorde a los requerimientos de procesamiento de algo-

ritmos de aprendizaje automatico.

3. Procesamiento en tiempo real de la informacion comprimida.
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4. Alineacién con el estandar BLAS de nivel 1 para la implemen-

tacion de operaciones algebraicas.

5. Implementacion del cdlculo de métricas sobre datos comprimi-
dos.

= Desarrollo de un método mejorado de clasificacion de informacion
(aprendizaje automatico) utilizando una variacién del algoritmo ANN.
El método se basa en la compresion previa de la informaciéon de na-

turaleza categorica.

1. Implementacién de una versién modificada del algoritmo kNN
adaptada para trabajar con grandes volimenes de datos cate-
gbricos.

2. Extensiéon de la busqueda lineal (linear search) para trabajar

con datos categéricos comprimidos.

3. Implementacién de métricas (distancias) directamente sobre da-
tos comprimidos (sin necesidad de descompresién) con lo que se

optimiza el tiempo de procesamiento de la informacién.

4.3. Publicaciones

Como resultado de la investigaciéon realizada, se publicaron los siguien-

tes articulos:

= Articulos publicados en revistas cientificas:

e Jaime Salvador-Meneses, Zoila Ruiz-Chavez, and Jose Garcia-
Rodriguez. Compressed kNN: K-Nearest Neighbors with
Data Compression. Entropy, 2019. Impact Factor (JCR 2017):
2.305, 5-Year Impact Factor (JCR 5-Year 2017): 2.303.

e Jaime Salvador, Zoila Ruiz, and Jose Garcia-Rodriguez. A re-
view of infrastructures to process big multimedia data.
International Journal of Computer Vision and Image Processing

(LJCVIP), 7(3):54-64, 2017.
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= Articulos publicados en conferencias internacionales:

e Zoila Ruiz-Chavez, Jaime Salvador-Meneses, Cristina Mejia-
Astudillo and Soledad Diaz-Quilachamin. Analysis of dogs’s
abandonment problem using georeferenced multi-agent
systems. MACHINE LEARNING METHODS APPLIED TO
BIG DATA ANALYSIS, PROCESSING AND VISUALIZATION
(MLBDAPV). IWINAC 2019. Aceptado, pendiente publicacién.

e Jaime Salvador-Meneses, Zoila Ruiz-Chavez, and Jose Garcia-
Rodriguez. Categorical big data processing. In Hujun Yin,
David Camacho, Paulo Novais, and Antonio J. Tallén-Ballesteros,
editors, Intelligent Data Engineering and Automated Learning
—IDEAL 2018, pages 245252, Cham, November 2018. Springer

International Publishing.

e Zoila Ruiz-Chavez, Jaime Salvador-Meneses, Jose Garcia-Rodriguez,
and Antonio J. Tallén- Ballesteros. Data pre-processing to
apply multiple imputation techniques: A case study on
real-world census data. In Hujun Yin, David Camacho, Pau-
lo Novais, and Antonio J. Tallon-Ballesteros, editors, Intelligent
Data Engineering and Automated Learning — IDEAL 2018, pa-
ges 288-295, Cham, 2018. Springer International Publishing.

e Zoila Ruiz-Chavez, Jaime Salvador-Meneses, and Jose Garcia-
Rodriguez. Machine learning methods based preproces-
sing to improve categorical data classification. In Hu-
jun Yin, David Camacho, Paulo Novais, and Antonio J. Tallén-
Ballesteros, editors, Intelligent Data Engineering and Automa-
ted Learning — IDEAL 2018, pages 297-304, Cham, 2018. Sprin-

ger International Publishing.

e Zoila Ruiz-Chavez, Jaime Salvador-Meneses, Soledad Diaz-Quilachamin

and Cristina Mejia-Astudillo. Solid Waste Management using
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Georeferenced Multi-agent Systems, pages 1-6. IEEE La-
tin American Conference on Computational Intelligence (LA-
CCI), Gudalajara, Mexico, 2018.

Zoila Ruiz-Chavez, Jaime Salvador-Meneses, Soledad Diaz-Quilachamin
and Cristina Mejia-Astudillo. Solid Waste Management using
Georeferenced Multi-agent Systems™*, pages 1-6. IEEE Third
Ecuador Technical Chapters Meeting (ETCM), Cuenca, 2018.

Jaime Salvador-Meneses, Zoila Ruiz-Chavez, and Jose Garcia-
Rodriguez. Low level big data compression. In Proceedings
of the 10th International Joint Conference on Knowledge Dis-
covery, Knowledge Engineering and Knowledge Management -
Volume 1: KDIR, pages 353—-358. INSTICC, SciTePress, 2018.

Jaime Salvador-Meneses, Zoila Ruiz-Chavez, and Jose Garcia-
Rodriguez. Low level big data processing. In Proceedings
of the 10th International Joint Conference on Knowledge Dis-
covery, Knowledge Engineering and Knowledge Management -
Volume 1: KDIR, pages 347-352. INSTICC, SciTePress, 2018.

Zoila Ruiz, Jaime Salvador, and Jose Garcia-Rodriguez. A Sur-
vey of Machine Learning Methods for Big Data, pages
259-267. In: Ferrandez Vicente J., Alvarez-Sanchez J., de la Paz
Lépez F., Toledo Moreo J., Adeli H. (eds) Biomedical Appli-
cations Based on Natural and Artificial Computing. IWINAC
2017. Lecture Notes in Computer Science, vol 10338. Springer,
Cham.

Jaime Salvador, Zoila Ruiz, and Jose Garcia-Rodriguez. Big
Data Infrastructure: A Survey, pages 249-258. In: Ferran-
dez Vicente J., Alvarez-Sénchez J., de la Paz Lépez F., Toledo
Moreo J., Adeli H. (eds) Biomedical Applications Based on Na-
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tural and Artificial Computing. IWINAC 2017. Lecture Notes
in Computer Science, vol 10338. Springer, Cham.

4.4. Trabajo futuro

Relacionado con la compresion de informacion categérica, como trabajo

futuro se propone:

1. Extender la representacién de los datos comprimidos a estructuras

de mayor dimension tales como matrices y tensores.

2. Implementar el estdindar BLAS, en todos sus niveles, el cual define

las rutinas de bajo nivel para operaciones algebraicas.

3. Implementar compresion con bloques de 64 bits en arquitecturas que

soporten la representacion de valores con 64 bits.

4. Implementar la compresiéon y el procesamiento de informacién utili-

zando programacion paralela multicore y con aceleraciéon GPU.

5. Implementar el algoritmo de compresiéon con un reordenamiento de

los atributos.

Relacionado con la implementacién de algoritmos de aprendizaje auto-

matico sobre datos comprimidos, como trabajos futuros se plantea:

1. Implementar variaciones del algoritmo kNN del tipo structure less
NN y structure based NN.

2. Extender los conceptos de compresion a algoritmos de clustering.

3. Implementar variaciones del algoritmos kNN para utilizar muestreo

con compresion.

4. Implementar métricas adicionales para algoritmos especificos (Man-
hattan, Minkowski, Chebyshev, etc. [13]).

De igual forma, se planea extender el método de compresién de infor-

macion a algoritmos que trabajen con informacién categorica, en particular
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informacién binaria ya que con tipo de informacién es con la que se consi-
gue el ratio de compresién mas alto.

Finalmente, se planea extender la implementacién de compresion a
otras plataformas de aprendizaje automético como REL PythonEL Wekaﬂ

"https://www.r-project.org/
https:/ /www.python.org/
3https://www.cs.waikato.ac.nz/ml/weka/
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Anexo A

Implementaciéon compresion

En este anexo se presenta la implementacién en Java de los algoritmos

de compresiéon y descompresion descritos en la seccién Los algoritmos

se encuentra implementados utilizando un tamano de bloque BlockSize

igual a 32.

El cédigo completo puede ser descargado desde:

https://github.com/jsalvador2k14/knnl

El muestra la implementacion del «Algoritmo

de compresiény. El método recibe como pardmetro el niimero de bits con el

cual comprimir numBits y el vector a comprimir values. El método devuel-

ve un vector con los datos comprimidos, el tamafio del vector comprimido

corresponde al tamano del vector devuelto por el método.

Listado A.1: Comprimir un vector

1

2

3

public int[] encode( int numBits, int... values ) {

int elementsInBlock = 32 / numBits;
int vectorSize = values.length;
int bufferSize =
(int )Math.ceil( vectorSize / (float )elementsInBlock );
int ret[] = new int[bufferSize];
for( int i=0; i<vectorSize; i++ ) {
int bufferPos = i / elementsInBlock;
int bufferIndex = i % elementsInBlock;
int ss = (elementsInBlock-bufferIndex-1)*numBits ;
ret[bufferPos] = ret[bufferPos] | ( values[i] << ss );


https://github.com/jsalvador2k14/knn

12 }
13 return ret;

4}

El muestra la implementacién del «Algoritmo

de descompresiony. El método recibe como parametro el nimero de bits con
el cual se comprimié el vector numBits y el vector comprimido values. El
método devuelve un vector con los datos comprimidos, el tamano del vector

comprimido corresponde al tamafio del vector devuelto por el método.

Listado A.2: Descomprimir un vector

1 public int[] decode( int numBits, int...values ) {
2 int elementsInBlock = 32 / numBits;

3 int maxElem = elementsInBlock * values.length;

4 int ret[]

new int[maxElem];
0;

6 for( int i=0; i<values.length; i++ ) {

5 int index

7 int ss = (elementsInBlock-1)*numBits ;
8 for( int j=0; j<elementsInBlock; j++ )
9 {

10 int value = (values[i]>>ss) & masks[numBits];
11 ret [index] = value;

12 ss = ss - numBits;

13 index++;

14 }

15 }

16 return ret;

17}

El algoritmo descrito anteriormente hace uso de un vector de mascaras

de bits inicializado de la siguiente manera:

Listado A.3: Inicializacién de mascaras de bits

1 private int[] masks;

2
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3 public inicializar( ) {

4 masks = new int[32];

5 int temp = Integer.MAX_VALUE;

6 for( int i=0;i<Integer.SIZE; i++ ) {
7 int index = 32 - i;

8 masks [index] = temp;

9 temp = temp>>1;

A continuacién se presenta la clase Java completa.

Listado A.4: Clase Java que implementa compresién/descompresion

1 package com.jaimes.knn.utils;
3 public class CompressedEncoder {
5 private int[] masks;

7 public CompressedEncoder( int blockSize ) {

8 this.masks = new int[32];

9 int temp = Integer.MAX_VALUE;

10 for( int i=0;i<Integer.SIZE; i++ ) {
11 int index = 32 - i;

12 masks [index] = temp;

13 temp = temp>>1;

14 T

15 }

17 public int get( int index ) {

18 return masks[index];

19 T

20

21 public int[] encode( int numBits, int... values ) {
22 int elementsInBlock = 32 / numBits;

23 int vectorSize = values.length;

24 int bufferSize =
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25 (int )Math.ceil( vectorSize / (float )elementsInBlock );

26 int ret[] = new int[bufferSize];

27 for( int i=0; i<vectorSize; i++ ) {
28 int bufferPos = i / elementsInBlock;
29 int bufferIndex = i % elementsInBlock;

30 int ss = (elementsInBlock-bufferIndex-1)*numBits ;

31 ret[bufferPos] = ret[bufferPos] | ( values[i] << ss );
32 }

33 return ret;

34 }

36 public int[] decode( int numBits, int...values ) {
37 int elementsInBlock = 32 / numBits;

38 int maxElem = elementsInBlock * values.length;

39 int ret[] = new int[maxElem];

10 int index = 0;

41 for( int i=0; i<values.length; i++ ) {
12 int ss = (elementsInBlock-1)*numBits ;
43 for( int j=0; j<elementsInBlock; j++ ) {

14 int value = (values[i]>>ss) & masks[numBits];

15 ret[index] = value;

46 SsS = ss — numBits;
17 index++;

48 }

19 }

50 return ret;

51 }

52 }
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Implementacién métricas

En este anexo se presenta la implementacién en Java de los algoritmos
de cdlculos de métricas descritos en la seccion B.4.3]

El c6digo completo puede ser descargado desde:
https://github.com/jsalvador2k14/knnl

Los métodos para calcular distancias hacen uso de la clase descrita en

el [Listado A.4{la cual permite comprimir/descomprimir datos.
El muestra la implementacién del «Distancia

Fuclidiana» para datos comprimidos.

Listado B.1: Distancia Euclidiana

1 public class CompressedEuclidianDistance {

2

3 private int cachedComp[] = null;
4 private int x[] = null;
5 private int numBits;

6 private CompressedEncoder encoder;

8 public CompressedEuclidianDistance( int numBits ) {

9 this.numBits numBits;

10 this.encoder = new CompressedEncoder();

11 ¥

13 public double d(int[] vecl, int[] vec2) {
14 if ( vecl!=cachedComp ) {


https://github.com/jsalvador2k14/knn

15

16

17

19

20

21

22

cachedComp = vecl;

X =

3

encoder.decode( numBits, vecl );

int[] y = encoder.decode( numBits, vec2 );

double sum = 0;
for( int i=0; i<x.length; i++ ) {
int dif = x[i]-y[i];

sum

}

= sum + difx*dif;

return Math.sqrt(sum) ;

}

El muestra la implementacién del «Distancia

Hamming» para datos comprimidos.

Listado B.2: Distancia Hamming

1

19

20
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private

public class CompressedHammingDistance {

int cachedComp[] = null;
int x[] = null;
int numBits;

CompressedEncoder encoder;

public CompressedEuclidianDistance( int numBits ) {

this.numBits = numBits;

this.encoder = new CompressedEncoder() ;

public double d(int[] vecl, int[] vec2) {
if ( vecl!=cachedComp ) {

cachedComp = vecl;

X =

3

encoder.decode( numBits, vecl );

int[] y = encoder.decode( numBits, vec2 );

double sum = 0;
for( int i=0; i<x.length; i++ ) {
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21 if( x[i!=y[i] ) {
22 sum = sum + 1;

23 3

24 }

25 return sum;

26 }

27}

Finalmente, el muestra la implementacién del

«Distancia Hamming» sin descomprimir los datos.

Listado B.3: Distancia Hamming sin descompresion

1 public class CompressedHammingDistance2 {

2 private int numBits;

3 private int elementsPerBlock;

4 private CompressedEncoder encoder;

6 public CompressedHammingDistance2( int numBits ) {
7 this.numBits = numBits;

8 this.elementsPerBlock = 32 / numBits;

9 this.encoder = new CompressedEncoder();
10 3

11 public double d(int[] vecl, int[] vec2) {
12 double sum = O;

13 for( int i=0; i<vecl.length; i++ ) {

14 int z = vecl[i] ~ vec2[il;

15 int mask = encoder.get( numBits );

16 for( int j=0; j<elementsPerBlock; j++ ) {
17 if( (z & mask) !=0 ) {

18 sum = sum + 1;

19 3

20 mask = mask << numBits;

21 }

22 T

23 return sum;

24 }

25}
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Anexo C
kENN sobre el framework
SMILE

Es este anexo se describe la estructura seguida para incorporar el mé-
todo de compresién y procesamiento de la informacién descritos en los
capitulos [2] y

La incorporaciéon de compresion dentro del framework utiliza como
fuente de entrada datos en formato CSV, estos datos son cargados en me-
moria y luego se procede a su compresion utilizando el descrito
en la seccién 2.3.51

A continuacién se presenta el esquema general para la incorporacion

de compresion.



C.1. Tipos de datos

e
|

Archivo Leer CSV

entrada (DelimitedTextParser)

Obtener representacion

matriz

Comprimir

(Compressediriter)

Archivo

Dataset comprimido _
salida

C.1. Tipos de datos

En general existen tipos de atributos con los cuales se puede representar

informacion:

= Variables cualitativas: datos no numéricos.

= Variables cuantitativas: datos numéricos. Estos datos pueden ser dis-

cretos o continuos.

La mayoria de algoritmos del framework SMILE reciben como entradas
vectores que contienen elementos simples como double, float, int, y tam-
bién proporciona la clase AttributeDataset la cual encapsula un conjunto
de datos y puede contener meta-datos asociados a la informacién que re-
presenta. En esta seccidon nos centramos en los datasets que pueden ser
representados en Java (en la podemos ver que SMILE soporta
Scala como lenguaje de programacién).
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C.2. Fuentes de datos

El framework SMILE permite leer informacion de varias fuentes de
datos comunes, entre estas podemos mencionar Weka ARFF, LibSVM,
CSV, Microarray, Cordinate Triple Tuple List, Harwell-Boeing Column-
Compressed Sparse Matrix. A continuacién se describen algunas de ellas,
centrandose en el formato CSV el cual fue utilizado en el desarrollo de este

trabajo.

C.2.1. Formato Weka ARFF

El formato Attribute-Relation File Format (ARFF)D es un formato
ASCII similar al formato CSV el cual incluye una cabecea con meta-datos
que describen la estructura de la informaciéon contenida.

Este formato fue desarrollado para ser utilizado por el framework de
aprendizaje automtico Wekaﬂ

La clase ArffParser permite leer datos en formato ARFF, el tnico

valor que se debe proporcionar es la referencia al archivo de datos.

C.2.2. Formato LibSVM

Este formato es utilizado por la libreria LibSVMﬂ Utiliza una repre-
sentacion dispersa en la cual los valores cero no necesitan ser almacenados,
cada linea dentro de un archivo en formato LibSVM tiene la siguiente
forma:

<label> <index1>:<valuel> <index2>:<value2>...

donde <label> corresponde a la etiqueta asociada a la observacién
representada en la fila.

La clase LibsvmParser permite leer datos en formato LibSVM, el inico

valor que se debe proporcionar es la referencia al archivo de datos.

"https://www.cs.waikato.ac.nz/ml/weka/arff.html
Zhttps:/ /www.cs.waikato.ac.nz/ml/weka/
https://www.csie.ntu.edu.tw/ cjlin/libsvm/
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C.2.3. Formato CSV

Existen dos variaciones de este formato: texto delimitado y texto sepa-
rado por comas (el segundo es un caso particular del primero).

El framework SMILE proporciona la clase DelimitedTextParser que
permiten leer archivos en formato CSV. El muestra el proceso

para leer un archivo CSV.

Listado C.1: Lectura de archivos CSV

1 InputStream is = new FileInputStream( PATH_TO_CSV );

3 DelimitedTextParser parser = new DelimitedTextParser( );
5 parser.setResponseIndex(

6 new NominalAttribute("class"),

7 CLASS_INDEX

8 )

10 parser.setDelimiter( ";" );

11 parser.setColumnNames( true );

12 parser.setMissingValuePlaceholder( "NA" );

14 AttributeDataset train = parser.parse( "dataset", is );

16 NominalAttribute responseAttr =

17 (NominalAttribute )train.responseAttribute( );

19 double[][] data = train.toArray( new double[train.size()][]);

En primer lugar se instancia la clase DelimitedTextParser y luego se

fijan algunos de sus atributos:

= Indice del atributo que contiene la clasificacién de la observacion
(linea 5).

» Delimitador dentro del archivo (linea 10).
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» Se determina si el archivo tiene los nombres de las columnas (atribu-
tos) (linea 11).

» Cadena de texto que representa valores perdidos (linea 12).

Luego se procede a leer el archivo (linea 14) y finalmente se extrae la
informacién de la variable que representa la clase (class, linea 16) y los
datos como una matriz de valores double (linea 19).

Los datos de entrada para el algoritmo de compresién corresponde a la

matriz generada al final del

C.3. Compresion

A continuacion se describe el proceso de compresion de la informacion

para el dataset WBC luego de ser leida utilizando el formato CSV.

Listado C.2: Compresion de datos CSV

1 double[][] data = ...//obtained reading the CSV file
2

3 int[][] compressedData = CompressedWriter.toB2B_WBC( data );

En primer lugar se obtienen los datos en forma de una matriz (linea 1).
A continuacién se procede a comprimir la informacién utilizando la clase

auxiliar CompressedWriter y el método toB2B_WBC. El ejemplo muestra
la compresién del dataset WBC el cual tiene 9 atributos (ver [Tabla 3.6).

Listado C.3: Compresion del dataset WBC

1 public static int[][] toB2B_WBC( int[][] data ) {
2 int[]1[] out = new int[data.length][];

4 CompressedEncoder utils = new CompressedEncoder( );
6 for( int i=0; i<data.length; i++ ) {

datal[i] [0];
datal[i] [1];

7 int v1

8 int v2
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9 int v3 = datali] [2];
10 int v4 = datali] [3];

11 int v5 = datal[i] [4];
12 int v6 = datali] [5];
13 int v7 = datali] [6];

14 int v8 = datalil] [7];
15 int v9 = datali] [8];

16 // v10 is the class-variable

18 int d[] = utils.encode(

19 NUM_BITS_WBC,

20 vl, v2, v3, v4, vb, v6, v7, v8, v9
21 )

23 // store data in 2 vectors

24 out[i] = new int[2];

26 out [i] [0]
27 out [i] [1]

d[o0];
da[1];

30 return out;

31}

El resultado del método anterior genera un nuevo dataset con un nu-
mero de observaciones igual al dataset original (linea 2) y con dos atributos
(columnas) los cuales contienen las observaciones comprimidas del data-
set WBC. El nuevo dataset resultante contiene 2-columnas tal como se
describe en la

C.4. kNN

Luego que se obtiene la representacién comprimida de los datos, ésta
puede ser almacenada en disco para futuros usos o bien almacenada en
memoria para uso inmediato.

A continuacién se describe el proceso de incorporacién de los datos

comprimidos en el proceso de clasificacién. El ejemplo muestra la clasifi-

114



Anexo C. kNN sobre el framework SMILE

cacién utilizando el dataset WBC.

Listado C.4: WBC Clasificacién kNN

1 WBCHammingBitDistanceImpl distance =

2 new WBCHammingBitDistanceImpl( );

4 KNN<int[]> knn =

5 new KNN<>( compressedData, trainY, distance, K );

7 // compressed observation to be classifcated

s int[] compressedTest = ...

10 int targetClass = knn.predict( compressedTest ) ;

La clasificacién empieza creando la métrica a utilizar (linea 1), co-
mo se trata de datos comprimidos, la métrica a utilizar corresponde a la
descrita en los algoritmos [9] y [I0] dado que el dataset WBC es un data-
set que solo contiene variables categéricas. A continuacién se instancia el
clasificador (linea 4) y se pasa como parametros los valores de los datos
comprimidos (compressedTest), el vector con la clasificacion de los datos
de prueba (trainY), la métrica a utilizar (distance) y el nimero de veci-
nos (K). Finalmente, se predice el valor de un registro comprimido (linea
10), la clase a la que pertenece la observacion corresponde al resultado de
invocar KNN.predict.

Una posible extension a los pasos indicados en este anexo corresponde a
la generaciéon de un nuevo formato de importacién de datos para la libreria
SMILE, similar a los descritos en la seccién
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Lista de Acronimos

ARFF Attribute Relation File Format

ASCII American Standard Code for Information Interchange
BLAS Basic Linear Algebra Subprograms

CCS Compressed Column Storage

CID Census Income Dataset

CIDS Census Income Data Set

COO Coordinate Format

CPU Central Processing Unit

CRS Compressed Row Storage

CSV Comma Separated Values

CUDA Computer Unified Device Architecture

DAG Directed Acyclic Graph

DFS Distributed File System

ETL Extract-Transform-Load

GPGPU General-Purpose computing on Graphics Processing Units
GPU Graphics Processing Unit

GZIP GNU ZIP



HACE Huge, Autonomous, Complex and Evolving
HDFS Hadoop Distributed File System

HEOM Heterogeneous Fuclidean-Overlap Metric
JVM Java Virtual Machine

KNN K-Nearest Neighbors

ML Machine Learning

NA Not Applicable

NN Nearest Neighbors

OLE Offset-list Encoding

RAM Random Access Memory

RLE Run-length Encoding

SMILE Statistical Machine Intelligence and Learning Engine
STL Standard Template Library

WBC-original Wisconsin Breast Cancer (original)

YARN Yet Another Resource Negotiator
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