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Preámbulo
En los últimos años, el uso de drones ha experimentado un notable crecimiento

a nivel mundial, tanto en el ámbito profesional como en el de los usuarios comu-
nes. Su aplicación abarca una amplia gama de sectores, incluyendo la entrega de
paquetes, tareas de vigilancia y rescate, filmación de películas y anuncios, agri-
cultura e incluso drones militares. Sin embargo, una de las mayores desventajas
en el uso de drones sigue siendo el costo asociado al factor humano, es decir, el
piloto que controla el dron.

En este trabajo se aborda la implementación de un entorno simulado virtual
con el objetivo de entrenar drones para que adquieran habilidades de navegación
autónoma en diversas situaciones, aprovechando las ventajas que ofrece un entorno
simulado.
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1 Introducción

El término ”dron” se refiere a aeronaves no tripuladas, también conocidas como UAS
(Unmanned Aerial System, por sus siglas en inglés). El mundo de los drones ha experimentado
un notable crecimiento en los últimos años, y se espera que este crecimiento continúe en el
futuro cercano. Se proyecta que para el año 2030, el mercado de drones supere los 50 mil
millones de dólares estadounidenses en tamaño (ver Figura 1.1). Herranz (2022)

Figura 1.1: Proyección del tamaño del mercado mundial de los UAS en miles de millones de dólares.

Algunos de los sectores donde se prevé un mayor crecimiento son: Valenzuela (2023)

• Servicios de emergencia. Equipos de bomberos o de búsqueda y rescate que hacen uso
de drones para localizar a personas que necesitan ayuda.

• Protección y seguridad. Drones patrulla que se encargan de la vigilancia para detectar
intrusos. Drones de vigilancia encargados de monitorear grandes multitudes en como
conciertos o eventos deportivos.

• Agricultura. Drones equipados con el material necesario para cubrir grandes superficies
mientras realizan labores agrícolas. Labores como siembra, aplicación de fertilizantes o
insecticidas, control del estado de las plantas, etc.

• Sanidad. Drones encargados de suministrar material médico de emergencia en lugares
de difícil acceso.
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2 Introducción

• Entretenimiento. En el mundo del cine y las series cada vez aumenta más el uso de
drones para grabar escenas. A nivel de usuario, el uso de drones como juguete de
radiocontrol y para grabar actividades deportivas.

• Servicios de entrega a domicilio. Drones destinados a la entrega de pequeños paquetes
a domicilio.

Debido al gran crecimiento del uso de drones tanto a nivel industrial como doméstico,
a la gran variedad de tareas que estos pueden realizar y al elevado costo de necesitar un
piloto, se ha propuesto desarrollar un entorno de simulación donde poder entrenar a drones
a realizar tareas complejas enfocadas en la navegación de forma autónoma.

Este proyecto trata sobre el desarrollo de un entorno virtual de entrenamiento que simula
el funcionamiento de un dron, con el objetivo de transferir el comportamiento aprendido en
dicho entorno al dron real. Para lograrlo, se utiliza Unity como motor 3D para la creación
del entorno de entrenamiento, ML-Agents como conjunto de herramientas para la creación de
agentes inteligentes, Keras como librería de Python para programar el comportamiento de los
agentes, un algoritmo genético para el entrenamiento de los agentes y MiDaS para procesar
las imágenes capturadas por el dron y poder aplicar el comportamiento aprendido.

Esta memoria tiene como objetivo detallar el proceso llevado a cabo durante el desarro-
llo de este Trabajo Final de Grado (TFG). En primer lugar, en el Capítulo 2, se presentan
los objetivos principales que se persiguen en este proyecto. A continuación, en el Capítulo
3, se introducen los conceptos fundamentales necesarios para comprender este trabajo. En
el Capítulo 4, se realiza un análisis de otros proyectos relacionados que abordan la misma
problemática. Además, en el Capítulo 5, se detalla el conjunto de herramientas, tanto de
hardware como de software, que se han utilizado para llevar a cabo el desarrollo de este
proyecto. En el Capítulo 6, se expone el proceso seguido en la elaboración de este proyecto.
Asimismo, en el Capítulo 7, se presentan los experimentos realizados y se muestran los re-
sultados obtenidos. Por último, en el Capítulo 8, se realiza una conclusión de los resultados
obtenidos y se plantean posibles mejoras y ampliaciones futuras.



2 Objetivos
En este apartado se listan los objetivos de desarrollo de este proyecto.

• Estudio de las propiedades del dron DJI Tello.

• Modelado 3D del dron utilizando Blender.

• Creación de un entorno de entrenamiento virtual utilizando Unity y ML-Agents.
– Creación del entorno de entrenamiento.
– Creación del Agente inteligente encargado de manejar el dron.
– Creación del sistema de puntuación.

• Implementación de un programa utilizando Keras y ML-Agents para programar los
agentes.

• Implementación de un algoritmo genético para entrenar a los agentes.

• Aplicación del modelo entrenado al dron real DJI Tello.
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3 Marco Teórico

Este apartado contiene los conceptos y conocimientos previos más importantes que se
deben conocer para entender este proyecto.

3.1 Redes neuronales

Una red neuronal es un modelo computacional inspirado en el funcionamiento del cerebro
humano. Se basa en una serie de algoritmos y estructuras interconectadas que permiten el
procesamiento de información y la realización de tareas de aprendizaje automático. Izaurieta
y Saavedra (2000)

Una red neuronal está compuesta por un conjunto de nodos, llamados neuronas artificia-
les que imitan el comportamiento de las neuronas biológicas. Una neurona biológica consta
de varias partes principales: las dendritas, que reciben señales y las transmiten al cuerpo
celular; el cuerpo celular, que analiza las información recibida y calcula la salida; el axón, que
envía la salida a otras células; los terminales axónicos, que se conectan con otras neuronas
(ver Figura 3.1).

Figura 3.1: Modelo de neurona biológica.

Una neurona artificial consta de los mismos componentes principales: las entradas, los
pesos sinápticos y una función de activación (ver Figura 3.2). Las entradas son los valores
numéricos o señales que se reciben desde otras neuronas o desde el entorno. Cada entrada es
multiplicada por su correspondiente peso sináptico, que representa la fuerza o importancia
de esa conexión. Los pesos sinápticos se ajustan durante el proceso de entrenamiento de la
red neuronal para permitir el aprendizaje y adaptación.
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6 Marco Teórico

Figura 3.2: Modelo de neurona artificial.

Una vez ponderadas las entradas, se realiza una suma ponderada de los productos ob-
tenidos. Esta suma se pasa por la función de activación, que introduce no linealidad en la
neurona artificial. La función de activación puede tener diferentes formas, como la función
sigmoide, la función ReLU (Rectified Linear Unit) o la función tangente hiperbólica (ver
Figura 3.3).

Figura 3.3: Funciones de activación sigmoidea, tangente hiperbólica y ReLU. Study Machine Lear-
ning (s.f.)

Las neuronas se organizan en capas. Estas capas suelen incluir una capa de entrada, una
o varias capas ocultas y una capa de salida (ver Figura 3.4). Cada neurona en una capa está
conectada con las neuronas de la capa siguiente a través de conexiones ponderadas. Cuando
una red neuronal cuenta con capas ocultas decimos que se trata de una red neuronal profunda
y que entrenarla se trata de un proceso de DeepLearning.

El proceso de aprendizaje en una red neuronal implica ajustar los pesos de las conexiones
entre las neuronas para que la red pueda realizar tareas específicas, como reconocimiento de
patrones, clasificación de datos o toma de decisiones. Este ajuste de pesos se logra mediante
algoritmos de entrenamiento.
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Figura 3.4: Esquema de una red neuronal.

3.2 Algoritmo Genético
Un algoritmo genético (AG) es una técnica de optimización y búsqueda basada en los

principios de la evolución biológica. Está inspirado en la teoría de la evolución de Charles
Darwin y se utiliza para encontrar soluciones aproximadas o óptimas a problemas complejos.
Pardo (2007)

En un algoritmo genético, se crea una población inicial de posibles soluciones, represen-
tadas como ”individuos” o ”cromosomas”. Cada individuo está compuesto por una estructura
de datos que codifica una solución potencial. Por ejemplo, para una misma red neuronal, cada
individuo podría ser una posible combinación de pesos.

El proceso de evolución comienza con la evaluación de la aptitud de cada individuo en
función de cómo se desempeña en la resolución del problema. Los individuos más aptos tienen
más probabilidades de ser seleccionados para la reproducción.

La reproducción se realiza mediante operadores genéticos, como la selección, la recom-
binación (cruce) y la mutación. La selección elige a los individuos más aptos para pasar
sus características a la siguiente generación. El cruce combina información genética de dos
individuos para crear nuevos individuos. La mutación introduce cambios aleatorios en los
individuos para mantener la diversidad genética.

El proceso de selección, cruce y mutación se repite a lo largo de varias generaciones
hasta que se alcanza un criterio de terminación, como un número máximo de generaciones
o una solución satisfactoria. Con cada generación, se espera que la población evolucione
hacia soluciones más óptimas, ya que los individuos más aptos tienen más posibilidades de
sobrevivir y reproducirse. Mitchell (1998)
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3.3 Entorno de entrenamiento
Un entorno de entrenamiento simulado es un ambiente virtual o digital que se utiliza para

entrenar y probar algoritmos, modelos o sistemas en un entorno controlado y reproducible.
Estos entornos simulan situaciones del mundo real de manera virtual, lo que permite el
desarrollo, evaluación y ajuste de algoritmos o sistemas sin necesidad de realizar pruebas en
entornos físicos o reales.

En un entorno de entrenamiento simulado, se pueden recrear diversos escenarios y condi-
ciones para simular situaciones complejas o peligrosas. Los entornos de entrenamiento simula-
do suelen tener características interactivas, lo que permite la interacción y retroalimentación
entre el sistema o agente que se está entrenando y el entorno virtual.

3.4 Agentes Inteligentes
Un agente inteligente es un sistema computacional o entidad capaz de percibir su entorno,

tomar decisiones y realizar acciones con el objetivo de alcanzar un objetivo específico o resolver
un problema. Estos agentes están diseñados para interactuar con su entorno y responder de
manera autónoma a cambios y estímulos.

Un agente inteligente utiliza técnicas y algoritmos de inteligencia artificial para procesar
información, aprender de la experiencia y adaptarse a nuevas situaciones. Puede recibir in-
formación a través de sensores, analizarla utilizando algoritmos de procesamiento de datos y
tomar decisiones basadas en su conocimiento y en la información del entorno. A continuación,
el agente realiza acciones utilizando actuadores o dispositivos que le permiten interactuar con
el entorno.



4 Estado del arte
En este apartado se realiza un análisis de otros proyectos que tratan sobre la misma te-

mática que este trabajo, navegación autónoma de drones y entrenamiento de drones mediante
algoritmos genéticos.

4.1 Drones autónomos basados en reconstrucción 3D del entorno
Los drones autónomos basados en la reconstrucción 3D del entorno son sistemas que utilizan

algoritmos y técnicas de visión artificial para crear un modelo tridimensional del entorno en el
que operan. Estos drones son capaces de capturar imágenes o videos desde diferentes ángulos
y luego procesar esa información para reconstruir la estructura tridimensional del entorno.

Un ejemplo destacado de este tipo de tecnología es el proyecto ”Learning High-Speed
Flight in the Wild” (Aprendizaje de vuelo a alta velocidad en la naturaleza), el cual se enfoca
en entrenar drones para volar a alta velocidad en entornos desafiantes y desconocidos. El
proyecto se basa en la idea de que los drones autónomos pueden aprender a navegar en estos
entornos complejos mediante la combinación de la percepción visual y la toma de decisiones
en tiempo real. LOQUERCIO y SCARAMUZZA (2021)

El funcionamiento de estos drones se puede dividir en varias etapas:

• Adquisición de datos: El dron captura imágenes o videos del entorno utilizando cámaras
u otros sensores. Estas imágenes se toman desde diferentes ángulos y alturas para
obtener una visión completa del entorno.

• Procesamiento de imágenes: Las imágenes capturadas se procesan utilizando algoritmos
de visión artificial para extraer características y puntos de referencia del entorno. Estos
datos se utilizan para construir un modelo tridimensional del entorno.

• Reconstrucción 3D: Utilizando la información obtenida en la etapa anterior, se crea un
modelo tridimensional del entorno. Esto implica estimar la posición y orientación de
los objetos y estructuras en el espacio (ver Figura 4.1).

• Localización y mapeo simultáneos (SLAM): El dron utiliza el modelo tridimensional
del entorno para realizar una localización precisa de su posición en tiempo real. Esto
implica combinar la información sensorial con el modelo 3D para determinar la ubicación
y orientación del dron.

• Toma de decisiones y navegación: Con la información de localización y el modelo 3D
del entorno, el dron puede planificar y tomar decisiones de vuelo autónomas. Utiliza
algoritmos de control para evitar obstáculos, seguir trayectorias planificadas y cumplir
con los objetivos establecidos (ver Figura 4.2).

9
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Figura 4.1: Reconstrucción del entorno en el proyecto ”Learning High-Speed Flight in the Wild”.

Figura 4.2: Predicción de trayectoria en el proyecto ”Learning High-Speed Flight in the Wild”.

Las principales desventajas de los drones autónomos basados en la reconstrucción 3D del
entorno es que requieren hardware potente y capacidad de procesamiento considerable. Esto
puede limitar su disponibilidad y viabilidad en entornos con recursos limitados o en drones
de tamaño reducido. Además, la calidad y precisión del modelo 3D dependen de la calidad
de las imágenes o datos de entrada y los algoritmos utilizados, lo que puede requerir aún más
recursos de hardware. En consecuencia, los requisitos de hardware son una limitación y un
desafío para la implementación exitosa de estos sistemas autónomos.
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4.2 Drones autónomos basados en reconocimiento de imágenes
En este enfoque se utiliza una red neuronal convolucional profunda para permitir la

navegación autónoma de drones. El sistema se basa en imágenes capturadas por el dron y
utiliza técnicas de aprendizaje profundo para analizar y comprender el entorno.

La red neuronal convolucional se entrena previamente con un conjunto de datos etique-
tados que contienen imágenes y la información de navegación asociada, como la posición y
orientación deseada del dron. Durante el entrenamiento, la red aprende a extraer caracterís-
ticas relevantes de las imágenes y a mapearlas a las acciones de control necesarias para mover
el dron de manera segura y autónoma.

Una vez que la red está entrenada, se utiliza en tiempo real para analizar las imágenes
capturadas por el dron durante su vuelo. La red procesa las imágenes y genera predicciones
sobre las acciones de control necesarias para navegar el dron de acuerdo con su objetivo. Estas
acciones pueden incluir evitar obstáculos, seguir una trayectoria planificada o mantener una
posición y orientación específicas.

Un ejemplo de proyecto que utiliza este enfoque es ”Deep Convolutional Neural Network-
Based Autonomous Drone Navigation” (ver Figura 4.3). Amer y cols. (2021)

Figura 4.3: Modelo empleado en el proyecto ”Deep Convolutional Neural Network-Based Autono-
mous Drone Navigation”.

La principal desventaja de los sistemas basados en reconocimiento de imágenes es la
necesidad de contar con un conjunto de datos de entrenamiento. Además, está la necesidad
de preentrenamiento en un entorno específico, lo que limita la adaptación a entornos nuevos.
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4.3 Drones autónomos basados en algoritmos genéticos
En este enfoque se requiere de un entorno de entrenamiento simulado donde los drones

puedan aprender a volar desde cero. Los drones perciben la información del entorno y se
emplea una red neuronal para procesar la información y controlar el dron. Inicialmente los
drones tienen un comportamiento aleatorio y con el paso de las generaciones los drones
aprenden a resolver la tarea.

En este caso la tarea a resolver está relacionada con la navegación autónoma. Un ejemplo
de trabajo que emplea algoritmos genéticos para entrenar un dron es AutoDrone, Jean Tam-
pon (s.f.-a). En este trabajo se desarrolla un entorno en dos dimensiones donde los drones
cuentan con dos propulsores que pueden cambiar de potencia y orientación (ver Figura 4.4).
El objetivo es mover la posición del dron hasta un punto objetivo. Una red neuronal recibe
la información de la posición del dron y la posición del punto objetivo y calcula la potencia y
la orientación de los propulsores para que el dron se desplace hasta el objetivo. Se puntúa a
los drones en función de los cerca que se encuentran del objetivo más la cantidad de objetivos
que consiguen completar y se seleccionan los mejores drones para la siguiente generación.

Figura 4.4: Entorno simulado del proyecto ”AutoDrone”. Jean Tampon (s.f.-b)

4.4 Discusión del estado del arte
Nuestro enfoque se basa en el entrenamiento de drones utilizando un entorno simulado

en tres dimensiones y entrenando con un algoritmo genético. Para obtener información del
entorno, utilizamos un cálculo simplificado de la profundidad de la escena capturada por la
cámara, mientras que para predecir el movimiento del dron empleamos un modelo de red
neuronal profunda muy sencillo. Lo destacado de nuestro enfoque es que no requiere de un
conjunto previo de datos de entrenamiento ni de hardware especializado o de alta potencia.
De hecho, nuestro enfoque es compatible con la mayoría de los drones comerciales. Al ser en
tres dimensiones el modelo entrenado en el simulador se puede trasladar al mundo real



5 Metodología
En este apartado se realiza un listado de las herramientas utilizadas para el desarrollo

del proyecto. Se mencionan tanto los materiales hardware como las tecnologías software.

5.1 Dron DJI Tello
El dron DJI Tello es un dron de tamaño compacto y asequible diseñado para uso re-

creativo y educativo. Es fácil de volar y cuenta con características como cámara integrada,
estabilización electrónica de imagen, transmisión de video en tiempo real y programabilidad.
El DJI Tello se puede controlar mediante su aplicación móvil oficial, así como a través de
bibliotecas de programación como DJITelloPy, que permiten la interacción y programación
del dron utilizando lenguajes de programación como Python.

5.2 DJITelloPy
DJITelloPy es una biblioteca de Python que permite controlar y programar el dron DJI

Tello. Proporciona una interfaz para enviar comandos al dron, capturar y transmitir video en
tiempo real, y recibir datos de telemetría. DJITelloPy facilita el desarrollo de aplicaciones y
proyectos relacionados con el dron DJI Tello, como vuelos autónomos, captura de imágenes
y vídeos, y experimentación con algoritmos de visión artificial.

5.3 Blender
Blender es un software de código abierto utilizado para la creación de gráficos en 3D,

animación, modelado, renderizado y edición de video. Es ampliamente utilizado por artistas
y profesionales de la animación para crear películas, efectos visuales, juegos y contenido
interactivo. Blender es una herramienta poderosa y versátil con una amplia gama de funciones
para la creación de contenido 3D.

5.4 Unity
Unity es un motor de desarrollo de videojuegos y una plataforma de creación de contenido

interactivo en 2D y 3D. Permite a los desarrolladores crear juegos, aplicaciones, simulaciones
y experiencias interactivas en una amplia variedad de plataformas. Proporciona herramientas
y funcionalidades para el diseño visual, animación, física, sonido y scripting.

13
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5.5 ML-Agents
ML-Agents (Machine Learning Agents) es un kit de herramientas de código abierto

desarrollado por Unity Technologies que permite la integración de algoritmos de aprendizaje
automático en juegos y simulaciones creadas con Unity. Con ML-Agents, los desarrolladores
pueden entrenar agentes virtuales en entornos de juegos 3D creados con Unity, lo que les
permite aprender a realizar tareas específicas a través de la interacción con el entorno.

5.6 TensorFlow y Keras
TensorFlow es un popular framework de aprendizaje automático de código abierto desa-

rrollado por Google. Proporciona una amplia gama de herramientas y recursos para construir
y entrenar redes neuronales.

Keras, es una biblioteca de alto nivel escrita en Python que se ejecuta sobre TensorFlow
y facilita la construcción y el entrenamiento de redes neuronales de manera sencilla y rápida.

5.7 OpenCV
OpenCV (Open Source Computer Vision Library) es una biblioteca de visión artificial

y aprendizaje automático de código abierto. Proporciona una amplia gama de funciones y
algoritmos para procesar imágenes y videos en tiempo real. OpenCV se utiliza en una variedad
de aplicaciones, como reconocimiento facial, detección de objetos, seguimiento de movimiento,
calibración de cámaras y mucho más.

5.8 MiDaS
MiDaS (Monocular Depth Estimation in Real-time) es un modelo de aprendizaje pro-

fundo desarrollado para estimar la profundidad de una escena a partir de una única imagen.

El algoritmo de MiDaS se basa en el aprendizaje profundo (deep learning) y utiliza una
red neuronal convolucional (CNN) para inferir la profundidad de los objetos en una imagen.
A diferencia de los métodos tradicionales de estimación de profundidad, que dependen de la
correspondencia estéreo o información de múltiples cámaras, MiDaS aprovecha el poder de
las redes neuronales y el aprendizaje automático para aprender a inferir la profundidad a
partir de las características visuales de una sola imagen. Ranftl y cols. (2022)
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En este apartado se detalla el proceso realizado en cada parte del proyecto. Las partes
de este proyecto están listadas en el Capítulo 2, Objetivos.

6.1 Estudio del Dron
El dron es de la marca DJI modelo Tello Ryze (ver Figura 6.1). Se trata de un dron

pequeño y liguero equipado únicamente con una cámara, un sensor de altura y un controlador
de vuelo. La principal ventaja de este dron para el proyecto es que la marca DJI ofrece la
librería de Python, DJITelloPy, para conectarse por wifi al dron, recibir la información de
sus sensores y enviar señales de radiocontrol.

Figura 6.1: Foto del dron DJI Tello.

En cuanto a los movimientos que puede realizar el dron son los típicos de cualquier
cuadricóptero. En horizontal puede desplazarse de delante a atrás y de derecha a izquierda.
En vertical el dron puede rotar a izquierda o derecha y subir o bajar (ver Figura 6.2).

Figura 6.2: Esquema de movimientos del dron.

15
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Cada uno de estos cuatro posibles movimientos está controlado por una señal de radio-
control, de manera que el dron recibe en todo momento 4 valores distintos. Las señales que
el dron recibe son números enteros con valores entre [-100 y 100]. En la figura 6.2 los movi-
mientos en positivo están marcados en verde y los negativos en rojo. El orden de las señales
también coincide con el esquema, el primer valor controla el desplazamiento de izquierda a
derecha, el segundo valor de delante a atrás, el tercer valor de arriba a abajo y el último valor
rotar izquierda o derecha.

El dron dispone de señales especiales como la orden de despegar o la orden de aterrizar.

El dron cuenta con una cámara situada en el frontal cuya posición no es ajustable (ver
Figura 6.3). La cámara del dron tiene una resolución de 960 x 720 píxeles por lo que la imagen
tiene una escala de 4:3. La cámara tiene un ángulo de visión horizontal de 60º y un ángulo
de visión vertical de 45º.

Figura 6.3: Posición de la cámara del dron.

El dron cuenta con un sensor de profundidad situado en la parte inferior que mide la
altura del dron con respecto al suelo (ver Figura 6.4).

Figura 6.4: Posición del sensor de altura del dron.
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El dron tiene la capacidad de auto estabilizarse en el aire, si le mandas una señal de que
se mueva a la derecha y dejas de mandar la señal el dron automáticamente compensará su
inercia e intentará permanecer quieto en la misma posición. Además, el dron tiene una altura
mínima a la que te permite pilotar de aproximadamente 25 cm, si detecta que te acercas
mucho al suelo no te permite bajar más a no ser que mandes la señal de aterrizar.

6.2 Modelado del Dron
Para el modelado 3D del dron se ha utilizado el programa Blender. En primer lugar, se

ha modelado el cuerpo del dron que cuenta con la cámara, un armazón de color negro y una
carcasa superior blanca. En segundo lugar, se ha diseñado un brazo del dron que cuenta con
sujeciones, motor, rotores, protecciones y apoyo (ver Figura 6.5).

Figura 6.5: Modelado de las partes del dron.

Una vez diseñadas las diferentes partes del dron se monta el resultado final. Para que los
brazos tengan la forma correcta se aplica una serie de simetrías al diseño original y se colocan
en su posición (ver Figura 6.6). Con el dron montado el último paso es crear una animación
simple para que los rotores giren.

Figura 6.6: Modelado del dron.
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6.3 Creación del Simulador
Para desarrollar el simulador se ha utilizado la herramienta Unity. El simulador está

dividido en tres sistemas diferentes. En primer lugar, tenemos el entorno de entrenamiento
que consiste en el mapa que los drones han de aprender a navegar de forma autónoma. En
segundo lugar, tenemos los agentes inteligentes que son los encargados de tomar la información
del entorno, procesarla y calcular las decisiones que ha de tomar el dron. Por último y debido
a que el entrenamiento se va a realizar mediante un algoritmo genético es necesario disponer
de un sistema de puntuación que pueda evaluar el comportamiento de un agente.

6.3.1 Entorno de entrenamiento
El entorno de entrenamiento está conformado por todos los elementos que contiene el

mapa. Se hace uso del sistema de colisiones de Unity para calcular cuando un dron ha co-
lisionado con algún elemento del mapa. En este proyecto se han desarrollado dos tipos de
entornos diferentes cada uno con su propio sistema de puntuación.

6.3.1.1 Entorno de tipo circuito.

El primer tipo de entorno se trata de un circuito que los drones han de aprender a
completar. Para la elaboración del circuito se han empleado las siguientes partes.

• Una base, que puede ser de diferentes tamaños que cuenta con un suelo de color azul y
un techo transparente. El techo cuenta con física de colisiones. (ver Figura 6.7)

Figura 6.7: Base del circuito.

• Módulo básico del circuito, se trata de la unidad básica para construir el circuito.
Cuenta con una base de color blanco y dos paredes en lados opuestos de color gris
semitransparente. Tanto la base como las paredes cuentan con física de colisiones. (ver
Figura 6.8)
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Figura 6.8: Módulo básico del circuito.

• Módulo de esquina, similar al módulo de pasillo, pero con la paredes colocadas en lados
adyacentes (ver Figura 6.9).

Figura 6.9: Módulo esquina del circuito.

• Módulo de salida, lugar donde se colocan inicialmente los drones, con tres paredes y
una flecha pintada en la base indicando la dirección del circuito (ver Figura 6.10).

Figura 6.10: Módulo de salida del circuito.
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• Módulo de meta, similar al de pasillo, pero con una diana pintada en la base. Este
módulo cuenta con un sistema de colisiones especial que detecta cuando un dron ha
llegado a su centro, lo que indica que ha completado el circuito (ver Figura 6.11).

Figura 6.11: Módulo de meta del circuito.

• Obstáculos, se trata de construcciones del mismo alto y ancho que un módulo básico
que limitan el espacio por el que puede pasar un dron. Los hay que limitan el espacio
de forma vertical, horizontal y ambas formas a la vez. Los obstáculos se colocan entre
dos módulos y tienen física de colisiones (ver Figura 6.12).

Figura 6.12: Obstáculos del circuito.

Utilizando una combinación de una base, los distintos módulos y obstáculos he creado
dos mapas de entrenamiento. El primero es sencillo, de distancia corta y sin obstáculos (ver
Figura 6.13). El segundo es mucho más largo e incorpora obstáculos que van aumentando en
dificultad a medida que se avanza en el circuito (ver Figura 6.14).
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Figura 6.13: Circuito simple.

Figura 6.14: Circuito avanzado.
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6.3.1.2 Entorno de tipo casa.

El segundo tipo de entorno simula estar en el interior de una casa de una sola planta con
distintas habitaciones. El objetivo de los drones el aprender a navegar por la casa visitando
el mayor número de habitaciones y sobrevolar la mayor superficie posible en ellas. Para la
elaboración de la casa se han empleado las siguientes partes.

• Suelo, unidad básica cuadrada para construir el suelo de las habitaciones. Cuenta con
física de colisiones (ver Figura 6.15).

Figura 6.15: Suelo de la casa.

• Pared básica, unidad básica para construir las paredes de las habitaciones. Cuenta con
física de colisiones (ver Figura 6.16).

Figura 6.16: Pared de la casa.

• Pared con puerta, pared que incorpora un espacio por el que los drones pueden circular
sin colisionar, El resto de la pared y la puerta cuentan con física de colisiones (ver
Figura 6.17).
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Figura 6.17: Pared con puerta de la casa.

• Muebles, distintos modelos 3D de muebles con los que se han rellenado y decorado
las habitaciones. Todos los muebles cuentas con física de colisiones (ver Figura 6.18).
Fuente: Unity Asset Store, Big Furniture Pack, Vertex Studio.

Figura 6.18: Muebles de la casa.

De manera similar al primer tipo de entorno, se han creado dos versiones de una casa
de distinta dificultad. La primera casa es simple, cuenta con solo cuatro habitaciones (ver
Figura 6.19). La segunda versión es más grande, cuenta con 10 habitaciones y un pasillo que
las conecta (ver Figura 6.20). En ambos mapas la posición inicial de los drones será el “hall”
imitando el lugar por el que se entra a la casa.
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Figura 6.19: Casa simple.

Figura 6.20: Casa avanzada.
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6.3.2 Agente inteligente

Un agente inteligente es capaz de recopilar información del entorno, procesarla y actuar
en consecuencia. En este proyecto los agentes inteligentes son los drones y el objetivo es
predecir el valor correcto de las cuatro señales de radio control que es capaz de recibir el
dron. Cuatro valores entre [-100, 100] que controlan el movimiento lateral, el movimiento
frontal, el movimiento vertical y la rotación en el eje vertical.

El primer paso realizado para la creación de los agentes inteligentes es importar el modelo
3D del dron al simulador, en este caso a Unity. A continuación, se les añade la propiedad de
cuerpo rígido y una caja de colisiones que permite al sistema de físicas calcular los movimientos
realizados y las colisiones con el entorno (ver Figura 6.21).

Figura 6.21: Modelo del agente inteligente.

Dentro del entorno, el movimiento del dron está controlado por un Script de Unity. Este
controlador es el encargado de actualizar la posición del dron dentro del entorno en función
de la señal que reciba, imitando el modo en el que se comporta el dron real (ver Figura 6.22).
El controlador ofrece la posibilidad de añadir ruido artificial a las señales. Si el valor del
ruido es distinto de 0 el valor de cada señal será modificado aleatoriamente una cantidad en
el intervalo (-ruido, ruido). El controlador también se encarga de detener el dron en caso de
que haya colisionado con el entorno o alcanzado la meta en un mapa de estilo circuito.

Figura 6.22: Ejemplo de movimiento lateral del dron.
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Para indicar el estado del dron el controlador cambia el color de la carcasa del modelo
del dron. Si es de color verde indica que el dron está vivo. Si es de color rojo indica que el
dron se ha chocado. Si es de color azul indica que el dron ha llegado a la meta en un mapa
de estilo circuito y si es de color amarillo indica que el dron está vivo y que pertenece a la
élite, concepto que se explicará en el apartado del algoritmo genético (ver Figura 6.23).

Figura 6.23: Ejemplo de los estados de los agentes.

El siguiente paso es dotar a los agentes de la capacidad de recibir información de su
entorno. Como ya ha sido tratado en el subapartado de estudio del dron, este cuenta con una
cámara situada en el frontal y un sensor de profundidad situado en la parte inferior. Se hace
uso de la herramienta ML-Agents para añadir una serie de sensores que coincidan con los
sensores reales del dron.

En primer lugar, se añade un sensor de tipo cámara con la misma resolución 960x720
píxeles y con ángulo de visión de 60º (ver Figura 6.24).

Figura 6.24: Cámara del agente.
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En segundo lugar, se ha añadido un láser capaz de medir la distancia en vertical y hacia
abajo situado en la posición del sensor de altura (ver Figura 6.25).

Figura 6.25: Sensor de altura del agente.

En tercer lugar, se ha añadido una matriz de tamaño 11 x 7 de sensores de profundidad
coincidiendo con la posición de la cámara del dron (ver Figura 6.26).

Figura 6.26: Matriz de sensores de profundidad del agente.

La información recopilada por los agentes se procesa en un programa utilizando un
modelo de DeepLearning que predice los movimientos que ha de realizar el dron y los comunica
al agente. Para lograr la comunicación entre el programa (escrito en Python) y el simulador
(Unity) se utiliza la herramienta de ML-Agents.

Los agentes han de tener definido un comportamiento. En el comportamiento se define la
cantidad de parámetros de entrada y de salida del modelo que controla al agente. En nuestro
caso la cantidad de parámetros de entrada son 82: 77 de la matriz de sensores de profundidad
11x7, 1 del sensor de altura, 3 de la posición en las coordenadas X Y Z del dron y un último
valor que actúa como indicador de si el dron ha colisionado con el entorno. Por otro lado, se
definen solo 5 parámetros de salida: 4 valores para controlar las señales de movimiento que
recibe el agente y un quinto valor que actúa como indicador del estado del agente.
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6.3.3 Sistema de puntuación.
El sistema de puntuación es la parte del proyecto encargada de evaluar el comportamiento

de los agentes en función de la tarea a aprender. En el proyecto hay dos tipos diferentes de
entorno, dos mapas de estilo circuito y dos mapas de estilo casa. Cada tipo de entorno tiene
un sistema de puntuación diferente.

6.3.3.1 Entorno tipo circuito.

El sistema de puntuación de los entornos tipo circuito es bastante sencillo. Mide la
distancia que un agente ha recorrido en el circuito y devuelve una puntuación cuanto más
haya recorrido.

Para lograrlo se divide el mapa en sectores (ver Figura 6.27, cada sector está pintado
de un color). Cada sector representa una sección recta del circuito, es decir, cuando hay un
giro se cambia de sector. El sistema de puntuación calcula en que sector se encuentra el dron
y mide la distancia desde la posición del dron hasta la marca la posición final del sector
(marcada con círculos amarillos en la Figura 6.27).

Figura 6.27: Esquema de los sectores del circuito sencillo.
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La puntuación obtenida por un agente será el resultado de sumar la distancia que miden
los sectores que ya ha completado, más la distancia que mide el sector en el que se encuentra,
menos la distancia desde la posición del dron hasta la marca del final del sector en el que se
encuentra. Además, si el agente llega a completar el circuito gana puntos extra en función del
tiempo, a menor tiempo mayor puntación extra. Para el calculo de la distancia solo se tiene
el cuenta la posición en horizontal, no se utiliza la altura.

Figura 6.28: Esquema del cálculo de la distancia recorrida por un agente.

En el esquema (ver Figura 6.28) el dron ha completado los dos primeros sectores y
se encuentra en el tercero. Su puntuación será la suma de la distancia máxima de los dos
primeros sectores (marcado en verde), más la distancia máxima del tercer sector (marcado
en amarillo) menos la distancia desde su posición hasta el final del tercer sector (marcade en
azul).

Cabe destacar que el objetivo no es ofrecer una puntuación precisa exactamente propor-
cional a la distancia recorrida si no ofrecer un sistema donde dados dos drones aquel que haya
recorrido más distancia obtenga mejor puntuación aunque no sea proporcional.
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6.3.3.2 Entorno tipo casa

En los mapas de tipo casa el sistema de puntuación funciona de forma algo diferente. En
este tipo de mapas el objetivo es visitar el mayor número de habitaciones posibles y además
sobrevolar la mayor cantidad de superficie de estas. Al igual que en los mapas de tipo circuito
se divide el mapa en sectores que en este caso coinciden con las habitaciones de la casa (ver
Figura 6.29).

Figura 6.29: Esquema de los sectores de la casa sencilla.

La superficie total de la casa se divide en una cuadricula invisible de tamaño 1 x 1, lo
que equivale aproximadamente a 0.5 metros por 0.5 metros. Cada vez que un agente visita
una celda nueva de la cuadrícula recibe una puntuación. Además, cada vez que un agente
cambia de habitación recibe una puntuación extra, incluso aunque ya haya visitado la misma
habitación anteriormente. Por último, cuando un agente colisiona con el entorno recibe una
penalización.

Hay que destacar que en la habitación donde los drones aparecen inicialmente no obtie-
nen ninguna puntuación. Los agentes comienzan a puntuar a partir de cambiar una vez de
habitación.
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6.4 Modelos de DeepLearning
En este apartado se detalla la implementación del programa encargado de manejar los

modelos de DeepLearning y de procesar toda la lógica de los agentes inteligentes. En este caso
se utiliza Python como lenguaje de programación. Para lograrlo se hace uso de la librería ML-
Agents. ML-Agents permite desde un programa escrito en Python abrir un entorno creado en
Unity. Al lanzar el entorno ML-Agents busca automáticamente agentes que tengan definido un
comportamiento (ver Figura 6.30). Por cada agente inteligente que se encuentra en el entorno
se crea un modelo de DeepLeaning haciendo uso de la herramienta Keras. La cantidad de
entradas y salidas del modelo definido en Keras tiene que coincidir con lo especificado en el
comportamiento de los agentes.

Figura 6.30: Esquema del funcionamiento de ML-Agents, fuente ”Unity ML-Agents Toolkit”.

En nuestro entorno los agentes tienen definido un comportamiento que ofrece 82 valores
de entrada y espera 5 valores de salida. De los 82 datos de entrada 78 provienen de los sensores
del agente, 3 definen su posición en las coordenadas X Y Z y el último indica si se ha chocado.

Por cada agente en el entorno se crea un modelo de red neuronal profunda. La capa
de entrada tiene 78 valores de entrada, uno por cada sensor del agente. La capa de salida
tiene cuatro neuronas, una por cada señal que necesita el agente para moverse. De este modo
en cualquier instante de la ejecución un agente puede capturar la información del entorno,
transmitirla a su modelo asociado, que el modelo prediga los movimientos que tiene que
realizar y finalmente moverse en consecuencia.

La lógica del sistema de puntuación también se calcula en este programa. Los agentes
mandan su posición al sistema de puntuación y este se encarga de calcular en que sector del
mapa se encuentran y calcular su puntuación.
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En resumen, el programa se encarga de ejecutar el entorno de entrenamiento y de crear un
modelo de DeepLearning para cada agente en el entorno. Cada agente obtiene la información
del entorno utilizando sus sensores y envía esta información a su modelo asociado. El modelo
calcular las cuatro señales de movimiento que necesita el agente y le comunicarle el resultado,
además se calcular la puntuación obtenida hasta el momento por el agente. Con las señales
de movimiento, el agente actualiza su posición y orientación en el entorno (ver Figura 6.31).

Figura 6.31: Esquema del funcionamiento del programa.
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6.5 Algoritmo genético
En este proyecto el entrenamiento de los modelos encargados de controlar a los agentes

se realiza mediante un algoritmo genético. Se utilizan los pesos de un modelos como si fueran
los genes del individuo para el proceso de cruce de modelos y mutación.

Primero, se define una población de 100 individuos. Cada individuo es un agente in-
teligente que tiene asociado un modelo distinto. Los 100 individuos son introducidos en el
entorno de entrenamiento y el sistema de puntuación evaluar su comportamiento. Una vez
puntuados los agentes se aplica un proceso de selección que consiste en elegir a los 10 agentes
con mejor puntuación, a lo que llamamos la élite, y el resto son descartados (ver Figura 6.32).

Figura 6.32: Esquema del proceso de selección de la élite.

Para generar los 90 nuevos individuos necesarios para la generación siguiente se aplica
un proceso de cruce de modelos y mutaciones aleatorias (ver Figura 6.33).

Figura 6.33: Esquema del proceso de generar una nueva población.
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En primer lugar, se aplica el cruce de modelos. Este proceso es el encargado de combinar
la información genética entre los miembros de la élite en la siguiente generación. Se elige de
forma aleatoria a un padre y a una madre entre los miembros de la élite. A continuación,
dada una neurona del modelo se aplica una posibilidad del 50 % de copiar los pesos del padre
y un 50% los pesos de la madre. Este proceso se aplica a cada neurona de cada capa del nuevo
modelo (ver Figura 6.34).

Figura 6.34: Esquema del proceso de cruze de modelos.

En segundo lugar, se aplican mutaciones aleatorias a capa modelo. Este proceso es el
encargado de generar nuevos comportamientos que pueden ser mejores que los actuales. Cada
peso de cada neurona de cada capa del nuevo modelo tiene una posibilidad del 10% de alterar
su valor una cantidad aleatoria en el intervalo (-0.1, 0.1) (ver Figura 6.35).

Figura 6.35: Esquema del proceso de mutación.

Inicialmente los agentes tienen pesos aleatorios. Este proceso de evaluar los miembros de
la población, seleccionar a la élite y generar una nueva población se repite hasta un número
máximo de generaciones o hasta que los agentes alcanzan el comportamiento deseado.
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6.6 El dron real

El objetivo en este apartado del proyecto es aplicar el comportamiento que los agentes
han obtenido entrenando en el simulador al dron real. La principal dificultad de este paso es
que los agentes inteligentes hacen uso de sensores de profundidad para obtener la información
del entorno. Como se ha mencionado en el apartado de estudio del dron, el dron DJI Tello
solo cuenta con una cámara a color en lugar de sensores de profundidad. Para resolver este
problema se hace uso de MiDaS.

6.6.1 MiDaS

MiDaS es un modelo de red neuronal convolucional capaz de estimar la profundidad de
una escena basándose únicamente en una imagen. Es decir, dada una imagen MiDaS es capaz
de calcular que elementos de la escena están más cerca de la cámara que otros (ver Figuras
6.36 y 6.37).

Figura 6.36: Ejemplo del funcionamiento de MiDaS 1.

Figura 6.37: Ejemplo del funcionamiento de MiDaS 2.
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En las Figuras 6.36 y 6.37 se puede observar como MiDaS calcula la profundidad de la
escena pintando los elementos más cercanos de colores más cálidos y brillantes y los elementos
más lejanos de colores más fríos y apagados.

MiDaS como modelo para predecir la profundidad de una escena cuenta con ventajas y
desventajas. La principal ventaja del MiDaS es que cuenta con distintos tamaños de modelo,
siendo el más pequeño capaz de calcular la profundidad en tiempo real por lo que podemos
utilizarlo para la navegación autónoma de los drones. Por otro lado, la principal desventaja
del modelo de MiDaS es que no calcula la profundidad proporcional de la escena, sino que
devuelve valores normalizados entre 0 y 1, siendo 1 lo que está más cerca y 0 lo que está más
lejos. Es decir, las predicciones que ofrece esta arquitectura carecen de escala real (ver Figura
6.38).

Figura 6.38: Ejemplo del funcionamiento de MiDaS 3.

En la Figura 6.38, que corresponde a la imagen tomada de una pizarra, se puede observar
como MiDaS calcula correctamente que parte de la pizarra está más cerca y que parte está
más lejos. Sin embargo, pese a estar toda la imagen casi a la misma profundidad la parte
inferior tienen valores cercanos a 1 y la parte superior valores cercanos a 0.

6.6.2 Aplicación del modelo al dron real

Los modelos entrenados en el simulador reciben como entrada una matriz de 11 x 7
sensores de profundidad situados en la misma posición que la cámara más el sensor de altura
situado en la parte inferior del dron. Para poder utilizar el mismo modelo que se utiliza en el
simulador con el dron real el primer paso es obtener la información de sus sensores. Se hace uso
de la librería DJITelloPy para acceder a la cámara y el sensor de altura del dron. La imagen
capturada por la cámara es procesada por el modelo de MiDaS para estimar la profundidad
de la escena. Una vez procesada la profundidad de la escena se calcula la información de la
matriz de profundidad 11 x 7. Se puede obtener el valor de el píxel que coincide con el sensor
o hacer una media aritmética de los píxeles cercanos.
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Obtenidos los datos que el modelo requiere como entrada es posible predecir los movi-
mientos que el dron ha de hacer para comportarse de la misma manera que en el simulador
(ver Figura 6.39). Las cuatro señales de radiocontrol que el modelo predice se envían al dron
utilizando la librería DJITelloPy . Debido a que el modelo de MiDaS normaliza los valores
de la profundidad entre 0 y 1, solo es posible aplicar modelos que hayan sido entrenados en
el simulador normalizando también los valores de matriz de sensores de profundidad.

Figura 6.39: Esquema del funcionamiento del agente virtual y el dron real.





7 Experimentación y Resultados

Es este apartado se muestran los experimentos realizados y los resultados obtenidos. En
primer lugar, se detallan las condiciones en las que se han llevado a cabo los experimentos. A
continuación, se explican los experimentos realizados en el simulador. Por último, se muestra
la experimentación realizada con el dron real.

7.1 Condiciones de los experimentos

Todos los parámetros del algoritmo genético son iguales para todos los experimentos
realizados. El tamaño de cada población es de 100 individuos y el tamaño de la élite es de
10 individuos. Los integrantes de la élite se seleccionan tomando los 10 individuos con mayor
puntuación de cada generación. Para el proceso de cruce de modelos se selecciona al azar a
un padre y una madre entre los integrantes de la élite y se cruzan los modelos a nivel de
neurona, (como se explica en el desarrollo). Para el proceso de mutación cada peso tiene una
probabilidad de mutar de un 10% y modificar su valor una cantidad al azar en el intervalo
(-0.1, 0.1).

Para cada experimento se fija una cantidad máxima de generaciones y una cantidad
máxima de pasos de ejecución del simulador igual para todas las pruebas del experimento. La
cantidad máxima de pasos de ejecución es equivalente a establecer un tiempo máximo para
cada generación.

En cuanto al sistema de puntuación, en los mapas de tipo circuito el calculo de la
distancia se realiza utilizando la unidad de medida interna de Unity. A la escala a la que
se ha construido el simulador una unidad de distancia corresponde aproximadamente a 0.5
metros. La puntuación extra que recibe un agente cuando completa el circuito es de 0.01
puntos por cada paso de ejecución restante (pasos de ejecución máximos – paso actual) en el
momento de alcanzar la meta. En los mapas de tipo casa el sistema de puntuación ofrece un
punto por cada celda del mapa visitada, 50 puntos cada vez que se cambia de habitación y
resta 40 puntos cuando un agente colisiona con el entorno.

La puntuación obtenida por una generación se calcula como la suma de la puntuación
obtenida por cada miembro que conforma la élite. Es decir, una generación tiene como pun-
tuación la suma de los 10 mejores individuos. En las gráficas se muestra el mejor resultado
obtenido hasta esa generación. Si en una generación se empeora el resultado, caso posible si
se aplica ruido, se muestra el mejor resultado hasta el momento.

39
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7.2 Experimentos realizados en el simulador
Es este punto se detallan los experimentos realizados en el simulador. Como aclaración,

los experimentos consisten en probar varias poblaciones con propiedades distintas en el mismo
entorno de entrenamiento y con las mismas condiciones. Para lograrlo se emplea el simulador
que se carga con algunos de los mapas, utilizando el sistema de puntuación del mapa se evalúa
el comportamiento de los agentes y se aplica el algoritmo genético para entrenarlos.

En primer lugar, se realiza un experimento para determinar el tamaño mínimo necesario
de la matriz de sensores de profundidad de un agente. Una vez determinado este parámetro,
se realizan la misma prueba en los 4 mapas. Esta prueba consiste en determinar la capacidad
de aprender a navegar de forma autónoma el mapa de tres poblaciones distintas.

La primera población, llamada Simple, se ejecuta sin aplicar ruido a la predicción de
los movimiento y sin normalizar los sensores de profundidad. Esto produce que el simulador
se comporte de forma perfectamente determinista, si ejecutas dos veces el mismo agente el
comportamiento será idéntico. A la segunda población, llamada Ruido, se le aplica un valor
de ruido de 0.1. Esto produce que el simulador ya no sea determinista, ahora cada vez que se
ejecuta el mismo agente el resultado será ligeramente distinto. Además, el ruido dificulta la
navegación ya que es más fácil colisionar con el entorno. Por último, a la tercera población,
llamada Normalizado o “Norm” para abreviar, se la aplica el mismo valor de ruido y además
se normaliza el valor de sus sensores de profundidad entre 0 y 1, imitando el funcionamiento
de MiDaS. Esto produce que los agente no obtengan valores reales de la profundidad del
entorno, dificultando enormemente la navegación por el mapa.

7.2.1 Tamaño de la matriz de sensores de profundidad
El primer experimento tiene como objetivo definir el tamaño mínimo necesario de la

matriz de sensores de profundidad del agente. Este experimento se realiza en primer lugar
debido a que cambiar este parámetro supone modificar las propiedades del agente y modificar
el tamaño del modelo encargado de predecir los movimientos.

El tamaño de la matriz determina la cantidad de información que el agente obtiene de su
entorno. Una matriz pequeña significa que el agente obtiene poca información, pero por otro
lado, el modelo resultante es más simple y fácil de entrenar. Al contrario, una matriz grande
supone que el agente obtiene mucha información del entorno, pero su modelo es más grande
y tarda más en entrenar. Un modelo grande es capaz de realiza tareas más complejas y de
generalizar comportamientos más avanzados. El objetivo de este experimento es determinar
el tamaño mínimo de la matriz para que el agente obtenga suficiente información para poder
aprender a realizar la tarea.

Para este experimento se han hecho pruebas con matrices de tamaño 5x3, 7x5 y 11x7,
Cada tamaño de matriz tiene asociado un tamaño distinto del modelo de DeepLearning. En el
primer caso, matriz de 5x3 el modelo es de tamaño 16-8-4, 16 neuronas en la capa de entrada
15 sensores de profundidad más el sensor de altura, una capa oculta de 8 neuronas y la capa
de salida de 4. El modelo de la matriz 7x5 es de tamaño 36-12-6-4, 36 neuronas en la capa
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de entrada 35 sensores de profundidad más el sensor de altura, dos capas ocultas de 12 y 6
neuronas y la capa de salida de 4. El modelo de la matriz 11x7 es de tamaño 78-16-8-4, 78
neuronas en la capa de entrada 77 sensores de profundidad más el sensor de altura, dos capas
ocultas de 16 y 8 neuronas y la capa de salida de 4.

Para comprobar si el tamaño de la matriz es suficiente se han probado los agentes en el
mapa de circuito avanzado, el más complejo de los cuatro. Se ha fijado una cantidad máxima
de generaciones de 200 y una cantidad de pasos de ejecución máxima de 5000.

A continuación, se muestran los resultados obtenidos (ver Figura 7.1).

Figura 7.1: Resultados obtenidos con diferentes tamaños de matriz.

En este mapa (circuito avanzado) obtener una puntuación de 2800 equivale a completar
el circuito. En la Figura 7.1 se puede observar cómo los agentes con una matriz de tamaño
5x3 no han sido capaces de aprender a avanzar por el circuito a excepción de los primeros
obstáculos. Los agentes con una matriz de tamaño 7x5 han sido capaces a aprender a nave-
gar por la primera mitad del circuito aproximadamente. A medida que la dificultad de los
obstáculos aumentaba han dejado de ser capaces de evitarlos. Por último, los agentes con
matriz de tamaño 11 x 7 han sido capaces de completar el circuito en aproximadamente 102
generaciones.

Como conclusión de este experimento se define el tamaño mínimo necesario de la matriz
de sensores de profundidad como de 11 x 7. Para el resto de los experimentos este será el
tamaño de la matriz y el modelo tendrá un tamaño de 78-16-8-4.
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7.2.2 Circuito simple
El objetivo de este experimento es evaluar la capacidad de aprender a navegar de forma

autónoma el mapa circuito simple de los tres tipos de poblaciones: Simple, Ruido y Norma-
lizado.

Se ha fijado una cantidad máxima de generaciones de 50 y una cantidad de pasos de
ejecución máxima de 1000. A continuación, se muestran los resultados (ver Figura 7.2).

Figura 7.2: Resultados obtenidos en el circuito sencillo.

En este tipo de mapa obtener una puntuación de 950 puntos o superior supone haber
completado el circuito. En la Figura 7.2 se puede observar cómo la población sin ruido es
la primera en aprender a completar el circuito en apenas 16 generaciones. La población
con ruido aprende un poco más lento y tarda 18 generaciones en aprender a completar el
circuito. Por último, la población con los sensores normalizados tarda mucho más que las
otras, completando el circuito en 30 generaciones.

De estos resultados se puede concluir que los agentes tienen capacidad de sobra para
aprender a navegar el circuito simple de forma autónoma. Incluso la población con los sensores
normalizados completa satisfactoriamente el circuito.

El proceso de aprendizaje de la población Normalizado en el mapa circuito simple se
puede ver en el siguiente enlace: https://drive.google.com/file/d/1oImDYqJb78wwjTw
_6IGAAVu3PzEliAvz/view?usp=sharing

https://drive.google.com/file/d/1oImDYqJb78wwjTw_6IGAAVu3PzEliAvz/view?usp=sharing
https://drive.google.com/file/d/1oImDYqJb78wwjTw_6IGAAVu3PzEliAvz/view?usp=sharing
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7.2.3 Circuito avanzado
El objetivo de este experimento es evaluar la capacidad de aprender a navegar de for-

ma autónoma el mapa circuito avanzado de los tres tipos de poblaciones: Simple, Ruido y
Normalizado.

Se ha fijado una cantidad máxima de generaciones de 200 y una cantidad de pasos de
ejecución máxima de 5000. A continuación, se muestran los resultados (ver Figura 7.3).

Figura 7.3: Resultados obtenidos en el circuito avanzado.

En este tipo de mapa obtener una puntuación de 2800 puntos o superior supone haber
completado el circuito. En la Figura 7.3 se puede observar cómo la población sin ruido es la
primera y la única en resolver el circuito y lo hace en 102 generaciones. La población con ruido
obtiene una puntuación máxima de 2600 puntos aproximadamente que equivale a recorrer el
circuito hasta el penúltimo sector. La generación con sensores de profundidad normalizados
obtiene una puntuación de 1250 puntos que equivale a completar aproximadamente un 40%
del circuito.

Como se ha mencionado anteriormente, este mapa es el más complicado de navegar de
forma autónoma, es el primero y el único que la población con ruido no ha sido capaz de
completar. En conclusión, en un entorno con la dificultad que presenta este mapa los agentes
solo son capaces de navegarlo de forma autónoma en condiciones ideales, sin ruido y con la
información completa del entorno.

Como curiosidad, comentar que el aspecto escalonado del gráfico corresponde a el mo-
mento cuando una población aprende a evitar un nuevo obstáculo y la puntuación aumen-
ta un poco de golpe. El proceso de aprendizaje de la población Ruido en el mapa cir-
cuito avanzado se puede ver en el siguiente enlace: https://drive.google.com/file/d/
1d8CIdj15vIHRzfi-jpx9Q5mkjIxTlUzz/view?usp=sharing

https://drive.google.com/file/d/1d8CIdj15vIHRzfi-jpx9Q5mkjIxTlUzz/view?usp=sharing
https://drive.google.com/file/d/1d8CIdj15vIHRzfi-jpx9Q5mkjIxTlUzz/view?usp=sharing
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7.2.4 Casa simple
El objetivo de este experimento es evaluar la capacidad de aprender a navegar de forma

autónoma el mapa casa simple de los tres tipos de poblaciones: Simple, Ruido y Normalizado.

Se ha fijado una cantidad máxima de generaciones de 50 y una cantidad de pasos de
ejecución máxima de 2000. A continuación, se muestran los resultados (ver Figura 7.4).

Figura 7.4: Resultados obtenidos en la casa simple.

En este tipo de mapa obtener una puntuación de 3200 puntos o superior supone haber
visitado y recorrido por completo todas las habitaciones de la casa. En la Figura 7.4 se puede
observar cómo la población sin ruido es la primera en aprender a visitar todas las habitaciones
y lo hace en 26 generaciones. La población con ruido también completa la casa y los hace en 34
generaciones. Por último, la población con sensores de profundidad normalizados obtiene una
puntuación de 2900 puntos aproximadamente. Esta población visita todas las habitaciones
de la casa, pero no llega a recorrerlas por completo.

De los resultados se puede concluir que este entorno presenta una dificultad media. Las
poblaciones con y sin ruido son capaces de completar la casa y la población con sensores
normalizados visita todas las habitaciones, aunque con dificultades.

El proceso de aprendizaje de la población Ruido en el mapa casa simple se puede ver en el
este enlace: https://drive.google.com/file/d/1Sy_gIHw3xS55foIxv3T7o8U9orxHJo4F/
view?usp=sharing

https://drive.google.com/file/d/1Sy_gIHw3xS55foIxv3T7o8U9orxHJo4F/view?usp=sharing
https://drive.google.com/file/d/1Sy_gIHw3xS55foIxv3T7o8U9orxHJo4F/view?usp=sharing
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7.2.5 Casa avanzada
El objetivo de este experimento es evaluar la capacidad de aprender a navegar de forma

autónoma el mapa casa avanzada de los tres tipos de poblaciones: Simple, Ruido y Normali-
zado.

Se ha fijado una cantidad máxima de generaciones de 1000 y una cantidad de pasos de
ejecución máxima de 5000. A continuación, se muestran los resultados (ver Figura 7.5).

Figura 7.5: Resultados obtenidos en la casa avanzada.

En este tipo de mapa obtener una puntuación de 11000 puntos o superior supone haber
visitado y recorrido por completo las 10 habitaciones de la casa. En la Figura 7.5 se puede
observar cómo en este caso la población con ruido es la primera en aprender a navegar de forma
autónoma el mapa y lo consiguen en 76 generaciones. Poco después, alas 80 generaciones la
población sin ruido aprende a completar el mapa. Ambas poblaciones presentan una curva de
aprendizaje con una forma similar, empieza creciendo despacio, luego crece deprisa seguido
de una zona casi plana y al final vuelve a crecer hasta completar el mapa. Esto es debido
a que las dos poblaciones han aprendido a visitar las habitaciones en el mismo orden. Por
último, la población con sensores normalizados solo consigue visitar un máximo de 5 de las
10 habitaciones.

En conclusión, este mapa presenta una dificultad alta, pero no tanto como el circuito
avanzado. Los agentes han sido capaces de aprender a resolver el mapa incluso habiendo ruido
en la señal, pero no han sido capaces normalizando los sensores.

El entrenamiento de la población Ruido en el mapa casa avanzada se puede ver en el
este enlace: https://drive.google.com/file/d/1CZRcR0eOmRQH02ar5VE6NWd1wYxFFjXE/
view?usp=sharing

https://drive.google.com/file/d/1CZRcR0eOmRQH02ar5VE6NWd1wYxFFjXE/view?usp=sharing
https://drive.google.com/file/d/1CZRcR0eOmRQH02ar5VE6NWd1wYxFFjXE/view?usp=sharing
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7.3 Experimentos realizados en el dron real
En este punto se detalla la experimentación realizada con el dron real.

El objetivo es utilizar un modelo entrenado en el simulador para que controle el movi-
miento del dron real. Como se ha mencionado anteriormente el dron utiliza la herramienta
MiDaS para calcular la profundidad de la escena obtenida por la cámara. MiDaS devuelve
valores normalizados entre 0 y 1 de profundidad. Solo aquellos modelos entrenamos en po-
blaciones donde se normalizaban los sensores de profundidad son adecuados para probarlos
utilizando MiDaS.

De los cuatro mapas donde se han entrenado los agentes solo en el circuito simple la
población donde se normalizaban los sensores ha sido capaz de completar de forma exitosa el
objetivo del mapa. Por este motivo, para probar el funcionamiento del dron se ha utilizado
un modelo de la generación 30 (cuando aprenden a completar el circuito) de la población con
sensores normalizados del experimento del circuito simple.

Como entorno real por el que el dron ha de navegar sin chocarse se han utilizado los
pasillos del edificio Politécnica III de la Universidad de Alicante. La Figura 7.6 es un mapa del
edificio donde se han realizado las pruebas. La velocidad del movimiento frontal y lateral del
dron ha sido topada a 20, siendo 100 la máxima, para aumentar la seguridad del experimento
y facilitar el cálculo de los movimientos.

En la figura 7.6 se detalla el espacio recorrido por el dron de forma autónoma marcado
por la línea verde. Primero, se sitúa el dron en el lugar marcado como punto de partida. A
continuación, se activa el modo automático y se deja a el dron navegar de forma autónoma.
El dron ha sido capaz de recorrer todo el pasillo inicial. Al llegar al final del pasillo gira a
la izquierda. Una vez girado, continua sin chocarse por el nuevo pasillo que es mucho mas
ancho. Al final del pasillo y tras pasar por dos puertas dobles, el dron se choca con una pared
de cristal que la herramienta MiDaS no es capaz de reconocer como superficie, marcado como
choque. Tras el coche se coloca de nuevo el dron en la misma posición, pero orientado hacia
el nuevo pasillo de la izquierda. El dron completa de forma autónoma el pasillo hasta ser
detenido manualmente en el punto marcado como final.

En la Figura 7.7 se muestra una imagen de la pared de cristal con la que el dron co-
lisiona. En la imagen se puede observar como el modelo de MiDaS no es capaz de calcular
correctamente la profundidad.

Como conclusión de este experimento ha sido posible aplicar de forma exitosa un modelo
entrenado en el simulador al dron real. El dron presentaba el mismo comportamiento que
en el simulador, cuando detectaba que estaba demasiado cerca de una pared se orientaba
automáticamente en la dirección opuesta para no colisionar.

El resultado obtenido con el dron real se puede ver en el siguiente enlace: https://
drive.google.com/file/d/16j-vjXcIEOJ8OpzNBi5ZKB4BBzQdlIdp/view?usp=sharing

https://drive.google.com/file/d/16j-vjXcIEOJ8OpzNBi5ZKB4BBzQdlIdp/view?usp=sharing
https://drive.google.com/file/d/16j-vjXcIEOJ8OpzNBi5ZKB4BBzQdlIdp/view?usp=sharing
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Figura 7.6: Resultados obtenidos con el dron real.

Figura 7.7: Foto de la pared con la que el dron colisiona.





8 Conclusión y Trabajos Futuros
En esta sección se resumen las conclusiones obtenidas durante el proceso de desarrollo

y los experimentos realizados, además de proponer posibles mejoras y trabajos futuros que
podrían ampliar este proyecto.

8.1 Conclusiones
Tras analizar los resultados de los experimentos y considerando los objetivos iniciales de

este proyecto, se puede concluir que se han alcanzado en mayor o menor medida todos los
objetivos propuestos.

En primer lugar, se ha logrado implementar un entorno de entrenamiento simulado que
presenta una notable similitud con la realidad. Por un lado, los agentes han sido capaces de
adquirir la misma información de su entorno que los sensores del dron real. Por otro lado,
el controlador de los agentes ha logrado emular de manera adecuada los movimientos que el
dron puede realizar.

En segundo lugar, se ha conseguido implementar el entrenamiento de los agentes me-
diante el uso de un algoritmo genético. Aprovechando las ventajas que ofrece un entorno
simulado, se ha desarrollado un sistema capaz de ejecutar simultáneamente a 100 agentes en
el mismo entorno y evaluar su rendimiento mediante un sistema de puntuación. Con estos
datos, se ha aplicado con éxito un algoritmo genético que ha mejorado progresivamente el
comportamiento de los agentes a lo largo de las generaciones.

Por último, se ha logrado aplicar un modelo entrenado en el simulador al dron real.
Utilizando la estimación de la profundidad de las imágenes capturadas por el dron real y un
modelo entrenado con las mismas características, se ha logrado que el dron real sea capaz de
volar de forma autónoma.

8.2 Trabajos Futuros
Durante el desarrollo y la experimentación de cada objetivo de este proyecto han surgido

posibles mejoras que se podrían aplicar a cada parte.

En cuanto al simulador, un mejora que se puede realizar es implementar un sistema de
físicas basado en inercia y en el peso real del dron que simule con más exactitud el resultado
de enviar una cierta señal a un agente. Por otro lado, los mapas donde se entrenan los agentes
también pueden ser construidos de manera más realista.
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En cuanto al proceso de entrenamiento de los agentes, se podría aplicar técnicas que
mejoran el algoritmo genético utilizado como la neuro evolución de pesos, utilizando una
técnica como NEAT. Además, se podría probar a utilizar otras técnicas de entrenamiento
como el aprendizaje por refuerzo.

Por último, en lo que respecta al dron real, la mejora más significativa que se puede
implementar está relacionada con la forma en que se estima la profundidad de la imagen. Sería
ideal contar con un sistema que proporcione la profundidad real y no una versión normalizada.
Esto podría lograrse mediante el uso de un dron equipado con una cámara de profundidad
o empleando otro modelo similar a MiDaS, que brinde un cálculo de la profundidad más
preciso.
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Lista de Acrónimos y Abreviaturas

AG Algoritmo Genético.
CNN Convolutional Neural Network.
DJI Da-Jiang Innovations.
MiDaS Monocular Depth Estimation in Real-time.
ML Machine Learning.
NEAT The NeuroEvolution of Augmenting Topologies.
NN Neural Network.
OpenCV Open Computer Vision Library.
ReLU Rectified Lineal Unit.
SLAM Simultaneous Localization And Mapping.
Tanh Tangente hiperbólica.
TFG Trabajo Final de Grado.
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