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Preámbulo
Este estudio surge de mi constante curiosidad con el mundo neuronal. Desde pequeño siem-

pre he estado interesado por la neurociencia, la comprensión de todo lo que engloba al cerebro
humano y en este trabajo he intentado dar lo mejor de mí combinando el estudio de algunas
de las enfermedades mentales más comunes con la inteligencia artificial.

Desgraciadamente, hoy en día muchos de nuestros mayores se enfrentan a una lucha cons-
tante llamada demencia, enfermedad la cual padecen 1.200.000 personas en España, siendo
el Alzheimer el tipo de demencia más común, afectando a un total de 800.000 personas según
estimaciones de la Sociedad Española de Neurología (SEN).
Si bien es posible que muchos de nosotros tengamos la fortuna de nunca tener que experimen-
tar por nosotros mismos o por nuestros familiares la dura realidad de esta enfermedad, creo
que no hay nada mejor que entender y tener las herramientas necesarias para poder ayudar
a otras personas, hasta tal punto de poder salvar vidas.
En este trabajo dejo la esperanza de que en un futuro pueda servir para ayudar a alguien.
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1 Introducción

Con la aplicación de los avances científicos en la medicina, la mejora de la calidad de vida y
el desarrollo económico y social, las personas cada vez viven más. Esta situación ha derivado
en un incremento del envejecimiento de la población a nivel global.
Por otro lado, el ritmo de vida actual, acompañado de algunas de las situaciones extremas
con las que hemos convivido, como la epidemia del COVID-19, han favorecido a que el dis-
tanciamiento social sea cada vez mayor. Estos factores provocan que cada vez más personas
mayores se encuentren solas en su día a día, poniéndose en riesgo muchas de ellas por no
haber podido realizar a tiempo un diagnóstico de comportamientos compatibles con enfer-
medades degenerativas, entre las que destaca la demencia.

La demencia es un síndrome caracterizado por la presencia de deterioro cognitivo persisten-
te que interfiere con la capacidad del individuo para llevar a cabo sus actividades laborales o
sociales. Hoy en día, 1 de 3 personas mayores muere con Alzheimer u otra demencia, matando
a más personas que el cáncer de mama y el cáncer de próstata combinados.
Actualmente esta enfermedad la padece entre un 5% y un 8% de la población[1], lo cual in-
dica un notable aumento con respecto a los años anteriores. Se prevé que el número total de
personas con demencia alcance los 82 millones en 2030 y los 152 millones en 2050, dándose los
aumentos más pequeños en los países de ingresos altos de Asia Pacífico y Europa occidental,
y los mayores aumentos estimados en el norte de África y Oriente Medio.

Figura 1.1: Tendencia estimada del número de personas con demencia entre 2019 y 2050, obtenida
de [1]
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2 Introducción

De acuerdo con los datos anteriores, en este trabajo se propone el análisis de las actividades
diarias de personas mayores para la extracción de métricas que permitan medir el rendimiento
y que potencialmente puedan indicar enfermedades físicas o mentales a largo plazo. Para ello
se hará uso de la herramienta de comprensión de vídeos MMAction2, así como de técnicas de
Deep Learning y algoritmos para el análisis de métricas. También cabe destacar aportaciones
personales como la toma de datos propios, realizando grabaciones de diferentes acciones desde
varias perspectivas, así como de la contribución de una persona con Alzheimer para realizar
experimentos reales con enfermos.

1.1 Estructura del TFG
1. Objetivos:

Se mostrarán los objetivos que se buscan conseguir a lo largo de este trabajo.

2. Marco teórico:
En este apartado se explicarán algunos de los conceptos más importantes, introduciendo
los conocimientos previos que se deben tener para entender/desarrollar este proyecto.

3. Estado del arte:
A lo largo de este capítulo veremos las aproximaciones existentes hoy en día en torno a
la detección de enfermedades a largo plazo mediante el uso de inteligencia artificial.

4. Metodología:
En este capítulo hablaremos de las herramientas utilizadas en el desarrollo del proyecto,
tanto a nivel de Software como de Hardware.

5. Desarrollo:
En este apartado se describirán todas las partes del trabajo realizado. Uso de modelos
de red pre-entrenados para la detección de acciones y del esqueleto humano, extracción
de métricas comunes en enfermos con demencia y diseño de algoritmos para el estudio
de los datos recogidos.

6. Resultados:
Se presentarán todos los experimentos llevados a cabo, así como los diferentes resultados
obtenidos. Se evaluarán los datos mediante métricas y se dará un punto de vista de las
pruebas llevadas a cabo.

7. Conclusiones:
Para concluir, se hará una revisión del trabajo realizado, resaltando puntos positivos y
limitaciones de este, además de nombrar posibles mejoras.



2 Objetivos
El objetivo de este proyecto es el estudio y aplicación de tecnologías y técnicas de Deep

Learning para extraer y posteriormente analizar métricas relacionadas con enfermedades de-
generativas a partir de los comportamientos de los sujetos grabados en vídeo. Para ello nos
hemos marcado los siguientes objetivos:

• Realizar un estudio sobre los modelos y tecnologías que proporciona la herramienta
MMAction2.

• Escoger entre un modelo pre-entrenado o crear y entrenar un modelo a partir de un
dataset propio.

• Recopilar vídeos propios con acciones presentes en el fichero de anotaciones del modelo
para iniciarnos y comprender el proceso de reconocimiento.

• Realizar un estudio sobre los principales síntomas de la demencia.

• Proponer los algoritmos que detecten las principales métricas del estudio de la de-
mencia: desorientación, pérdida del equilibrio y demora excesiva en completar acciones
cotidianas.

• Determinar si los algoritmos propuestos funcionan correctamente evaluándolos a través
de vídeos propios y comparativa con vídeos de una persona con Alzheimer.
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3 Marco Teórico
En este apartado expondremos algunos de los conceptos más importantes para poder en-

tender y llevar a cabo este proyecto.

3.1 Inteligencia Artificial
Desde los años 50 y hasta hace muy pocos años, el terreno habitual de la Inteligencia

Artificial (IA) avanzada era mayoritariamente el laboratorio de investigación y la ciencia
ficción. El gran impulso tecnológico al que solemos referirnos bajo el término Big Data ha
revolucionado el entorno empresarial. Esto está ocurriendo en prácticamente todos los sec-
tores, pues es rara la actividad empresarial o de la administración pública que no se pueda
beneficiar de un análisis inteligente y automatizado de los datos.

En concreto, no existe una definición aceptada por todos los expertos de lo que significa la
inteligencia artificial. Una posible definición de esta es que es la habilidad de una máquina
de presentar las mismas capacidades que los seres humanos, como el razonamiento, el apren-
dizaje, la creatividad y la capacidad de planear.
La IA permite que los sistemas tecnológicos perciban su entorno, se relacionen con él, resuel-
van problemas y actúen con un fin específico. La máquina recibe datos, los procesa y responde
a ellos, adaptando su comportamiento en cierta medida, analizando los efectos de acciones
previas y llegando a trabajar de manera autónoma. En este punto es donde entra el concepto
del Aprendizaje Automático[30], dando lugar a técnicas de aprendizaje artificial.

3.1.1 Machine Learning
Una de las claves de la IA avanzada está en el aprendizaje. Es cada vez más habitual que

les pidamos a las máquinas que aprendan por sí solas. No podemos permitirnos el lujo de
pre-programar reglas para lidiar con las infinitas combinaciones de datos de entrada y situa-
ciones que aparecen en el mundo real. En vez de hacer eso, necesitamos que las máquinas
sean capaces de auto-programarse, en otras palabras, queremos máquinas que aprendan de su
propia experiencia. La disciplina del Aprendizaje Automático (Machine Learning) se ocupa
de este reto.

Entender los algoritmos de aprendizaje es fácil si nos fijamos en cómo aprendemos nosotros
mismos desde niños. El aprendizaje por refuerzo engloba un grupo de técnicas de aprendizaje
automático que a menudo usamos en los sistemas artificiales. En estos sistemas, al igual que
en los niños, las conductas que se premian tienden a aumentar su probabilidad de ocurrencia,
mientras que las conductas que se castigan tienden a desaparecer. Este tipo de enfoques se
denominan aprendizaje supervisado, pues requiere de la intervención de los humanos para
indicar qué está bien y qué está mal.

5
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3.1.2 Deep Learning

Posiblemente el futuro del aprendizaje automático pase por un giro hacia el aprendizaje
no supervisado. En este paradigma los algoritmos son capaces de aprender sin intervención
humana previa, sacando ellos mismos las conclusiones acerca de la semántica embebida en
los datos.

En el enfoque Deep Learning se usan estructuras lógicas que se asemejan en mayor medi-
da a la organización del sistema nervioso de los mamíferos, teniendo capas de unidades de
proceso (neuronas artificiales) que se especializan en detectar determinadas características
existentes en los objetos percibidos. Gracias a la neurociencia, el estudio de casos clínicos de
daño cerebral sobrevenido y los avances en diagnóstico por imagen sabemos por ejemplo que
hay centros específicos del lenguaje, o que existen redes especializadas en detectar diferentes
aspectos de la visión, como los bordes, la inclinación de las líneas, la simetría e incluso áreas
íntimamente relacionadas con el reconocimiento de rostros y la expresión emocional de los
mismos.

Los modelos computacionales de Deep Learning imitan estas características arquitectura-
les del sistema nervioso, permitiendo que dentro del sistema global haya redes de unidades
de proceso que se especialicen en la detección de determinadas características ocultas en los
datos. Este enfoque ha permitido mejores resultados en tareas de percepción computacional,
si las comparamos con las redes monolíticas de neuronas artificiales.

Figura 3.1: Diferencias entre Inteligencia Artificial, Machine Learning y Deep Learning, obtenido de
[2]
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3.2 Redes Neuronales

El campo de las Redes Neuronales Artificiales (ANN) [3] fue inspirado por los estudios
en redes neuronales reales que conforman el cerebro, en un intento por resolver problemas
mediante el empleo del conocimiento obtenido de casos similares resueltos en el pasado. No
por eso su conducta es igual a la del cerebro, pero si se busca emular ciertas cualidades
destacables de este, las cuales no se alcanzan con computadoras estándar. Las ANN son un
método de resolver problemas, de forma individual o combinadas con otros métodos, para
aquellas tareas de clasificación, identificación, diagnóstico, optimización o predicción en las
que el balance datos/conocimiento se inclina hacia los datos y donde, adicionalmente, puede
haber la necesidad de aprendizaje en tiempo de ejecución.

3.2.1 El modelo biológico

El cerebro como sistema de procesamiento de información posee en el orden del billón de
células nerviosas, donde cada neurona esta conectada a otras neuronas a través de unas 10.000
sinapsis. Algunas de sus propiedades de interés son:

1. La capacidad que poseen partes sanas de aprender a encargarse de tareas anteriormente
realizadas por partes ahora dañadas.

2. Su capacidad de aprender de la experiencia.

3. La realización eficiente de cálculos masivamente paralelos, como la percepción visual,
que ocurre en menos de 100 milisegundos.

4. Es el responsable de nuestra memoria, intelecto y conciencia de existencia.

El elemento constructivo y unidad básica procesadora de esta red neuronal es la neurona.
Podemos observar la estructura de esta en la Figura 3.2.

Figura 3.2: Esquema elemental de una neurona, obtenido en [3]
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3.2.2 Modelo de redes neuronales artificiales

El elemento fundamental de una red neuronal es la neurona, también denominada ”nodo”,
cuyo modelo puede verse en la Figura 3.3.
En ella, la suma de las n entradas xj de la neurona i, ponderadas con los pesos sinápticos
wij, genera la entrada ponderada total o ”potencial postsináptico” de la neurona i. Los pesos
sinápticos wij miden la intensidad de la interacción entre las dos neuronas que están conec-
tadas por el enlace. Posteriormente, se aplica una función de activación o transferencia (f)
a la diferencia entre el ”potencial postsináptico” y el umbral �i, obteniéndose la salida de la
neurona (yi).
La función de activación f() se suele considerar determinista, y en la mayor parte de los mo-
delos es monótona, creciente y continua.

Figura 3.3: Modelo de neurona artificial, obtenido en [3]

Las neuronas artificiales se pueden estructurar en capas interconectando cada neurona con
la siguiente con un peso asociado, pudiendo haber o no, interacción entre neuronas de una
misma capa. De este modo las capas se pueden apilar dando lugar a complicadas redes con
capa de entrada, capa de salida y capas ocultas o intermedias.

Figura 3.4: Red neuronal multicapa, obtenido en [4]
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3.2.3 Redes convolucionales (CNN)

Las CNN [31] son un tipo de Redes Neuronales Artificiales con aprendizaje supervisado
que procesan sus capas imitando al cortex visual del ojo humano para identificar distintas
características en las entradas que en definitiva hacen que pueda identificar objetos y “ver”.
Para ello, las CNN contienen varias capas ocultas especializadas y con una jerarquía: esto
quiere decir que las primeras capas pueden detectar lineas, curvas y se van especializando
hasta llegar a capas más profundas que reconocen formas complejas como un rostro o la
silueta de un animal.

Para comenzar, la red toma como entrada los píxeles de una imagen. Si se tiene una imagen
con 28×28 píxeles de alto y ancho, eso equivale a 784 neuronas, si sólo tiene 1 color (escala de
grises). Si se tuviera una imagen a color se necesitarían 3 canales (red, green, blue) y entonces
se usarían 28x28x3 = 2352 neuronas de entrada.
A continuación se lleva a cabo el “procesado distintivo” de las CNN, las llamadas convolu-
ciones. Estas consisten en tomar “grupos de píxeles cercanos” de la imagen de entrada e ir
operando matemáticamente (producto escalar) contra una pequeña matriz llamada kernel.
Ese kernel supongamos de tamaño 3×3 píxeles recorre todas las neuronas de entrada (de
izquierda-derecha, de arriba-abajo) y genera una nueva matriz de salida, que en definitiva
será nuestra nueva capa de neuronas ocultas.

Figura 3.5: Proceso de convolución de imagen, obtenida de [5]

Seguido de esto, se utiliza la técnica de Max-Pooling para reducir a la mitad las imágenes
obtenidas, quedando 32 imágenes de 14×14, pasando de 25.088 neuronas a 6.272, las cuales
almacenarán la información más importante para detectar características deseadas.

Figura 3.6: Muestreo con Max-Pooling, obtenida de [6]
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Este proceso puede llevarse a cabo numerosas veces dependiendo de la imagen de entrada,
desde la primera convolución en la que se detectan características primitivas como lineas ó
curvas, hasta las últimas capas de convoluciones, donde los mapas de características serán
capaces de reconocer formas más complejas.

Para terminar, se toma la última capa oculta a la que se le hizo subsampling (Max-
Pooling) y se ”aplana”, dejando de ser tridimensional y pasando a ser una capa de neuronas
tradicionales, conectando una nueva capa oculta de neuronas tipo feedforward. En este
punto se aplica una función llamada Softmax para pasar la probabilidad (entre 0 y 1) a la
capa de salida final que tendrá la cantidad de neuronas correspondientes con las clases que
se están clasificando.

Figura 3.7: Arquitectura de CNN, obtenida de [7]

3.2.4 Arquitecturas de CNN

Existen infinitas arquitecturas de Redes Convolucionales[8], sin embargo la búsqueda de
una mayor eficiencia y la disminución del error obtenido ha hecho que destaquen entre el
resto algunos de los modelos que vamos a comentar a continuación:

• AlexNet: Es una red neuronal convolucional con 8 capas de profundidad: 5 capas con-
volucionales y 3 capas totalmente conectadas(FC fully connected), con 60 millones de
parámetros y 650.000 neuronas.

AlexNet[32] se ha entrenado con más de un millón de imágenes y puede clasificarlas en
1.000 categorías de objetos, aprendiendo representaciones ricas en características para
una amplia gama de imágenes.
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Figura 3.8: Arquitectura AlexNet, obtenida de [8]

Esta arquitectura, resultó mucho más profunda que sus predecesoras. La primera capa
de convolución tiene 96 filtros (kernels) de tamaño 11x11x3. Como se ve en la Figura
3.8, las dos primeras capas, van seguidas de una capa de max-pooling.
La tercera, cuarta y quinta capa convolucional están directamente conectadas. Final-
mente, 3 capas fully connected, donde la última capa aplica la función softmax (clasi-
ficadora) para realizar la predicción.

• GoogLeNet: Esta red[9] fue la primera que se apartó del enfoque general que había
hasta el momento, de simplemente apilar capas de redes convolucionales agrupadas una
encima de la otra de manera secuencial. En la Figura 3.9 se puede ver la arquitectura
que tiene este modelo.

Figura 3.9: Arquitectura GoogLeNet, obtenida de [9]

Es una red neuronal convolucional con 22 capas de profundidad. Puede cargar una
versión preentrenada de la red entrenada con los conjuntos de datos de ImageNet o
Places365. La red entrenada con ImageNet puede clasificar imágenes en 1.000 cate-
gorías de objetos. La red entrenada con Places365 es similar a la red entrenada con
ImageNet, pero clasifica imágenes en 365 categorías de ubicaciones diferentes.
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Se demostró que con esta arquitectura tan creativa se puede conseguir una mejora en
el rendimiento y en la eficiencia computacional. De hecho, sentó las bases para algunas
arquitecturas realmente complejas que aparecerían en los años siguientes.

• ResNet-50: Es una red neuronal convolucional de 50 capas (48 capas convolucionales,
una capa MaxPool y una capa de grupo promedio). Las redes neuronales residuales son
un tipo de red neuronal artificial que forma redes apilando bloques residuales.

ResNet (Residual Networks)[33] es un tipo específico de red neuronal convolucional
utilizada comúnmente para impulsar aplicaciones de visión por computadora, siendo
utilizada como red troncal en la detección humana de este proyecto.

Figura 3.10: Esquema de bloque residual, obtenido de [8]

La idea subyacente en ResNet son los bloques residuales. Aumentan el número de capas
introduciendo una conexión residual (con una capa identidad). Se tiene el input x que
en la red viaja a través de las capas conv-ReLU-conv-ReLU. Esta serie de operaciones
dan como resultado F(x). En una red convolucional tradicional se tiene que conseguir
que F(x) y H(x) tengan el mismo valor, así que en vez de intentar conseguir el valor F(x)
directamente de x, con los bloques residuales se calcula el valor que tiene que añadir F(x)
a su entrada x. Es decir, el bloque residual lo que hace es añadir una pequeña alteración
a la entrada x para conseguir una representación ligeramente alterada, mientras que,
en las CNN tradicionales cuando se pasa de x a F(x), esta última es una representación
que no tiene ninguna relación con su entrada original.

Figura 3.11: Arquitectura ResNet, obtenida de [8]
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• HRNet: HRNet, o High-Resolution Net[10], es una red neuronal convolucional de
propósito general para tareas como segmentación semántica, detección de objetos y
clasificación de imágenes.

Figura 3.12: Arquitectura HRNet, obtenida de [10]

El aprendizaje de representaciones de alta resolución juega un papel esencial en muchos
problemas de visión, por ejemplo, la estimación de poses y la segmentación semántica.
La red de alta resolución HigherHRNet, recientemente desarrollada para la estima-
ción de la pose humana, mantiene representaciones de alta resolución durante todo el
proceso.

3.2.5 Redes convolucionales de grafos (GCN)
Entre todos los métodos para el reconocimiento de acciones basado en el esqueleto hu-

mano, las redes convolucionales de grafos (GCN)[34] han sido uno de los enfoques más
populares, considerando cada articulación humana en cada paso de tiempo como un nodo y
conectándose mediante enlaces a los nodos adyacentes a lo largo de las dimensiones espaciales
y temporales.

El modelo GCN ha sido utilizado con éxito en muchas aplicaciones, incluidas la represen-
tación de dominios irregulares de alta dimensión como redes sociales [35], aprendizajes no
supervisados [11] y la clasificación de imágenes [36]. Dada una matriz de adyacencia A y la
matriz de características X, el modelo GCN construye un filtro en el dominio de Fourier. El
filtro, actuando sobre los nodos de un grafo, captura características espaciales entre los no-
dos por su primer orden de vecindario, entonces el modelo GCN se puede construir apilando
múltiples capas convolucionales, que se pueden expresar de la siguiente forma:

H l+1 = σ
(
D̃− 1

2 ÃD̃− 1
2H(l)Θ(l)

)
(3.1)

Donde Ã = A+IN es la matriz con auto-conexiones añadidas, IN es la matriz identidad, D̃
es la matriz de grados, D̃ =

∑
j Ãij , H(l) es la salida de la capa l, Θ(l) contiene los parámetros
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de esa capa y σ (·) representa la función sigmoidea para una capa no lineal modelo.
Si bien se han observado resultados alentadores, los métodos basados en GCN están limitados
en los siguientes aspectos:

1. Robustez: Mientras que GCN maneja directamente las coordenadas de articulaciones
del hombre, su capacidad de reconocimiento se ve significativamente afectada por el
cambio de distribución de coordenadas, que a menudo puede ocurrir cuando se aplica
un estimador de pose diferente. Una pequeña perturbación en las coordenadas a menudo
conduce a predicciones completamente diferentes.

2. Interoperabilidad: Diversos estudios han demostrado que las representaciones de di-
ferentes modalidades, como RGB, flujos ópticos y esqueletos, son complementarios. Por
lo tanto, una combinación efectiva de tales modalidades a menudo puede provocar un
aumento del rendimiento en el reconocimiento de acciones. Sin embargo, GCN se opera
en un gráfico irregular de esqueletos, lo que dificulta la fusión con otras modalidades
que a menudo se representan en cuadrículas regulares, especialmente en las primeras
etapas.

3. Escalabilidad: Dado que las GCN consideran cada articulación humana como un no-
do, la complejidad de las redes es proporcional linealmente con el número de personas,
limitando su aplicabilidad a escenarios que involucran múltiples sujetos, como el reco-
nocimiento de actividades grupales.

Figura 3.13: Arquitectura de red convolucional gráfica, obtenida de [11]

3.2.6 Redes de segmentos temporales (TSN)
Un problema obvio de las CNN en sus formas actuales es su incapacidad para modelar la

estructura temporal de largo alcance. Esto se debe principalmente a su acceso limitado al
contexto temporal, ya que están diseñadas para operar solo en un solo marco (redes espacia-
les) o una sola pila de marcos en un fragmento corto (red temporal). Sin embargo, acciones
complejas, como acciones deportivas, comprenden múltiples etapas que abarcan un tiempo
relativamente largo.
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Para abordar este problema, se diseñaron las Redes de Segmento Temporal (TSN)[12],
un marco de nivel de vídeo, como se muestra en la Figura 3.14, que permite modelar la di-
námica a lo largo de todo el vídeo.
En lugar de trabajar en fotogramas individuales o pilas de fotogramas, las redes de segmentos
temporales operan en una secuencia de fragmentos cortos escasamente muestreados de todo
el vídeo. Cada fragmento de esta secuencia producirá su propia predicción preliminar de las
clases de acción.

Figura 3.14: Funcionamiento del modelo TSN, obtenido de [12]

Un vídeo de entrada se divide en K segmentos (en el caso de la Figura 3.14, K = 3) y
se selecciona aleatoriamente un fragmento corto de cada segmento. Los fragmentos están
representados por modalidades como marcos RGB, flujo óptico (imágenes en escala de grises
superior) y diferencias RGB (imágenes en escala de grises inferior).
Las puntuaciones de clase de diferentes fragmentos se fusionan mediante una función de
consenso segmentario, realizando una predicción a nivel de vídeo. Finalmente, las predicciones
de todas las modalidades se fusionan para producir la predicción final.

3.2.7 Redes convolucionales de propuesta de regiones (RPN)

La Region Proposal Network o RPN[20] es una CNN cuya función es la de detec-
tar regiones en la imagen de entrada donde puedan haber objetos independientemente de
la clase. Su propósito es generar vectores de características los cuales predicen la presencia
de un objeto en cierta región de la imagen. La RPN está compuesta por 2 predictores, uno
encargado de predecir si una región contiene un objeto o no, y el otro encargado de predecir
el ”bounding box”, si hay un objeto. Mientras el primero corresponde a un clasificador, el
segundo corresponde a un regresor.

Para acelerar el entrenamiento, la RPN usa un conjunto de cajas de referencia por nodo
llamadas anchors. Estos anchors corresponden a regiones rectangulares centradas aproxima-
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damente en los centros de los campos receptivos de cada nodo en el mapa de características.
Un anchor queda definido por una escala (por ejemplo 32x32) y su razón de aspecto (por
ejemplo, 1:1, 1:2, 2:1). La elección de los anchors a usar depende del problema a resolver, aun-
que existen técnicas que permiten automatizar el proceso de encontrar los anchors adecuados.
La Figura 3.15 muestra un conjunto de anchors para un mismo nodo.

Figura 3.15: Ejemplo de anchors para un nodo, obtenido de [13]

Por otra parte, la Figura 3.16 muestra un ejemplo de como se verían estos anchors distri-
buidos sobre la imagen de entrada. En la práctica, los anchors cubren densamente la imagen,
especialmente en los métodos de primera etapa.

Figura 3.16: Ejemplificación de como se distribuyen los anchors en la imagen, obtenido de [14]

Con la aparición de las RPN han ido surgiendo modelos de detección de objetos como
SPPnet y Faster R-CNN, del cual hago uso en este proyecto, los cuales han conseguido
reducir el tiempo de ejecución de estas redes.
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3.2.8 Redes recurrentes (RNN)

Las RNN[37] son conocidas por su capacidad para procesar y obtener información de datos
secuenciales. Por lo tanto, el análisis de vídeo, la subtitulación de imágenes, el procesamiento
del lenguaje natural (PLN) y el análisis de la música dependen de las capacidades de estas
redes neuronales.
Son modelos de redes de neuronas artificiales donde las conexiones entre las unidades forman
un ciclo dirigido. Un ciclo dirigido es una secuencia donde el camino a lo largo de los vértices
y bordes está completamente determinado por el conjunto de aristas que se ha utilizado y,
por tanto, tiene la apariencia de seguir un orden específico.

Figura 3.17: Arquitectura de RNN, obtenido de [15]

Dado que la salida de una neurona recurrente en un instante de tiempo determinado es
una función de las entradas de los instantes de tiempo anteriores, se podría decir que una
neurona recurrente tiene en cierta forma memoria. La parte de una red neuronal que preserva
un estado a través del tiempo se suele llamar memory cell.
Esta “memoria interna” es lo que hace de este tipo de redes muy adecuadas para problemas
de aprendizaje automático que involucran datos secuenciales. Gracias a su memoria interna,
las RNN pueden recordar información relevante sobre la entrada que recibieron, lo que les
permite ser más precisas en la predicción de lo que vendrá después manteniendo información
de contexto.

Figura 3.18: Diagrama de neurona recurrente, obtenido de [16]
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3.3 Estimación de pose humana mediante técnicas de Deep
Learning

La estimación de pose es aquel método de Visión Artificial que se utiliza para detectar
las articulaciones y otros puntos clave del cuerpo humano. El trabajo fundacional de Kunihi-
ko Fukushima[38] del año 1979 demostraba que la existencia de capas de convolución en una
red neuronal hacía posible la detección de figuras geométricas como aristas, segmentos rectos
o curvas, lo cual, ciertamente apuntaba a su posible uso para detectar patrones geométricos
del cuerpo y del rostro humanos.

Los modelos de estimación de pose basados en redes convolucionales han sido refinados
a lo largo de los últimos años. Se clasifican en dos grandes categorías: de abajo a arriba
(bottom-up) y de arriba a abajo (top-down). En el primero de los casos, la red detecta
primero las articulaciones (puntos clave) y en base a ellas se crea un grafo con la estructura
del cuerpo. En el segundo caso, sucede lo contrario: se procede en primer lugar a la detección
del cuerpo humano en su conjunto, y posteriormente se determina su estructura interna. En
este proyecto usaremos el segundo caso para la estimación de la pose humana.

Cuando la entrada es una imagen de una o varias personas, los algoritmos de detección
de la pose devuelven un mapa de calor de las articulaciones del cuerpo. Estos mapas indi-
can dónde es probable que estén las articulaciones en una imagen. Cada articulación tiene
asociada una confianza. Si la foto es clara, con buena visibilidad del cuerpo y se ve bien la
articulación, la confianza es grande. Si por el contrario la articulación se ve mal, por ejemplo
porque está oculta tras otra parte del cuerpo, la confianza será pequeña.

Figura 3.19: Ejemplo de estimación de pose humana, obtenida de [17]
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3.4 Estimación de pose humana - HRNet-w32
La mayoría de los métodos existentes de estimación de pose recuperan representaciones de

alta resolución a partir de representaciones de baja resolución producidas por una red de alta
a baja resolución. En cambio, High-Resolution Net-w32[39] mantiene representaciones de
alta resolución durante todo el proceso. Comienza con una subred de alta resolución como
primera etapa, se le agrega gradualmente subredes de alta a baja resolución una por una para
formar más etapas y se conectan las subredes de resolución múltiple en paralelo.
El 32 representa el ancho (C) de las subredes de alta resolución en las tres últimas etapas del
modelo. Los anchos de las otras 3 subredes paralelas son 64, 128 y 256.

Para este proyecto se ha hecho uso del modelo HRNet-w32 para el proceso de la estimación
de poses en vídeo. Para cada persona en una imagen, la red detecta una pose humana, un
esqueleto corporal que consta de puntos clave y conexiones entre ellos el cual puede contener
hasta 17 puntos clave: orejas, ojos, nariz, hombros, codos, muñecas, caderas, rodillas y tobillos.

3.5 Reconocimiento de acciones en vídeo basado en el esqueleto -
PoseConv3D

El modelo de estimación de poses humanas PoseConv3D[18] toma como entrada poses
2D obtenidas por estimadores de pose novedosos. Las poses 2D son representadas por pilas
de mapas de calor de las articulaciones del esqueleto en lugar de las coordenadas operadas
en un gráfico de esqueleto humano como los modelos basados en GCN.

Figura 3.20: Mapas de calor de nodos y enlaces

Para cada frame de vídeo, se usa un estimador de pose de 2 etapas (detección median-
te ResNet50 con faster_RCNN + estimación de pose con el modelo HRNet_w32) para
extracción de poses humanas en 2D. Luego se apilan mapas de calor de articulaciones y extre-
midades a lo largo de la dimensión temporal y se aplica preprocesamiento al mapa generado.
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Finalmente, se usa una 3D-CNN para clasificar los volúmenes del mapa de calor 3D y poder
reconocer la acción. Después de extraer las poses 2D de los fotogramas de vídeo se reformulan
en un mapa de calor 3D.

Figura 3.21: Funcionamiento PoseC3D, obtenido de [18]

En la práctica, se aplican técnicas para reducir la redundancia de los volúmenes de mapas
de calor 3D.

1. Recorte centrado en sujetos: Hacer el mapa de calor del mismo tamaño que el marco
es ineficiente, especialmente cuando las personas de interés actuan sólo en una pequeña
región. En tales casos, primero se selecciona el cuadro delimitador más pequeño que
envuelve todas las poses 2D a lo largo de los marcos y después se recortan el resto de
los marcos de acuerdo con el cuadro encontrado, redimensionándolos al tamaño elegido
y reduciendo el mapa de calor 3D como consecuencia.

2. Muestreo Uniforme: El volumen del mapa de calor 3D también se puede reducir a lo
largo la dimensión temporal mediante el muestreo de un subconjunto de marcos. Para
muestrear n cuadros de un vídeo, se divide el vídeo en n segmentos de igual longitud y
se selecciona aleatoriamente un cuadro de cada segmento. Este estrategia resulta muy
eficaz en mantener la dinámica global del vídeo.

En este proyecto se ha hecho uso de PoseC3D con la red troncal SlowOnly-R50 para el
reconocimiento de acciones.

3.6 SlowOnly-R50
SlowOnly-R50[19] es un modelo de red neuronal convolucional 3D (3D-CNN) el cual

pertenece al conjunto de redes SlowFast para reconocimiento de vídeo y es usado en el modelo
PoseC3D.
Este modelo implica (i) una vía lenta, que funciona a una velocidad de fotogramas baja,
para capturar la semántica espacial, y (ii) una vía rápida, que funciona a una velocidad de
fotogramas alta, para capturar el movimiento con una resolución temporal fina.
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La ruta rápida se puede hacer muy liviana al reducir la capacidad de su canal, pero puede
aprender información temporal útil para el reconocimiento de vídeo.
Este tipo de modelos logran un sólido rendimiento tanto para la clasificación como para la
detección de acciones en vídeo.

Figura 3.22: Arquitectura Redes SlowFast, obtenida de [19]

3.7 Faster-RCNN

Las redes de detección de objetos de última generación dependen de los algoritmos de
propuesta de región para hipotetizar las ubicaciones de los objetos. Como he comentado
anteriormente, los avances como SPPnet y Fast R-CNN han reducido considerablemente el
tiempo de ejecución de estas redes de detección, exponiendo el cálculo de la propuesta de
región como un cuello de botella.

Faster R-CNN[20] es un detector de objetos de 2 etapas propuesto por Kaiming Ren,
Kaiming He, Ross Girshick y Jian Sun en 2015. Está compuesto de 2 bloques que comparten
una red convolucional (backbone) como se puede observar en la Figura 3.23. Esta red tiene
como propósito producir características discriminativas las cuales son usadas para estimar
candidatos a objetos así como también para predecir su clase respectiva.

El primer bloque se denomina Region Proposal Network (RPN), modelo el cual se basa
esencialmente en tres capas de convolución y una nueva capa denominada capa de propuesta.
Se encarga de encontrar regiones con una alta probabilidad de contener objetos. La entrada
para el modelo RPN es el mapa de características convolucionales. Esta entrada se introduce
en la primera capa de convolución del RPN y el resultado se propaga a las otras dos capas
de convolución.
El segundo bloque corresponde a Fast R-CNN (el antecesor de Faster R-CNN) el cual se
encarga de predecir la clase de los objetos propuestos.
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Figura 3.23: Arquitectura Faster-RCNN, obtenido de [20]

Faster-RCNN usa una llamada propuesta de región network, que genera regiones candidatas
de interés (ROIs) basadas en la imagen de entrada. Esto se opone a Fast R-CNN, que requiere
que una fuente externa proporcione propuestas de región.
En este proyecto se ha hecho uso de Faster-RCNN con la red troncal ResNet50 para la
detección humana.
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En este apartado expondremos proyectos existentes con un objetivo similar al nuestro. Nos
centraremos en destacar algunos de los estudios más destacados, relacionados con la detección
de enfermedades mediante técnicas de Deep Learning.
El enfoque más común de estos trabajos, se basa en redes neuronales convolucionales (CNN)
aplicado a imágenes con el fin de detectar con mayor precisión, con respecto al ojo humano,
detalles sutiles de los respectivos trastornos.

4.1 Detección temprana de Alzheimer basada en imágenes
cerebrales por resonancia magnética

El proyecto de Shrish Pellakur, Nelly Elsayed, Zag ElSayed y Murat Ozer de la Escuela de
Tecnología de la Información de la Universidad de Cincinnati[22], presenta un modelo capaz
de detectar demencia prematura a partir de imágenes cerebrales de resonancia magnética.
El modelo de detección de estados de demencia propuesto consiste en cinco bloques convolu-
cionales, que contienen una combinación de capas convolucionales 2D, capas de Max-Pooling,
capas de convolución separables y normalización por lotes.
Primero se realiza una convolución espacial en profundidad que actúa sobre cada canal de
entrada por separado, seguido de un convolución puntual que mezcla los canales de salida
resultantes. Utilizaron la base de datos OASIS[40] de referencia del conjunto de datos de imá-
genes de resonancia magnética. La base de datos incluye imágenes de resonancia magnética
de casos moderados, leves, muy leves y sin demencia en adultos.

Figura 4.1: Resonancia magnética para cada clase que acepta el modelo, obtenido de [21]
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Demencia leve y muy leve describe las etapas iniciales de la enfermedad, demencia modera-
da se refiere a una etapa un poco más avanzada, y no demente representaría la etapa anterior
al inicio de la enfermedad.
Además, se aplicó un aumento de datos para mejorar la capacidad del modelo de detectar
etapas de demencia a partir de diferentes imágenes obtenidas por resonancia magnética con
diferentes resoluciones. De este modo, el modelo propuesto puede procesar con éxito diferentes
resonancias magnéticas sin restricciones en la captura de imágenes. Se realizaron rotaciones,
volteo de la imagen y se les aplicó ruido entre otros métodos de Data Augmentation para
balancear el dataset.

Figura 4.2: Arquitectura del modelo propuesto, obtenida de [22]
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4.2 Detección de Cáncer de Mama prematuro mediante
Inteligencia Artificial

Un modelo de Deep Learning capaz de predecir a partir de una mamografía si es probable
que una paciente desarrolle cáncer de mama en el futuro, concretamente en 5 años, es lo
que nos presentan el equipo del Laboratorio de Ciencias de la Computación e Inteligencia
Artificial (CSAIL) del MIT y el Hospital General de Massachusetts (MGH)[23].
Entrenado a partir de mamografías y de resultados conocidos de más de 60.000 pacientes con
cáncer de mama, el modelo aprendió patrones en el tejido mamario precursores de tumores
malignos.

El modelo del equipo fue significativamente mejor para predecir el riesgo que los enfoques
existentes: colocó con precisión al 31% de todos las pacientes con cáncer en su categoría de
mayor riesgo, en comparación con solo el 18% de los modelos tradicionales.

Figura 4.3: Detección de tumor mamario mediante Deep Learning, obtenido de [23]

En lugar de identificar manualmente los patrones en una mamografía que provocan futuros
cánceres, el equipo del MIT/MGH entrenó un modelo de aprendizaje profundo para deducir
los patrones directamente de los datos. Usando información de más de 90.000 mamografías,
el modelo detectó patrones demasiado sutiles para que los detecte el ojo humano.

El proyecto también tiene como objetivo hacer que la evaluación de riesgos sea más precisa
para las minorías raciales, en particular. Muchos de los primeros modelos se desarrollaron en
poblaciones blancas y eran mucho menos precisos para otras razas, sin embargo este modelo
es igualmente preciso para mujeres blancas como para mujeres negras. Esto es especialmente
importante dado que se ha demostrado que las mujeres negras tienen un 42% más de pro-
babilidades de morir de cáncer de mama debido a una amplia gama de factores que pueden
incluir diferencias en la detección y el acceso a la atención médica.
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En un futuro, este sistema podría permitir a los médicos usar mamografías para ver si
los pacientes tienen un mayor riesgo de sufrir otros problemas de salud, como enfermedades
cardiovasculares u otros tipos de cáncer, especialmente a aquellos con modelos de riesgo menos
efectivos, como el cáncer de páncreas.

4.3 DeepGestalt - Identificación de síndromes genéticos mediante
técnicas de Deep Learning

DeepGestalt[24] es un marco de análisis facial que utiliza visión artificial y algoritmos de
Deep Learning para cuantificar similitudes con cientos de síndromes genéticos basados en
imágenes 2D sin restricciones.

DeepGestalt actualmente logra una precisión del 91% entre los 10 primeros en la identifi-
cación de más de 215 síndromes genéticos diferentes y ha superado a expertos clínicos en 3
experimentos separados. Esta forma de inteligencia artificial está lista para apoyar la genética
médica en las prácticas clínicas y de laboratorio y jugará un papel clave en el futuro de la
medicina de precisión.
El modelo consta de diez capas convolucionales y todas excepto la última van seguidas de
normalización por lotes y ReLU. Después de cada par de capas convolucionales, se aplica una
capa de agrupación (Max-Pooling después de los primeros cuatro pares y Average-Pooling
después del quinto par). A esto le sigue una capa totalmente conectada y una capa Softmax.
Las últimas capas identifican características más complejas en la imagen de entrada y tien-
den a emerger rasgos faciales distintivos, mientras que las características relacionadas con la
identidad desaparecen.

Figura 4.4: Arquitectura del modelo, obtenida de [24]
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Se han realizado comparaciones del modelo DeepGestalt con otros proyectos similares,
comparando los resultados obtenidos con estudios previos realizados en un mismo dataset.
Podemos observar la precisión de cada modelo en el cuadro 4.1.

Método Accuracy
Rohatgi et al.[41] 75%

Basel-Vanagaite et al.[42] 87%
DeepGestalt 96.88%

Cuadro 4.1: Resultados del problema binario de detección del síndrome de Cornelia De Lange

Para el preprocesamiento de los datos, se adopta un método de Deep Learning basado en
una cascada DCNN[43], propuesta para la detección de rostros en un entorno descontrolado.
La imagen alineada y sus correspondientes puntos de referencia faciales se procesan a través
de un generador de regiones, que crea múltiples regiones de interés predefinidas del rostro del
paciente. El paso final es escalar cada región facial recortada a un tamaño fijo de 100 × 100
y convertirlo a escala de grises.

Figura 4.5: Funcionamiento del modelo, obtenido de [24]

Los vectores de salida de todas las DCNN regionales se agregan y ordenan para obtener la
lista final clasificada de síndromes genéticos.
El histograma del lado derecho representa los síndromes de salida de DeepGestalt.
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4.4 Detección prematura de Demencia basado en el análisis de la
marcha humana mediante técnicas de Deep Learning

El proyecto presentado por investigadores de la Universidad de Ciencia y Tecnología Elec-
trónica de China[25], presenta un sistema de detección de demencia sin contacto basado en
el análisis de la marcha captada en vídeo.
La Figura 4.6 muestra la estructura del sistema propuesto.

Figura 4.6: Estructura del sistema de detección de demencia, obtenida de [25]

La marcha humana sirve como una característica biométrica importante para reconocer a
las personas en función de sus estilos de caminar individuales.
Este sistema consiste en grabar a sujetos caminando y mediante la extracción del esqueleto
y la posterior clasificación de los datos extraídos, detectar si en la forma de andar existen
indicios de comportamientos compatibles con la demencia.
Para capturar el vídeo y extraer el esqueleto humano, que consta de 25 articulaciones, se
utilizó la cámara Kinect 2.0, dispositivo de entrada con detección de movimiento producido
por Microsoft.

Figura 4.7: Sistema de coordenadas y esqueleto extraído, obtenido de [25]

Para la obtención del conjunto de datos se grabó a diversos sujetos, posicionados inicial-
mente a una distancia de 4 a 5 m de la Kinect 2.0, caminando hacia ella después de recibir
instrucciones. Por cada sujeto se realizaban 2 grabaciones, recopilando 2 modos de caminar
diferentes para cada uno:
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• Marcha de tarea única: la marcha que el sujeto realiza normalmente.

• Marcha de doble tarea: la marcha en la que el sujeto camina como de costumbre mientras
realiza una tarea al mismo tiempo. La tarea a realizar en este caso fue contar hacia atrás
desde 20 restándole 3 cada vez.

El modelo funciona de la siguiente manera, para cada paso detectado, se extraen varios
ciclos de marcha, secuencia de movimientos entre que un pie toca el suelo hasta que ese mismo
pie vuelve a tocar el suelo, y se combinan el ciclo de marcha de una sola tarea y el ciclo de
marcha de doble tarea. Esto compone la entrada para el clasificador, el cual basado en CNN,
detectará el posible comportamiento relacionado con la demencia clasificando los pares de
ciclos de marcha.

Figura 4.8: Flujo de trabajo del clasificador basado en CNN, obtenido de [25]





5 Metodología

Este capítulo abordará los recursos y métodos usados para el desarrollo de nuestro sistema
de reconocimiento de comportamientos compatibles con la demencia. Trataremos los siguien-
tes aspectos: la herramientas utilizadas en el transcurso del trabajo, tanto a nivel de Software
como de Hardware y los algoritmos más relevantes a la hora de implementar nuestra solución.

5.1 Software

Dentro de este subapartado, enumeraremos las librerías usadas para llevar a cabo este pro-
yecto. Cabe destacar que este proyecto ha sido construido sobre el lenguaje de programación
Python(3.9.7), usando la distribución de Anaconda Software Distribution(22.9.0). A conti-
nuación se expondrá la herramienta central sobre la que he basado este trabajo y todas sus
dependencias.

5.1.1 MMAction2

MMAction2 es una caja de herramientas de código abierto para procesamiento de vídeos
basada en PyTorch. Es una parte del proyecto OpenMMLab[44] el cual es el sistema de
algoritmos de visión artificial más influyente en la era del Deep Learning[45].

Figura 5.1: Proyecto OpenMMLab
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Admite cuatro tareas principales de procesamiento de vídeo, implementando varios algorit-
mos para múltiples tareas, incluido el reconocimiento de acciones, la localización de acciones,
la detección de acciones espacio-temporales y la detección de acciones basadas en esqueletos.

MMAction2 facilita modelos ya entrenados para la detección de acciones en vídeos, así
como modelos de detección de objetos o modelos de estimación de poses. Esta herramienta
abarca diversas áreas de investigación académica con métodos de aprendizaje profundo y
depende de varias librerías y recursos los cuales comentaremos a continuación.

5.1.2 PyTorch
PyTorch[46] es una librería destinada a aplicaciones relacionadas al Machine Learning,

el reconocimiento de imágenes y el aprendizaje profundo, desarrollado por el Laboratorio de
Investigación de Inteligencia Artificial de Facebook (FAIR), programado en Python, C++ y
CUDA. Es un software libre y de código abierto de alto nivel para el aprendizaje automático,
y corre para los sistemas operativos Linux, macOS y Microsoft Windows.

PyTorch está enfocada a la realización de cálculos numéricos mediante programación de
tensores, lo que facilita su aplicación al desarrollo de aplicaciones de aprendizaje profun-
do. La sencillez de su interfaz, y su capacidad para ejecutarse en GPUs (lo que acelera el
entrenamiento de los modelos), lo convierten en la opción más asequible para crear redes neu-
ronales artificiales. Para este proyecto, la versión que se ha utilizado ha sido la 1.8.1+cu101,
compatible con CUDA V10.1.

5.1.3 MMCV
MMCV[47] es una biblioteca fundamental para la investigación de visión por computado-

ra. Proporciona diversas funcionalidades, tales como:

• API de E/S universales

• Procesamiento de imagen/vídeo

• Visualización de imágenes y anotaciones

• Guía PyTorch con mecanismo de enganche

• Varias arquitecturas CNN

• Implementación de alta calidad de operaciones comunes de CPU y CUDA

Hay dos versiones de MMCV:

• mmcv-full: completo, con funciones completas y varias operaciones de CPU y CUDA.

• mmcv: lite, sin operaciones de CPU y CUDA.

Para este proyecto se ha utilizado la versión mmcv-full. Esta está implementada para ser
utilizada en varios lenguajes, como Python, Java o C++ y es compatible con los sistemas
operativos más utilizados, Linux, Microsoft Windows y macOS.
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5.1.4 MMEngine

MMEngine es una biblioteca fundamental para entrenar modelos de aprendizaje profundo
basados en PyTorch. Proporciona una base de ingeniería sólida y libera a los desarrolladores
de escribir códigos redundantes en los flujos de trabajo. Sirve como motor de entrenamiento
de todas las bases de código de OpenMMLab[44], que admiten cientos de algoritmos en varias
áreas de investigación.

Admite el entrenamiento de diferentes tareas con una pequeña cantidad de código y es fá-
cilmente compatible con modelos de bibliotecas de algoritmos populares como TIMM, Torch-
Vision y Detectron2. Maneja diferentes tareas de algoritmos con API unificadas además de
proporcionar una abstracción unificada para bibliotecas de algoritmos de nivel superior, ad-
mitiendo varios dispositivos de back-end como Nvidia CUDA, Mac MPS, AMD, MLU y más
para el entrenamiento de modelos.

5.1.5 CUDA

CUDA[48] es una plataforma de computación en paralelo que incluye un compilador y un
conjunto de herramientas de desarrollo creadas por NVIDIA (2022) para el cálculo general
en Unidades de Procesamiento Gráfico (GPU). En las aplicaciones aceleradas por la GPU,
la parte de la aplicación con mayor cómputo se ejecuta en paralelo en miles de núcleos de la
GPU, mientras que la parte secuencial de la carga de trabajo se ejecuta en la CPU, que está
optimizada para el rendimiento de un único hilo.
La versión de CUDA utilizada en este proyecto es 10.1.

5.1.6 MMDetection y MMPose

Tanto MMDetection como MMPose pertenecen al proyecto OpenMMLab[44].

MMDetection es una caja de herramientas de detección de objetos de código abierto basada
en PyTorch. Esta proviene del código base desarrollado por el equipo de MMDet, que ganó
el Desafío de detección de COCO en 2018.
MMDetection es compatible directamente con marcos de detección populares y contemporá-
neos, por ejemplo, Faster RCNN, Mask RCNN, RetinaNet, etc. Todas las operaciones básicas
de bbox y mask se ejecutan en GPU. La velocidad de entrenamiento es más rápida o compa-
rable a otras bases de código, incluidas Detectron2, maskrcnn-benchmark y SimpleDet.

MMPose proporciona modelos destinados a la estimación de poses. Implementa múltiples
modelos de aprendizaje profundo de última generación (SOTA), que incluyen enfoques de
arriba hacia abajo y de abajo hacia arriba. Logra una velocidad de entrenamiento más rápida
y una mayor precisión que otras bases de código populares.
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5.1.7 Numpy

NumPy es una librería de Python especializada en el cálculo numérico y el análisis de
grandes volúmenes de datos, implementando matrices y arreglos multidimensionales.

Es un módulo de extensión para Python, escrito en su mayor parte en C. Esto asegura que
las funciones y funcionalidades matemáticas y numéricas precompiladas de NumPy garantizan
una gran velocidad de ejecución.

Es un paquete de procesamiento de matrices de uso general. Proporciona un objeto de
matriz multidimensional de alto rendimiento, y herramientas para trabajar con estas ma-
trices. Es el paquete fundamental para la computación científica con Python. Además de
sus obvios usos científicos, NumPy también puede ser usado como un eficiente contenedor
multidimensional de datos genéricos.

5.1.8 FFmpeg

FFmpeg es un conversor de vídeo y audio que puede tomar datos de entrada de una fuente
de audio/vídeo en vivo. También puede convertir entre frecuencias de muestreo arbitrarias y
cambiar el tamaño del vídeo sobre la marcha con un filtro polifásico de alta calidad.
Ffmpeg lee de un número arbitrario de archivos de entrada (que pueden ser archivos normales,
conductos, flujos de red, dispositivos de captura, etc.) y escribe en un número arbitrario
de ”archivos” de salida. Está desarrollado en GNU/Linux, pero puede ser compilado en la
mayoría de los sistemas operativos, incluyendo Windows.

5.1.9 MoviePy

MoviePy es un módulo de Python para la edición de vídeo, que se puede usar para
operaciones básicas (como cortes, concatenaciones, inserciones de títulos), composición de
vídeo (también conocida como edición no lineal), procesamiento de vídeo o para crear efectos
avanzados.
MoviePy puede leer y escribir todos los formatos de audio y vídeo más comunes, incluido
GIF, y se ejecuta en Windows/Mac/Linux, con Python 2.7+ y 3 (o solo Python 3.4+ desde
v.1.0).

5.1.10 Toyota SmartHome

Toyota Smarthome[49] es un conjunto de datos de vídeo grabado en un apartamento
equipado con 7 cámaras Kinect v1. Contiene 31 actividades de la vida diaria y 18 clases de
actividades. Los sujetos, personas mayores en el rango de edad de 60 a 80 años, eran cons-
cientes de la grabación pero desconocían el propósito del estudio. Cada sujeto fue grabado
durante 8 horas en un día, desde la mañana hasta la tarde.

El conjunto de datos tiene una resolución de 640×480 y ofrece 3 modalidades: RGB + Pro-
fundidad + esqueleto 3D. Se extrajeron las articulaciones del esqueleto 3D de RGB utilizando
LCR-Net. Como resultado, el conjunto de datos plantea una combinación única de desafíos:
alta variación intraclase, desequilibrio de clase alta y actividades con movimiento similar y
variación de duración alta.



5.1. Software 35

Estas características diferencian a Toyota Smarthome de otros conjuntos de datos para la
clasificación de actividades.

Figura 5.2: Dataset Toyota SmartHome, obtenido de [26]

5.1.11 Kinetics-400 y Kinetics-600

Kinetics es una colección de conjuntos de datos a gran escala y de alta calidad de enlaces
URL de hasta 650.000 videoclips que cubren 400 y 600 clases de acción humana, según la
versión del conjunto de datos. Los videos incluyen interacciones entre humanos y objetos,
como tocar instrumentos, darse la mano o abrazarse.

En este proyecto se han utilizado los datasets Kinetics-400 y kinetics-600 para la experi-
mentación de los modelos propuestos. Con respecto a Kinetics-400[27], presenta 400 clases
diferentes de acción humana y cada clase de acción tiene al menos 400 videoclips.

Con respecto a Kinetics-600[50], presenta 600 clases diferentes como su nombre indica
con 600 videoclips como mínimo por clase. Cada clip tiene anotaciones humanas con una sola
clase de acción y dura alrededor de 10 segundos en ambos casos.



36 Metodología

Figura 5.3: Dataset Kinetics-400 y Kinetics-600, obtenido de [27]

5.1.12 ActivityNet

ActivityNet[51] es un conjunto de datos que contiene 200 tipos diferentes de actividades y
un total de 849 horas de vídeos recopilados de YouTube. Es el punto de referencia más grande
para la detección de actividad temporal hasta la fecha en términos tanto de la cantidad de
categorías de actividad como de la cantidad de vídeos, lo que hace la tarea particularmente
desafiante. Existen 2 versiones, la última versión 1.3 que contiene 19.994 vídeos en total y la
1.2 que contiene 9.000.

Figura 5.4: Dataset ActivityNet, obtenido de [28]
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5.1.13 NTU120

NTU RGB+D 120[29] es un conjunto de datos a gran escala diseñado para el recono-
cimiento de acciones humanas RGB+D, puesto a disposición por el laboratorio ROSE en
la Universidad Tecnológica de Nanyang, Singapur, que se recopila a partir de 106 sujetos
distintos y que contiene más de 114.000 muestras de vídeo y 8 millones de fotogramas.
Este conjunto de datos contiene 120 clases de acción diferentes, incluidas actividades diarias,
mutuas y relacionadas con la salud.

Figura 5.5: Dataset NTU RGB+D 120, obtenido de [29]

5.1.14 Dataset Adaptado Al Problema

Para el estudio y la experimentación del proyecto, he dedicado un periodo de tiempo a
grabar mis propios vídeos, realizando las acciones detectables por mi modelo y llevando al
límite el reconocimiento de estas, probando con grabaciones desde perspectivas diferentes,
realizando la misma tarea distintas personas, metiendo diversas actividades de relleno, ac-
tuando de diferentes maneras a la hora de realizar una acción, etc.

Por otro lado, para la experimentación de los algoritmos de detección de métricas, he reali-
zado grabaciones de acciones con imitaciones de síntomas relacionados con la demencia, como
pueden ser la pérdida de equilibrio, la larga duración en completar acciones cotidianas y la
desorientación que se limita a la parálisis de la persona afectada.
Además, para perfeccionar mi dataset de pruebas personalizado, he contado con la ayuda
de una persona cercana que padece de Alzheimer, gracias a la cual he podido trabajar con
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grabaciones de acciones detectables por mi modelo para un caso concreto, siendo esto un
punto muy positivo para poder echar un vistazo a la puesta en escena de este proyecto con
casos reales.

Figura 5.6: Ejemplo Dataset personalizado

5.2 Hardware
Con respecto a la parte del Hardware, toda la experimentación y comprobación de los

scripts desarrollados se ha llevado a cabo en el Servidor del grupo de investigación
RoVIT del DCCIA.

Componentes Descripción
SO Ubuntu 20.04.3 LTS
GPU 0 NVIDIA GeForce RTX 2080 Ti
GPU 1 NVIDIA GeForce RTX 2080 Ti
GPU 2 NVIDIA GeForce RTX 2080 Ti
CPU Intel(R) Core(TM) i9-7920X CPU @ 2.90GHz
CUDA V10.1.243

Cuadro 5.1: Servidor ServerGPU
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En este apartado se presentará el desarrollo y explicación de cada fase que se ha llevado a
cabo para obtener nuestra aproximación.
Podemos destacar 3 puntos clave en la elaboración de este proyecto:

• Obtención de un modelo para el reconocimiento de acciones en vídeo.

• Obtención de un modelo encargado de la detección humana.

• Obtención de un modelo para la extracción de esqueletos o estimación de pose.

A estos puntos también cabe agregarles otros aspectos importantes como el estudio de la
enfermedad sobre la que basamos este trabajo y el diseño de los algoritmos de detección
de métricas compatibles con la demencia.

En un principio, el problema principal que había que abordar era el estudio y familiariza-
ción de la herramienta MMAction2. Para ello, estuve probando modelos de reconocimiento
de acciones en vídeos haciendo uso de redes de segmento temporal (TSN) basadas en la idea
de modelado de estructura temporal de largo alcance. Estos modelos eran los más comunes
y utilizados, explicados a fondo para poder entender bien lo que se estaba llevando a cabo.
Sin embargo, las documentaciones de todos los modelos existentes basados en TSN exponían
unos resultados no muy precisos, de entre el 40 y el 70% de acciones acertadas en el top1,
además de no haber sido entrenados a partir de datasets relacionados con nuestro tema.
Decidí probar con un modelo propio, entrenado a través del dataset Toyota Smarthome[52].
Haciendo uso de una TSN y habiendo personalizado el conjunto de datos, los resultados de
este no fueron muy positivos finalmente.

Llegado a este punto, opté por probar con modelos basados en el esqueleto humano, con
detección humana y entrenados en datasets más completos, lo cual me serviría también de
mucho en un futuro para poder extraer información de los movimientos de los sujetos para
el posterior estudio de análisis de métricas. Con respecto al reconocimiento de acciones, tras
numerosas pruebas con diversos modelos, finalmente hice uso del modelo PoseC3D entrena-
do con el dataset NTU120, el cual ofrecía resultados positivos.
Para la detección humana, utilicé el modelo Faster-RCNN con la red ResNet50 y para la
estimación de la pose humana he hecho uso de la red HRNet-w32, la cual detecta el esque-
leto corporal de la persona por vídeo.

Para poder hacernos una idea de como funciona la solución propuesta, podemos observar
en el siguiente diagrama de flujo una vista general de nuestra aproximación.

39
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Figura 6.1: Diagrama de flujo del funcionamiento del proyecto
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6.1 Modelo de reconocimiento de acciones en vídeo

Como he comentado anteriormente, en un principio comencé a probar modelos basados en
redes TSN. Centré este primer estudio en los siguientes 3 modelos:

• Modelo TSN-Kinetics-400: Consiste en un modelo TSN preentrenado con red tron-
cal ResNet50 a partir del dataset ImageNet y entrenado para alcanzar mejores resulta-
dos con el dataset de Kinetics-400.

• Modelo TSN-Kinetics-600: Modelo TSN preentrenado con red troncal ResNet50 a
partir del dataset ImageNet y entrenado con Kinetics-600, un dataset más amplio que
el anterior, con 200 clases adicionales.

• Modelo TSN-ActivityNet: Modelo TSN preentrenado con red troncal ResNet50 a
partir del dataset Kinetics-400 y entrenado con ActivityNet.

6.1.1 Modelo TSN-ToyotaSmartHome

Debido a la falta de modelos basados en redes TSN que estuvieran entrenados en datasets
completos y mostraran resultados positivos, creé el modelo que muestro en este apartado, un
modelo personalizado a base de métodos para reorganizar el conjunto de datos seleccionado.

En este caso, el dataset seleccionado fue el de Toyota SmartHome Trimmed[52].

Figura 6.2: Conjunto de datos Toyota Smarthome Trimmed

Para poder trabajar con el modelo tuve que preparar el conjunto de datos y los archivos
necesarios para poder entrenar a la red, el fichero de anotaciones y selección del 80% del
conjunto para el entrenamiento y el 20% para la validación.
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6.1.1.1 Preparación del dataset

Para obtener el dataset tuve que rellenar un formulario de solicitud de datos y este lo
descargué unificado en un directorio.
Primero tuve que separar el conjunto en 2 partes como he comentado anteriormente. Poste-
riormente, tuve que crear los archivos de anotación correspondientes a cada subconjunto y
rellenarlos con la ruta relativa de cada vídeo junto a su ”label” o etiqueta, la cual corresponde
a un identificador de la clase a la que pertenece la acción. Para terminar, tuve que crear el
fichero ”label_map” el cual contiene las 31 acciones detectables por el modelo ordenadas
de arriba a abajo. La posición de estas es importante para su posterior búsqueda con el iden-
tificador de cada muestra.

Una vez realizados estos pasos se llevó a cabo el entrenamiento del modelo. Los bajos
niveles de precisión de la red y el gran desbalanceo del conjunto de datos de entrenamiento
indicaban que había que realizar un proceso de data augmentation para poder entrenar con
un dataset más equilibrado. Por cada vídeo del conjunto de prueba, recorrer los frames y
aplicar a cada frame una técnica de aumento de datos en imágenes. Las que utilicé fueron las
siguientes:

• Rotación

• Agregación de ruido gaussiano

• Aplicación de filtros cálidos

• Aplicación de zoom aleatorio

Una vez realizado este proceso, creamos nuevos vídeos con los conjuntos de imágenes crea-
dos a partir del vídeo base. Con el propósito de obtener un dataset balanceado, eliminé
aquellas clases que presentaban muy pocos vídeos y el conjunto quedó reducido a 20 clases,
con 1.000 vídeos de cada una aproximadamente. El resultado fue el siguiente:

Figura 6.3: Conjunto de datos Toyota Smarthome Trimmed equilibrado

A pesar del trabajo realizado, el modelo no ofreció grandes mejoras.
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6.1.2 Modelo PoseC3D-NTU120
Como he explicado anteriormente, para este proyecto he optado por un modelo que aborda

las limitaciones de los enfoques basados en GCN, PoseConv3D[18]. Formalmente, se repre-
senta una pose 2D como un mapa de calor de tamaño K × H × W, donde K es el número de
puntos clave o articulaciones, en nuestro caso 17, y H y W altura y ancho del marco.
El proceso de extracción de pose o detección de esqueleto afecta en gran medida al reconoci-
miento final de la acción. En este modelo se adoptan estimadores de pose 2D, más precisos
que los estimadores 3D, de arriba hacia abajo para la extracción de poses.

Figura 6.4: Poses 2D estimadas por HRNet, obtenido de [18]

Figura 6.5: Poses 3D recopiladas por Kinect y estimadas por VIBE, obtenido de [18]

Con respecto al formato de las anotaciones para PoseC3D, trabajamos con una lista donde
cada elemento es un diccionario, el cual contiene la anotación esquelética de un vídeo.
Cada diccionario contiene los siguientes campos:

• Keypoint: las coordenadas del punto clave, que es una matriz numérica de la forma
N (personas) x T (longitud temporal) x K (puntos clave, 17 en nuestro caso) x 2
(coordenada x, y).

• Keypoint_score: las puntuaciones de confianza del punto clave, que es una matriz
numérica de la forma N (personas) x T (longitud temporal) x K (puntos clave).

• Frame_dir: El nombre del vídeo correspondiente.

• Label: La categoría de acción.

• Img_shape: Tamaño de la imagen de cada fotograma.

• Original_shape: Tamaño del frame original.

• Total_frames: La duración temporal del vídeo.
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El resultado final del modelo de reconocimiento de acciones basado en esqueletos consiste
en un nuevo vídeo en el cual podemos observar el esqueleto del sujeto, acompañado de un
marco que delimita la pose y la predicción de la acción arriba a la izquierda.

Figura 6.6: Salida del modelo de reconocimiento de acciones

A nivel interno, el modelo también proporciona una gran cantidad de valores necesarios
para el posterior estudio del sujeto, como la información contenida en el campo Keypoint o
el valor de confianza de la predicción realizada por el modelo una vez finalizado el proceso.

6.2 Modelo de detección humana

Como he comentado anteriormente, el modelo que he utilizado para la tarea de la detección
humana ha sido el de Faster_RCNN con red troncal ResNet50 entranada a partir del dataset
COCO. El funcionamiento del modelo es sencillo, es inicializado a partir de los parámetros
pasados como argumento en la ejecución del programa, definiendo la ruta del archivo de
configuración de detección humana, la URL del punto de control de detección humana y el
dispositivo para ejecutar el programa, en nuestro caso CUDA.

Este recibe una lista en la que los elementos se corresponden con los fotogramas del vídeo
que previamente se han obtenido mediante un módulo de extracción de frames.
Cada uno de estos fotogramas serán la entrada del modelo, por lo que se realiza un ciclo
de realización de la inferencia con cada uno hasta que se acaben. Gracias al algoritmo Fas-
ter_RCNN, la detección de la persona en cada fotograma se realiza de una forma precisa y
eficaz, por lo que se reduce mucho el tiempo de ejecución de la red de detección.

Como salida obtenemos una lista de coordenadas del cuadro delimitador, formato “boun-
ding box”, y la puntuación de la detección. Aquellas detecciones humanas que se realicen y
obtengan una puntuación de confianza superior a la variable det_score_thr, la cual decla-
ramos en los argumentos del programa y que por defecto tiene un valor de 0.9, se almacenarán
en una lista.
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Esta lista de resultados de detección humana formará parte de los valores de entrada para el
proceso de estimación de poses o detección de esqueleto humano, haciendo que el programa
sea más preciso y la estimación de mayor calidad.

6.3 Modelo de estimación de poses
El modelo que he utilizado para la estimación de esqueletos es el HRNet_w32 entrenado

mediante el dataset COCO. El funcionamiento es parecido al modelo anterior.
En primer lugar, el modelo es inicializado a partir de los parámetros pasados como argumento
en la ejecución del programa, definiendo la ruta del archivo de configuración de estimación
de pose humana, la URL del punto de control de estimación de pose humana y el dispositivo
de ejecución.

Este modelo recibe la lista de frames extraídos del vídeo. Cada uno de estos fotogramas
junto con el conjunto de coordenadas del cuadro delimitador humano obtenido en el módulo
anterior, serán la entrada del modelo, realizando un ciclo de cálculo de la inferencia con cada
dupla de valores.
Como salida de cada ciclo del modelo obtenemos un array de coordenadas indicando la
posición de cada punto clave estudiado en el proyecto. Este conjunto de valores se irán
calculando por cada frame del vídeo, almacenándose en una lista de vectores de coordenadas
que posteriormente será usado para componer el modelo de reconocimiento de acciones basado
en esqueleto humano.

6.4 Algoritmos de detección de comportamientos compatibles con
la demencia

El objetivo de este trabajo consiste en poder detectar y diferenciar comportamientos de los
sujetos captados en vídeo y una vez captados poder comprobar si ese comportamiento tiene
alguna relación con la enfermedad con la que estamos trabajando, la demencia.

Debido al contexto en el cual debemos extraer las métricas de la enfermedad, algunos
de los síntomas más frecuentes de la demencia como pueden ser la pérdida de memoria, la
agresividad y la confusión no son posibles de detectar a través del análisis de un vídeo.
Sin embargo, existen diversos síntomas muy comunes relacionados con la demencia los cuales
se pueden extraer a partir del estudio del movimiento de una persona.
Los síntomas con los que hemos trabajado en este proyecto son los siguientes:

• Desorientación

• Pérdida del equilibrio

• Toma de tiempo excesivo para realizar tareas cotidianas

Antes de las explicaciones correspondientes a cada algoritmo de detección, cabe destacar
como y con qué vamos a trabajar en este apartado.
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El proceso de detección de desorientación y de la pérdida de equilibrio tienen lugar después
de realizar la detección del esqueleto humano. En este punto, contamos con el diccionario de
puntos clave extraído a partir de los procesos de detección humana y estimación de pose.
A partir de estos valores, podremos trabajar con las coordenadas de cada nodo del esqueleto
del sujeto a través del tiempo, es decir, por cada frame se registrará una matriz de coorde-
nadas. Las coordenadas se extraen del plano del vídeo redimensionado durante los procesos
anteriores, por lo que están limitadas a las dimensiones de este, las cuales son 853x480 píxeles.

Figura 6.7: Dimensiones y esquema de fotograma

El proceso de detección de la demora excesiva en la realización de tareas diarias tiene lugar
después del reconocimiento de la acción, siendo necesario saber la clase a la que pertenece la
acción realizada en el vídeo para poder evaluar el tiempo obtenido.

A continuación expondré los 3 algoritmos de detección de las métricas mostradas, expli-
cando paso a paso la realización de estos.

6.4.1 Detección de desorientación

Uno de los síntomas cognitivos de la enfermedad del Alzheimer es la desorientación. La
necesidad de encontrar referentes para poder ubicarse, puede llevar a la persona afectada
a desarrollar conductas como la deambulación sin propósito o destino aparente, llevando a
esta en ocasiones a quedarse inmóvil sin saber donde ir o que hacer, mostrando un estado de
confusión.

En este proyecto, he realizado un algoritmo basado en la detección de la inmovilidad de
una persona durante la realización de una tarea. Podemos observar el funcionamiento de la
solución en el siguiente diagrama:
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Figura 6.8: Diagrama de flujo del algoritmo de detección de desorientación

En este punto del proyecto trabajamos con la información que nos proporciona el modelo de
estimación de pose, las matrices de coordenadas. Con estos valores podemos analizar la posi-
ción de la cabeza, tronco y piernas del sujeto mediante los 17 nodos registrados, los cuales
hacen referencia a los ojos, nariz, orejas, hombros, codos, muñecas, caderas, rodillas y tobillos.
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El algoritmo se basa en recorrer estas matrices a lo largo del vector espacio-temporal, por
cada frame del vídeo habrá una matriz con los valores de posición correspondientes a ese
momento de la grabación, e ir comparando los valores del frame anterior con el actual para
comprobar si el sujeto mueve alguna parte de su cuerpo o se queda totalmente inmóvil.
Este proceso se lleva a cabo de la siguiente manera:
En primer lugar, compruebo si la matriz a la que accedo es la primera del array, si es así,
únicamente guardo los valores x e y de cada punto clave y los inserto en las listas lRows
y lColumns. Si no es la primera matriz que analizo, significa que ya habrán valores registrados
en las listas lRows y lColumns por lo que me dispongo a comparar los valores x1 e y1 actuales
con los x2 e y2 anteriores.

Si la condición 6.1 se cumple el sujeto habrá realizado un movimiento en ese breve ins-
tante de tiempo, por lo que actualizaré la variable lStopped = False y sumaré 1 al contador
lContMov.

x1− x2 ≥ 5 ∨ y1− y2 ≥ 5 (6.1)

Por el contrario, si la diferencia no es mayor, no se habrá movido prácticamente en ese
instante de tiempo, por lo que no se actualizará nada y lStopped seguirá a True. Después
de esta comparación, actualizo los valores x e y en las listas lRows y lColumns, borrando los
anteriores y añadiendo los actuales, siguiendo este ciclo a lo largo de toda la matriz.
Una vez se hayan analizado todos los puntos clave la matriz, se hará una comprobación de
si el valor de lStopped es True, si es así se le sumará 1 al contador lContTotal. Si no, se
comprobará, con el fin de no detectar como posible síntoma de demencia una inmovilidad
breve seguida de un movimiento, el valor de lContTotal y lContMov. Si la condición 6.2 se
cumple, lo que equivale a que si una persona ha permanecido inmóvil por menos de 5s y se
ha movido durante más de 1s, lContTotal se actualizará a 0.

lContTotal < 160 ∧ lContMov ≥ 30 (6.2)

Una vez hayamos recorrido todo el vector de matrices, se comprobará el valor de lContTotal,
admitiendo como posible síntoma de una persona demente si el valor de este sobrepasa los
210 frames, lo que equivale a estar 7s inmóvil.

lContTotal ≥ 210 (6.3)

6.4.2 Detección de pérdida del equilibrio
La dificultad en la coordinación y las funciones motoras es otro de los numerosos síntomas

registrados en personas que padecen algún tipo de demencia, siendo este síntoma el más
visible del Parkinson.
El cuerpo humano es intrínsecamente inestable, y los mecanismos para mantenerse recto y
prevenir las caídas son complejos. En estos aspectos, los pacientes con demencia muestran
más alteraciones que las personas que no tienen este tipo de trastorno cognitivo, sufriendo en
la mayoría de casos fracturas y por efecto, empeoramiento de la enfermedad degenerativa.
Para este apartado, he diseñado un algoritmo que permite detectar las caídas de los sujetos
captados en vídeo. Podemos observar el funcionamiento en el siguiente diagrama:
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Figura 6.9: Diagrama de flujo del algoritmo de detección de caídas
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Al igual que en el algoritmo anterior, en este punto del proyecto trabajamos con la infor-
mación que nos proporcionan las matrices de coordenadas de puntos clave.
La solución que propongo se basa en recorrer estas matrices a lo largo del vector espacio-
temporal e ir comparando los valores del frame anterior con el actual para comprobar si un
punto en concreto del sujeto, en nuestro caso la nariz, comienza a disminuir su coordenada
’y’, es decir, comienza a descender por el plano del fotograma, para posteriormente estudiar
esta bajada y determinar si ha sido una caída.
Este proceso se lleva a cabo de la siguiente manera:

En primer lugar, comprobamos si la matriz a la que accedo es la primera del array, si es así,
únicamente guardo el valor ’y’ del punto clave 0, el cual corresponde a la nariz y lo inserto
en la lista lColumns. Si no es la primera matriz que analizo, significa que ya habrá un valor
registrado en la lista, por lo que nos disponemos a comparar el valor y1 actual con el valor
y2 anterior.
Si la condición 6.4 se cumple, actualizo la variable lEmpieza a True y sumaré 1 al contador
lContBajada. Asimismo, si es la primera vez que detecto que el punto clave comienza a
descender, actualizaré la variable lAlturaInicioCaida = y2. Si no se cumple la condición 6.4
únicamente se actualiza el valor ’y’ en la lista lColumns.

y1− y2 ≥ 5 (6.4)

A continuación se comprueba si se cumple la condición 6.5. Si esto es cierto y la altura actual
de la nariz es menor o igual que 120, se actualizaran los valores de lContFrames y lContBaja-
da a 0 y lEmpieza se pondrá a False. Esto se realiza para evitar detectar falsas caídas como
por ejemplo, una pequeña bajada seguida de una vuelta a la altura inicial o una permanencia
en la altura actual, lo que no contaría como pérdida de equilibrio o caída.
Por el contrario, si no se cumple lo anterior y lEmpieza es igual a True, se sumará 1 a
lContFrames, variable que contabilizará los frames en los que la persona está des-
cendiendo.

lEmpieza == True ∧ lContFrames− lContBajada ≥ 4 (6.5)

Un descenso se entiende como una caída involuntaria, la clave está en el tiempo en el que
una persona tarda en llegar de la posición x0 a la posición x1.
Está demostrado que una persona tarda aproximadamente menos de 1s en caer al suelo en
una caída por pérdida del equilibrio o conocimiento. Por el contrario si una persona se tumba
o se sienta en el suelo voluntariamente, la velocidad del descenso será menor y por lo tanto
tardará más en completarse la acción.
Como he comentado anteriormente, las dimensiones de los fotogramas redimensionados son
de 853x480 píxeles, lo que supone que a una altura de 300px, contando de arriba hacia
abajo, se puede considerar que la cabeza de una persona está bastante próxima al suelo y por
consiguiente, el resto del cuerpo.
Para comprobar este proceso, la solución que propongo plantea establecer como altura míni-
ma 270px o más, para determinar si la velocidad de bajada ha sido inferior a 1s. Una vez la
coordenada de la nariz del sujeto se encuentre a una altura superior a 270px comenzaremos
con el estudio de la velocidad con ayuda de los frames que han tomado completar la bajada.
Todo esto depende de la altura desde donde comenzó la misma, es por eso que anteriormente
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guardamos el punto de bajada inicial. Si la altura inicial estaba a 137px o más, se comprobará
si el contador lContFrames es menor o igual a 15, si esto es cierto, se considerará como caída
a la bajada. En cambio, si la altura incial fue menor de 137px, considerada una altura normal
en el plano del fotograma los 120px aproximadamente, el contador lContFrames deberá ser
menor o igual a 20 para ser considerado como caída. En caso contario, la acción será tomada
como voluntaria.

Este proceso de comprobaciones se irá realizando a lo largo del array de matrices de coor-
denadas y una vez finalice se comprobará la condición 6.6 para confirmar si se ha detectado
una caída en la grabación.

lCaida == True (6.6)

6.4.3 Detección de duración excesiva en la realización de tareas simples

La demencia a medida que avanza va afectando al funcionamiento cognitivo y a las ha-
bilidades de comportamiento hasta tal punto que interfiere en las actividades y en la vida
diaria. La gravedad varía y va desde la etapa más leve, cuando apenas comienza a afectar al
funcionamiento de la persona, hasta la etapa más grave, cuando la persona debe depender
completamente de los demás para llevar a cabo actividades básicas como comer o desplazarse.

En este apartado, veremos la última de las métricas que se han estudiado extraer en este
proyecto para la detección de comportamientos compatibles con la demencia, la demora de
tiempo excesivo en la realización de tareas diarias simples.

Para llevar a cabo este apartado del proyecto, es necesario contar con muestras de los
rangos de tiempo en los que se realizan las acciones que se van a tomar para el estudio.
En el siguiente cuadro podemos ver las 7 acciones elegidas, de las 120 que es capaz de detectar
el modelo de reconocimiento de acciones, para probar este módulo con sus respectivos rangos
de tiempo de realización sanos:

Acción Rango de tiempo en
segundos

Ponerse la chaqueta [8 - 15]
Quitarse la chaqueta [6 - 10]

Ponerse las gafas [1 - 4]
Quitarse las gafas [1 - 4]
Ponerse un zapato [15 - 22]

Sentarse [2 - 4]
Abrir una botella [2 - 5]

Cuadro 6.1: Acciones y tiempos de realización para el estudio de la demora excesiva
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Dividiremos la explicación del proceso de extracción de tiempos en 3 partes: Detección
del inicio de la acción, detección del final de la acción y comparación del tiempo
obtenido con los rangos preestablecidos. Podemos observar el funcionamiento de la
primera parte del algoritmo en el siguiente diagrama de flujo:

Figura 6.10: Diagrama de flujo del algoritmo de detección del inicio de la acción

El funcionamiento del algoritmo es simple. En primer lugar, es necesario tener la predicción
de la acción realizada por el modelo de reconocimiento, la denominada label o etiqueta.
Una vez tenemos la label pasamos a obtener un vídeo nuevo de 1s de duración a partir del
vídeo original que se le pasa como parámetro al programa. La duración del vídeo irá aumen-
tando 1s a medida que se vaya comprobando el porcentaje de acierto de la etiqueta de la
acción en cuestión.
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Mientras que el valor de confianza de la label esté por debajo de 0.017, se tomará como que
la acción no ha empezado y se sumará 1s a la duración del vídeo, realizando el mismo proceso
con 2s, 3s, 4s, etc hasta que el valor de acierto sea mayor o igual a 0.017.
En el momento en que esto ocurra, tendremos el segundo en el que el modelo detecta que ha
comenzado la acción.

A continuación expondré el siguiente punto del algoritmo, la detección del final de la ac-
ción. Podemos observar un esquema del proceso en el siguiente diagrama:

Figura 6.11: Diagrama de flujo del algoritmo de detección del final de la acción



54 Desarrollo

El funcionamiento es muy parecido al algoritmo anterior. Una vez tenemos la etiqueta
del reconocimiento de la acción, pasamos a obtener un vídeo nuevo cuya duración podemos
observar en 6.7, lo que equivale a la mitad de lo que dure el vídeo pasado por parámetro más
1s en la primera iteración. La duración del vídeo irá aumentando 1s a medida que se vaya
comprobando el porcentaje de acierto de la acción en cuestión.

video.duration/2 + x (6.7)

El algoritmo se queda con el primer valor de confianza de la acción del vídeo analizado en
el segundo video.duration/2 + 1, donde la acción estará realizándose y por tanto, el valor
estará elevado. Mientras la diferencia de valor de las iteraciones siguientes con la primera sea
menor de 0.08, el algoritmo seguirá creando nuevos vídeos de cada vez más duración hasta
llegar al punto en el que se cumpla la condición 6.8. Este descenso de valor indicará que el
sujeto ha finalizado la acción.

lF irstV alAccuracy − result[1] ≥ 0.08 (6.8)

En el caso en el que no se de la condición anterior y la duración del vídeo nuevo sea igual a
video.duration, el algoritmo finalizará y devolverá el valor de x, el cual indicará el segundo
en el que ha terminado la acción, en este caso la duración total del vídeo.

Por último, con el tiempo devuelto por el algoritmo y el tiempo de inicio calculado an-
teriormente, realizando el cálculo 6.9 obtendremos la duración total de la acción durante el
vídeo.

duracionTotal = video.duration− tiempoInicio− tiempoFinal (6.9)

Para finalizar con el algoritmo de detección de demora excesiva en la realización de tareas,
comparamos el tiempo obtenido mediante los cálculos anteriores con el tiempo preestablecido
de la respectiva acción. Si el tiempo obtenido es inferior o pertenece al rango de tiempo visto
en la tabla anterior, la acción se habrá realizado en un tiempo normal y por tanto no será
un indicio de comportamiento demente. Por el contrario si el tiempo es superior al rango, se
entenderá como un comportamiento compatible con la enfermedad.
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A lo largo de este capítulo vamos a presentar y analizar todos los experimentos que se han
llevado a cabo, así como los resultados obtenidos, para poder desarrollar este proyecto.
Para validar los modelos utilizados y los algoritmos desarrollados se han hecho uso de diver-
sas métricas de validación así como múltiples experimentos con datos propios aplicables al
problema existente.

7.1 Accuracy

La accuracy es una métrica que generalmente describe el rendimiento del modelo en todas
las clases. Es útil cuando todas las clases tienen la misma importancia. Se calcula como la
relación entre el número de predicciones correctas y el número total de predicciones.

Accuracy =
Truepositive + Truenegative

Truepositive + Truenegative + Falsepositive + Falsenegative
(7.1)

7.1.1 Top_k_accuracy_score

Los modelos de reconocimiento de acciones que he utilizado hacen uso de la métrica
top_k_accuracy_score, en concreto, durante el entrenamiento de la red neuronal, esta es
evaluada según su rendimiento medido a partir del valor del accuracy en el top_1 y top_5.
Esta métrica calcula la cantidad de veces que la etiqueta correcta se encuentra entre las prin-
cipales k-etiquetas predichas, en nuestro caso entre la primera y la quinta respectivamente.

Lo que buscamos para nuestro proyecto es que el valor del accuracy en el top_1 sea lo
mayor posible ya que posteriormente para el análisis del vídeo y la extracción de métricas, la
predicción que tenga un mayor valor de confianza, es decir, la que se encuentre en el top_1
será la acción con la que trabajemos.

Tener un buen nivel de top_5 también es muy importante ya que en ocasiones habrán
acciones muy parecidas como ponerse y quitarse un zapato, por lo que si ambas predicciones
se encuentran en ese top, indicará que la red trabaja adecuadamente.
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7.2 Experimentos iniciales con diferentes modelos TSN de
reconocimiento de acciones

Inicialmente, para tantear e ir entendiendo como funcionaban los modelos que ofrecía
MMAction2, estuve probando diferentes modelos de redes de segmento temporal (TSN) en-
trenadas mediante diferentes datasets orientados a este estudio para comprobar cual de todos
me ofrecía unos mejores resultados.
Los modelos que probé son los siguientes:
Modelo kinetics-400, pre-entrenado a partir de ImageNet, con red troncal ResNet50.
Modelo kinetics-600, pre-entrenado a partir de ImageNet, con red troncal ResNet50.
Modelo ActivityNet v1.3, pre-entrenado a partir de kinetics-400 y con red troncal Res-
Net50.

La precisión de los modelos podemos observarla en la siguiente tabla:

Top-1 Accuracy Top-5 Accuracy
kinetics-400 71.80 90.17
kinetics-600 74.80 92.30
ActivityNet 73.93 93.44

Cuadro 7.1: Precisión de los modelos TSN kinetics-400, kinetics-600 y ActivityNet

El experimento que he llevado a cabo consiste en probar estos 3 modelos TSN y compro-
bar cual realiza un mejor reconocimiento de acciones en vídeos propios. Para ello me grabé
realizando 6 acciones pertenecientes a los respectivos modelos: Limpiar ventanas, lavar los
platos, escribir, tocar el piano, lavarse las manos y cepillarse el pelo.

Figura 7.1: Conjunto 1 de vídeos propios para el experimento
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Figura 7.2: Conjunto 2 de vídeos propios para el experimento

7.2.1 Kinetics-400

Limpiar ventanas
Predicción Valor de confianza

Cleaning windows 8.966173
Pull ups 6.3780255

Swinging legs 6.2791164
Stretching leg 5.833295

Taking a shower 5.707305

Cuadro 7.2: Predicción de limpiar ventanas Kinetics-400

Tocar el piano
Predicción Valor de confianza

Playing piano 12.000246
Cleaning windows 9.33606
Wrapping present 8.62507

Setting table 7.2217436
Playing accordion 7.075056

Cuadro 7.3: Predicción de tocar el piano modelo Kinetics-400
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Lavar los platos
Predicción Valor de confianza

Washing dishes 11.242888
Washing hands 10.211749
Washing hair 8.941271

Cleaning shoes 8.915476
Cooking egg 7.3506446

Cuadro 7.4: Predicción de lavar los platos modelo Kinetics-400

Escribir
Predicción Valor de confianza

Brushing teeth 7.5624914
Trimming or shaving beard 7.496414

Writing 7.476592
Sharpening pencil 7.006713

Sniffing 6.485169

Cuadro 7.5: Predicción de escribir modelo Kinetics-400

Lavarse las manos
Predicción Valor de confianza

Washing hands 10.552655
Cleaning toilet 8.144381
Shaving legs 7.373616

Brushing teeth 7.2160463
Cleaning shoes 6.782668

Cuadro 7.6: Predicción de lavarse las manos modelo Kinetics-400
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Cepillarse el pelo
Predicción Valor de confianza

Stretching arm 6.2165236
Spray painting 6.199048
Cleaning shoes 5.8065176

Massaging person’s head 5.7376494
Washing hair 5.629734

Cuadro 7.7: Predicción de cepillarse el pelo Kinetics-400

7.2.2 Kinetics-600

Limpiar ventanas
Predicción Valor de confianza

Opening door 8.854915
Cleaning windows 8.254015
Moving furniture 8.060225

Opening refrigerator 7.918029
Card throwing 7.8045206

Cuadro 7.8: Predicción de limpiar ventanas Kinetics-600

Tocar el piano
Predicción Valor de confianza

Playing piano 13.003068
Moving furniture 9.881276

Playing organ 9.227822
Opening refrigerator 8.348642

Unboxing 7.785997

Cuadro 7.9: Predicción de tocar el piano Kinetics-600
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Lavar los platos
Predicción Valor de confianza

Washing dishes 12.355472
Washing hands 10.520523
Cleaning shoes 8.329997

Hand washing clothes 8.281663
Washing hair 8.08618

Cuadro 7.10: Predicción de lavar los platos Kinetics-600

Escribir
Predicción Valor de confianza

Writing 8.281461
Brushing teeth 6.943375

Drawing 6.7442813
Brush painting 5.853711

Sharpening pencil 5.799062

Cuadro 7.11: Predicción de escribir Kinetics-600

Lavarse las manos
Predicción Valor de confianza

Washing hands 11.112771
Building cabinet 10.481051

Washing hair 10.191666
Cleaning toilet 9.901033
Setting table 9.575526

Cuadro 7.12: Predicción de lavarse las manos Kinetics-600
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Cepillarse el pelo
Predicción Valor de confianza

Combing hair 9.934105
Shaving head 9.929134
Fixing hair 9.635145

Robot dancing 9.390864
Brushing hair 9.369829

Cuadro 7.13: Predicción de cepillarse el pelo Kinetics-600

7.2.3 ActivityNet v1.3

Limpiar ventanas
Predicción Valor de confianza

Cleaning windows 7.722914
Hanging wallpaper 7.099205

Plastering 6.850592
Fixing the roof 4.874919
Painting fence 4.219047

Cuadro 7.14: Predicción de limpiar ventanas ActivityNet v1.3

Tocar el piano
Predicción Valor de confianza

Playing accordion 6.84484
Painting 6.7361383

Hanging wallpaper 6.3254476
Cleaning windows 6.11532

Playing piano 5.3591633

Cuadro 7.15: Predicción de tocar el piano ActivityNet v1.3
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Lavar los platos
Predicción Valor de confianza

Cleaning sink 9.439042
Washing hands 9.124361
Washing dishes 9.026592

Hand washing clothes 6.429538
Shaving legs 5.583621

Cuadro 7.16: Predicción de lavar los platos ActivityNet v1.3

Escribir
Predicción Valor de confianza

Shaving 6.198087
Washing face 5.909922

Getting a haircut 5.554067
Brushing teeth 5.2616234

Putting in contact lenses 4.771028

Cuadro 7.17: Predicción de escribir ActivityNet v1.3

Lavarse las manos
Predicción Valor de confianza

Cleaning sink 7.165122
Washing hands 6.999084

Hanging wallpaper 6.3377047
Plastering 6.255881
Laying tile 5.9460363

Cuadro 7.18: Predicción de lavarse las manos ActivityNet v1.3
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Cepillarse el pelo
Predicción Valor de confianza

Tai chi 4.3586807
Hanging wallpaper 4.0927005

Plastering 3.9528406
Mooping floor 3.6893654

Capoeira 3.6751206

Cuadro 7.19: Predicción de cepillarse el pelo ActivityNet v1.3

Podemos observar como el modelo que más parece ajustarse a nuestras preferencias y
capta mejor las acciones de los vídeos personalizados es el modelo TSN entrenado con el
dataset Kinetics-600. Además, este proporciona una gran variedad de acciones, 600 para
ser exactos y en las diferentes pruebas realizadas siempre la acción está presente en el top-5
y en la mayoría de casos en el top-1.

7.3 Experimentos modelo TSN-ToyotaSmartHome
Este experimento se basa en la obtención de un modelo propio, entrenado a partir de un

dataset personalizado. El modelo es entrenado a partir del dataset Toyota SmartHome Trim-
med, orientado a acciones cotidianas del hogar.

El primer entrenamiento realizado dio los siguientes resultados:

Top-1 Accuracy Top-5 Accuracy
Train 0.5286 0.8435

Validation 0.5435 0.8559

Cuadro 7.20: Precisión de modelo TSN-ToyotaSmartHome desequilibrado

Independientemente del resultado, el cual no es muy prometedor, realicé diversas pruebas
con el modelo y a pesar del bajo número de clases, muy pocas veces la acción correcta perte-
necía al top5 de la predicción del modelo.
Era bastante impreciso y una posible causa de ello era el gran desequilibrio que presentaba
el dataset, teniendo más de 2.000 vídeos de algunas clases y menos de 50 de otras, por tanto,
se realizó un proceso de data augmentation para solventar el problema.

Una vez equilibrado el dataset, eliminando varias clases las cuales no presentaban suficien-
tes vídeos para poder realizar un proceso de aumento de datos correcto, el modelo quedó con
20 clases de acciones reconocibles.
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Además, para esta prueba establecí como modelo pre-entrenado el modelo anterior, para
optimizar el entrenamiento. El resultado fue el siguiente:

Top-1 Accuracy Top-5 Accuracy
Train 0.5495 0.9055

Validation 0.5709 0.9028

Cuadro 7.21: Precisión de modelo TSN-ToyotaSmartHome equilibrado

Al observar que los resultados no habían mejorado prácticamente nada, opté por realizar
un último experimento cambiando el número de épocas de entrenamiento, reduciéndolo de
10 épocas a 8 y posteriormente a 5.

Estos son los resultados respectivos a cada entrenamiento y validación:

Top-1 Accuracy Top-5 Accuracy
Train 0.5385 0.8812

Validation 0.5219 0.8786

Cuadro 7.22: Precisión de modelo TSN-ToyotaSmartHome equilibrado 8 épocas

Top-1 Accuracy Top-5 Accuracy
Train 0.5415 0.8872

Validation 0.5203 0.8794

Cuadro 7.23: Precisión de modelo TSN-ToyotaSmartHome equilibrado 5 épocas

Como podemos observar, prácticamente sin cambio alguno. Llegado a este punto y con la
duda de necesitar obtener información del esqueleto del sujeto para poder extraer métricas de
los movimientos de las personas, decidí experimentar con modelos de detección de esqueletos,
estimación de poses y reconocimiento de acciones basado en esqueletos.
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7.4 Experimentos modelo PoseC3D-NTU120

En este apartado, los experimentos constan de comprobar mediante grabaciones de muestra
obtenidas del dataset NTU120, si el modelo de reconocimiento de acciones funciona correcta-
mente. Además, también se han llevado a cabo múltiples pruebas con vídeos propios grabados
desde diferentes perspectivas y ángulos para comprobar la precisión del modelo a la hora de
reconocer acciones cotidianas.

A continuación, podemos ver los resultados de los experimentos realizados mostrando la
salida esperada, la salida obtenida y el top-5 de resultados devuelto por el programa.

7.4.1 Grabaciones dataset NTU120

Figura 7.3: Escribir NTU120

Figura 7.4: Agitar la mano NTU120
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Figura 7.5: Tirar a canasta NTU120

Figura 7.6: Saludar NTU120

Podemos observar en las pruebas realizadas que el modelo reconoce a la perfección acciones
de movimiento corporal individuales, mostrando dificultad únicamente para detectar acciones
al aparecer 2 individuos en la misma grabación.
Al tratarse de acciones cooperativas y deportivas en general, no afecta mucho al estudio que
estamos realizando, ya que se trata de detectar comportamientos compatibles con enferme-
dades a largo plazo en acciones individuales y cotidianas de las personas.
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7.4.2 Grabaciones propias 1920x1080

Este apartado consta de experimentos con grabaciones propias de dimensiones de 1920x1080
píxeles. Los vídeos han sido tomados desde diferentes perspectivas y las acciones han sido
realizadas variando el estar de pie, sentado o de costado.

Figura 7.7: Abrir botella 1920x1080

Figura 7.8: Escribir 1920x1080
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Figura 7.9: Cepillarse el pelo 1920x1080

Figura 7.10: Limpiarse la cara 1920x1080

Figura 7.11: Ponerse la chaqueta 1920x1080
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Figura 7.12: Ponerse un zapato 1920x1080

Figura 7.13: Ponerse las gafas 1920x1080

Figura 7.14: Quitarse la chaqueta 1920x1080
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Figura 7.15: Meter algo en una bolsa 1920x1080

Figura 7.16: Beber agua 1920x1080

Figura 7.17: Sacar algo de una bolsa 1920x1080
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Figura 7.18: Quitarse las gafas 1920x1080

Figura 7.19: Sentarse 1920x1080

Podemos observar como el modelo reconoce a la perfección las acciones en todos los ex-
perimentos mostrados. Además de destacar en el top-1 a la acción correcta por bastante
diferencia en el valor de confianza del resto de acciones, podemos ver como en la mayoría de
casos las 5 acciones del top-5 devuelto están bastante relacionadas entre sí.

El modelo de detección humana muestra durante todas las grabaciones la caja humana
detectora del sujeto y el modelo de estimación de pose devuelve todo el conjunto de nodos
correspondientes al esqueleto. Por ende, el modelo de reconocimiento de acciones es bastante
preciso a la hora de acertar la acción en cuestión.
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7.4.2.1 Grabaciones de medio cuerpo

Este apartado consta de experimentos con grabaciones propias en las que el sujeto no
muestra el cuerpo entero. Esto se ha hecho para comprobar como funciona el modelo sin
contar con la información de algunos nodos del esqueleto.

Figura 7.20: Saludar medio cuerpo

Figura 7.21: Cruzar brazos medio cuerpo
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Figura 7.22: Ponerse la chaqueta medio cuerpo

Figura 7.23: Meter algo en una bolsa medio cuerpo

Como podemos observar, el modelo muestra dificultades para reconocer las acciones en
grabaciones de medio cuerpo donde se pierde la mitad de la información, ya que la parte
baja del esqueleto no aparece en el vídeo.
Con las pruebas realizadas al modelo de reconocimiento, podemos concluir esta fase con la
certeza de que los mejores resultados se obtienen aportando grabaciones de 1920x1080 en las
que aparezca todo el cuerpo en todo momento y la cámara o móvil que grabe esté en una
superficie plana sin movimiento.
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7.5 Experimentos algoritmo de detección de desorientación

Estos experimentos tienen como objetivo demostrar la eficacia del algoritmo que presento
para detectar la inmovilidad humana relacionada con la desorientación aplicable a personas
con demencia.
En primer lugar, he probado el algoritmo con acciones las cuales no precisan de mucho
movimiento físico para realizarse, para evitar que el algoritmo detecte en estos casos una
posible inmovilidad involuntaria. Para terminar, he ido probando con grabaciones en las
cuales el sujeto se queda inmóvil durante diversos periodos de tiempo para comprobar a
partir de que momento se podría considerar un posible síntoma detectable.

7.5.1 Acciones que requieren poca movilidad

Acción Resultado algoritmo
Escribir No detecta síntoma

Leer No detecta síntoma
Beber Agua No detecta síntoma

Cuadro 7.24: Detección de inmovilidad en acciones que no requieren mucho movimiento

En los casos expuestos el algoritmo siempre devuelve la negación del síntoma.
En primer lugar, cuando un sujeto escribe, el brazo precisa de realizar un pequeño movimien-
to de manera constante, visible en las coordenadas de la muñeca, cuyo rango de movilidad
durante la tarea se encuentra por encima del rango establecido para detectar la inmovilidad
en una persona.
En el caso de la lectura, cuando una persona se encuentra leyendo, es posible que se realice
un pequeño movimiento en el cuello de esta, pero también es posible que este no se realice y
se lea únicamente mediante el movimiento de los ojos, el cual no influye en el estudio actual.
Es por eso, que mientras se detecte que una persona está leyendo, el algoritmo de detección
de desorientación no estará activado para no dar falsos resultados.
Por último, cuando una persona bebe agua, ya sea de un vaso o de una botella, se queda
prácticamente inmóvil mientras realiza la tarea. Si esta duración es excesiva y la persona se
queda completamente inmóvil se detectará un posible síntoma. La medida establecida para
detectar si una persona está paralizada por la desorientación es de 7 segundos, tiempo el
cual es suficiente para en este caso beber un vaso de agua o para realizar algún movimiento
relativamente detectable.
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7.5.2 Acciones con interrupciones voluntarias

A continuación los resultados de las pruebas realizadas con diferentes rangos de tiempo en
los que el sujeto está paralizado.

Tiempo detenido Resultado
t < 7s No detecta síntoma

t >= 7s Detecta síntoma

Cuadro 7.25: Detección de inmovilidad con diferentes rangos de tiempo inmóvil

Como he comentado anteriormente, el algoritmo detecta un posible síntoma de desorien-
tación pasados los 7 segundos de inmovilidad.

Ponerse la chaqueta
Detenido-movimiento-detenido Resultado

2s-4s-4s No detecta síntoma
2s-5s-6s No detecta síntoma
3s-3s-4s No detecta síntoma
3s-1s-4s No detecta síntoma
3s-5s-6s No detecta síntoma
3s-5s-6s No detecta síntoma
3s-5s-7s Detecta síntoma
4s-4s-6s No detecta síntoma
4s-5s-5s No detecta síntoma
6s-5s-7s Detecta síntoma
7s-2s-2s Detecta síntoma

Cuadro 7.26: Experimentos con intervalos de tiempo inmóvil y móvil

Podemos observar que cuando el sujeto se queda detenido durante un periodo de tiempo
menor a 6 segundos y posteriormente se mueve claramente durante más de 1 segundo el
contador de frames se reinicia, volviendo a contar los segundos que se queda detenido una
vez se detecta la inmovilidad.
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7.6 Experimentos algoritmo de detección de pérdida del equilibrio

Estos experimentos tienen como objetivo demostrar la eficacia del algoritmo que presento
para detectar la pérdida de equilibrio que ocasiona las caídas en las personas mayores con
demencia.

Acción Tiempo
Caerse t < 1s

Sentarse t >= 2s
Tumbarse t >= 3s

Cuadro 7.27: Tiempos establecidos para la experimentación

En primer lugar, he comprobado mediante grabaciones propias la detección de una caída
involuntaria vista desde diferentes puntos de vista.
En segundo lugar, he comprobado si el algoritmo es capaz de diferenciar entre una caída
involuntaria y una bajada voluntaria. Por bajada voluntaria nos referimos a una persona
sentándose en el suelo o tumbándose cerca de este.

7.6.1 Detección de caídas

Figura 7.24: Experimento detección de caída
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Figura 7.25: Experimento detección de caída con vista más elevada

7.6.2 Distinción de bajadas

Figura 7.26: Experimento de distinción al tumbarse
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Figura 7.27: Experimento de distinción al sentarse

Como podemos observar, el algoritmo detecta las caídas involuntarias a la perfección en
todos los experimentos realizados, distinguiendo tanto si una persona se sienta en el suelo
como si se tumba en este, gracias a la diferencia de tiempo en completarse.

7.7 Experimentos algoritmo de detección de demora excesiva en la
realización de tareas cotidianas

En este apartado vamos a probar la efectividad del algoritmo de detección de una demora
excesiva por parte del sujeto a la hora de realizar actividades diarias.

En primer lugar, hemos realizado experimentos para comprobar si el algoritmo devuelve
el tiempo correcto de duración de una acción. Para ello, he realizado grabaciones realizando
las acciones reconocibles por el algoritmo y he comprobado el tiempo real de duración con
el tiempo obtenido por el programa además de realizar varias pruebas probando diferentes
valores para la detección del cambio determinante en el umbral de valor.
En segundo lugar, para los experimentos de detección de métricas con respecto a la larga
duración de las acciones, he contado con la participación de una mujer de 78 años la cual
padece Alzheimer. Hemos realizado algunas grabaciones realizando algunas de las acciones
detectables para comprobar la efectividad del algoritmo.
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7.7.1 Cálculo de la duración de la acción

7.7.1.1 Detección de inicio y final de la acción

En este apartado hemos probado a detectar el inicio y el final de la acción variando los
rangos de aceptación. Podemos observar en las siguientes tablas los valores establecidos para
detectar un cambio en el valor de confianza y los tiempos de detección de cada conjunto.

Conjunto Condición inicio Condición final
1 Valor de confianza > 0.01 Valor máximo - valor actual <= 0.05
2 Valor de confianza > 0.017 Valor máximo - valor actual <= 0.08
3 Valor de confianza > 0.025 Valor máximo - valor actual <= 0.1

Cuadro 7.28: Condiciones de detección de la duración de las acciones

Acción Inicio
real

Inicio
obtenido

Error
relativo

Final
real

Final
obtenido

Error
relativo

Poner chaqueta 4,67s 6,0s 28,47% 15,3s 12,63s 17,45%
Quitar chaqueta 3,25s 4,0s 23,07% 7,72s 9,51s 23,18%

Poner gafas 1,16s 2,0s 72,41% 3,24s 5,03s 55,24%
Quitar gafas 1,44s 2,0s 38,88% 3,55s 5,08s 43,09%

Ponerse un zapato 1,15s 1,0s 13,04% 16,64s 17,38s 4,44%
Sentarse 1,3s 1,0s 23,07% 3,13s 5,04s 61,02%

Abrir una botella 0,71s 1,0s 40,84% 3,96s 5,42s 36,86%

Cuadro 7.29: Detección de inicio y final de acción con los valores del conjunto 1 de pruebas

Acción Inicio
real

Inicio
obtenido

Error
relativo

Final
real

Final
obtenido

Error
relativo

Poner chaqueta 4,67 6,0 28,47% 15,3 14,63 4,38%
Quitar chaqueta 3,25 4,0 23,07% 7,72 9,51 23,18%

Poner gafas 1,16 2,0 72,41% 3,24 5,03 55,24%
Quitar gafas 1,44 2,0 38,88% 3,55 5,08 43,09%

Ponerse un zapato 1,15 1,0 13,04% 16,64 17,38 4,44%
Sentarse 1,3 1,0 23,07% 3,13 5,04 61,02%

Abrir una botella 0,71 1,0 40,84% 3,96 5,42 36,86%

Cuadro 7.30: Detección de inicio y final de acción con los valores del conjunto 2 de pruebas
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Acción Inicio
real

Inicio
obtenido

Error
relativo

Final
real

Final
obtenido

Error
relativo

Poner chaqueta 4,67 7,0 49,89% 15,3 14,63 4,38%
Quitar chaqueta 3,25 5,0 53,84% 7,72 9,51 23,18%

Poner gafas 1,16 2,0 72,41% 3,24 5,03 55,24%
Quitar gafas 1,44 2,0 38,88% 3,55 5,08 43,09%

Ponerse un zapato 1,15 1,0 13,04% 16,64 17,38 4,44%
Sentarse 1,3 1,0 23,07% 3,13 5,04 61,02%

Abrir una botella 0,71 1,0 40,84% 3,96 5,42 36,86%

Cuadro 7.31: Detección de inicio y final de acción con los valores del conjunto 3 de pruebas

En los 3 conjuntos de rangos probados existe una pequeña diferencia en la detección del
inicio y el final de las acciones, sin embargo el que más se asemeja a la realidad es el conjunto
2 y por tanto es con el que realizaremos el resto de experimentos.

7.7.1.2 Tiempos obtenidos

Acción Duración del
vídeo

Tiempo real
acción

Tiempo
obtenido

acción

Error
relativo

Poner chaqueta 17,82 9,63 10,91 13,29%
Quitar chaqueta 9,51 5,87 5,51 6,13%

Poner gafas 5,01 2,08 3,03 45,67%
Quitar gafas 5,16 2,11 3,179 50,66%

Ponerse un zapato 30,76 15,49 16,38 5,74%
Sentarse 5,04 1,83 4,04 120,76%

Abrir una botella 5,42 3,25 4,42 36,00%

Cuadro 7.32: Comparación de duración de los vídeos, tiempos reales de la acción y tiempos obtenidos

Como podemos observar, el tiempo calculado de la realización de la acción se asemeja bas-
tante al real, existiendo en todos los casos una pequeña diferencia la cual tiende a aumentar
a medida que la duración del vídeo se acorta.
Con esto podemos sospechar de que la condición para detectar el final de la acción no es
del todo precisa en ciertas situaciones, ya que no se dispone de tiempo suficiente para dar
un salto considerable en el descenso del valor y pasar el umbral de acierto. En las acciones
de mayor duración como ponerse la chaqueta, quitarse la chaqueta y ponerse un zapato, el
tiempo obtenido es bastante fiel al real, presentando un error relativo menor al 15%.
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Podemos observar en las siguientes gráficas la variación del valor de confianza de la acción
reconocida por el modelo a lo largo de la duración del vídeo.

Figura 7.28: Variación del valor de confianza detectado al ponerse la chaqueta

Figura 7.29: Variación del valor de confianza detectado al quitarse la chaqueta

Figura 7.30: Variación del valor de confianza detectado al ponerse gafas
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Figura 7.31: Variación del valor de confianza detectado al quitarse las gafas

Figura 7.32: Variación del valor de confianza detectado al ponerse los zapatos

Figura 7.33: Variación del valor de confianza detectado al sentarse
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Figura 7.34: Variación del valor de confianza detectado al abrir una botella

A partir de estos datos podemos observar como en todas las pruebas realizadas, el punto
máximo relativo de la función se encuentra en la mayoría de los casos a la mitad de la du-
ración del vídeo, exceptuando los casos en los que la acción finaliza justo cuando termina el
vídeo. Es por eso que en la condición de detección del final de la acción recurrimos al valor de
confianza que ofrece el modelo en el segundo indicado en 6.7, dando por finalizada la acción
cuando ese valor ha disminuido 0.08 aproximadamente.

Cabe destacar un punto importante sobre la acción de ponerse un zapato. Esta ha sido
probada con vídeos en los que el sujeto se ponía los 2 zapatos y como podemos observar en la
gráfica, justo a la mitad del vídeo se produce un descenso considerable en el valor de confianza
de la acción, ya que el sujeto ha finalizado la acción de ponerse un zapato para comenzar
a ponerse el otro, aumentando posteriormente de nuevo este valor como consecuencia. La
acción como tal se detectará por finalizada cuando la persona se ponga un zapato, momento
en el cual el valor de confianza de la acción desciende a 0.7 aproximadamente.

7.7.2 Detección de síntomas en situaciones reales

Para finalizar, hemos realizado una serie de pruebas reales con una persona que padece
Alzheimer. De este modo podemos observar si el algoritmo detecta síntomas compatibles en
las acciones captadas, aportando más relevancia al estudio realizado.
Las acciones detectables por el modelo que ha realizado la persona en cuestión son las si-
guientes:

Acción Tiempo máximo
Ponerse la chaqueta 15s
Ponerse un zapato 22s
Ponerse las gafas 4s

Cuadro 7.33: Acciones y tiempos sanos de realización para el experimento con una persona que
padece Alzheimer
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Figura 7.35: Resultados detección de demora excesiva en una persona enferma al ponerse la chaqueta

Figura 7.36: Resultados detección de demora excesiva en una persona enferma al ponerse un zapato
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Figura 7.37: Resultados detección de demora excesiva en una persona enferma al ponerse las gafas

Podemos observar como el algoritmo de detección de demora en la realización de acciones
cotidianas responde con datos bastante fieles a la realidad basándose en el estudio realizado.
En los 2 primeros casos, la persona realiza acciones fuera del rango establecido, saltando por
tanto el aviso de síntoma detectado. Los tiempos calculados son bastante precisos en todos
los casos, mostrando una visión muy cercana a la realidad de lo que está sucediendo.





8 Conclusiones

A lo largo del desarrollo de este proyecto he podido aprender y manejar diferentes tecnolo-
gías novedosas para el estudio de los comportamientos de las personas a través de grabaciones,
ya sea para poder reconocer la acción que desempeñan como para poder estimar su posición
y coordinación corporal a través de diferentes modelos.
A modo de conclusión, me gustaría hacer una visión global del proyecto que he realizado así
como de las posibles mejoras y los aprendizajes alcanzados.

8.1 Conclusiones
Como resultado de este trabajo, hemos obtenido un sistema bastante robusto de detección

de comportamientos compatibles con enfermedades a largo plazo, en nuestro caso con la de-
mencia. Este modelo ha sido orientado a detectar las acciones de las personas basándose en
el esqueleto humano, necesitando para ello la detección y estimación del cuerpo del sujeto en
cuestión. Para conseguir todos estos puntos se ha hecho uso de la herramienta MMAction2,
puntera actualmente en el análisis de vídeos mediante inteligencia artificial.

El modelo presentado es capaz de detectar 3 comportamientos dementes prematuros, como
la desorientación, la pérdida del equilibrio y la demora excesiva en la realización de activi-
dades cotidianas, obteniendo unos resultados bastante positivos en todos los experimentos
realizados.
Los algoritmos desarrollados para cumplir con este objetivo han estado completamente li-
gados a los modelos proporcionados por MMAction2 de detección y estimación de pose, ya
que para detectar los movimientos de los sujetos era necesario contar con un mapa de coor-
denadas en el cual los nodos detectados por los modelos proporcionaran la posición exacta
correspondiente a la parte del cuerpo en cuestión.

Personalmente, estoy muy orgulloso de lo conseguido y sobretodo contento con todos los
conocimientos aprendidos, tanto a nivel de Deep Learning, como a nivel de algoritmia desa-
rrollada, como a nivel de cercanía y empatía con el mundo de las enfermedades degenerativas.

8.2 Trabajos futuros
Como posibles mejoras a realizar, cabe destacar la precisión con respecto al algoritmo de

detección de inicio y fin de las acciones. Como hemos visto en los experimentos realizados,
este sistema tiende a ser bastante preciso a la hora de reconocer la acción realizada, pero no
tanto a la hora de variar el valor de confianza que hace que esa acción sea la correcta. Se ha
visto en numerosos experimentos como este valor no disminuía lo suficiente y en algunos casos
prácticamente nada al finalizar la acción, motivo por el cual el algoritmo fallaba en ciertas
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situaciones al detectar cuando finaliza esta. Esto también puede deberse al dataset empleado
para entrenar la red y los vídeos cotidianos utilizados para la experimentación, ya que existen
diferentes costumbres a la hora de realizar acciones y detectar por tanto cuando empieza una.

Otra mejora posible sería la de diseñar una app en la que utilizar nuestro modelo y a partir
de la cual avisar a un teléfono de emergencia sobre la situación del sujeto grabado, como
puede ser una caída.

Por último, otra posible mejora que podría realizarse sería minimizar el consumo de recursos
temporales por parte del algoritmo de detección de inicio y fin de las acciones. En resumen,
este algoritmo va creando x vídeos de x segundos con el fin de detectar un aumento en el
umbral de confianza y seguidamente x vídeos de video.duration + x segundos hasta detectar
un descenso en ese umbral. En vídeos cortos no hay problema con la duración, pero a medida
que el vídeo es más largo, más tiempo se tarda en evaluar todos los valores, siendo el caso
peor que la acción finalice justo cuando finalice el vídeo. Es por este caso por el que creo que
se tendría que estudiar en un futuro una forma de optimizar este algoritmo.
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Lista de Acrónimos y Abreviaturas

ANN Redes Neuronales Artificiales.
CNN Redes Convolucionales.
CSAIL Laboratorio de Ciencias de la Computación e Inteli-

gencia Artificial.
DCNN Red Neuronal Convolucional Profunda.
GCN Redes Convolucionales de Grafos.
IA Inteligencia Artificial.
MGH Hospital General de Massachusetts.
MIT Instituto de Tecnología de Massachusetts.
PLN Procesamiento del Lenguaje Natural.
RNN Redes Recurrentes.
RPN Redes Convolucionales de Propuesta de Regiones.
TSN Redes de Segmento Temporales.
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