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Preámbulo
“Cuando me dispuse a escoger un tema para realizar, tuve que hacer una lista con
los cinco que más me gustaran. En una primera instancia, no me percaté de un
nexo de unión entre ellos, pero me di cuenta más tarde de que todos tenían un
fin en común: soluciones para ayudar a la gente, entre ellos, problemas médicos.
Entre todos los temas disponibles, opté por el que se presenta en este documento.
Sentir que gracias a tu trabajo puedes estar ayudando a alguien es, posiblemente,
una de las mejores sensaciones.”
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1 Introduccion

Para la sociedad, cada vez es más difícil ignorar que la tecnología está presente en todos
los ámbitos de la vida. La tecnología ha llegado a ser un elemento fundamental en la vida de
las personas, y en la mayoría de los casos, es un elemento del que ya no se puede prescindir.
En la actualidad, se puede encontrar desde en la educación hasta la industria, pasando por
la salud o el ocio diario. Si únicamente nos centramos en el ámbito de la salud, como es la
medicina (y es lo que se hará de aquí en adelante), ha supuesto un aumento considerable de
la calidad de vida de las personas y, con ello, la esperanza de vida actual.

El Instituto Nacional de Estadística (INE) proporciona información sobre la evolución de
la esperanza de vida que ha sufrido España en los últimos casi 20 años. En la figura 1.1 se
muestran esos datos:
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Figura 1.1: Esperanza de vida al nacer según el sexo

En la figura anterior se puede observar que la esperanza de vida al nacer ha aumentado en
los últimos años, tanto para hombres como para mujeres. En el caso de los hombres, supone
un aumento de más de 3 años, mientras que en el caso de las mujeres, supone un aumento
de poco más de dos años, aunque también se debe tomar en cuenta que en el caso de las
mujeres, ya se partía con una esperanza de vida mayor.

Otro método de presenciar ese aumento en la esperanza de vida es mediante la esperanza
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2 Introduccion

en diferentes edades. También gracias al INE, se tiene el siguiente cuadro 1.1 donde se puede
observar mejor.

Edad 2004 2005 2006 2007 2008 2009 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020
Al nacer 80,3 80,3 80,9 81,0 81,3 81,7 82,1 82,3 82,3 82,8 82,9 82,7 83,1 83,1 83,2 83,6 82,3
10 años 70,7 70,7 71,3 71,3 71,7 72,0 72,4 72,6 72,6 73,1 73,2 73,0 73,4 73,4 73,5 73,9 72,6
20 años 60,9 60,8 61,5 61,5 61,8 62,1 62,5 62,7 62,7 63,2 63,3 63,1 63,5 63,5 63,6 63,9 62,7
30 años 51,2 51,1 51,7 51,7 52,0 52,3 52,7 52,9 52,9 53,3 53,5 53,2 53,6 53,6 53,7 54,1 52,8
40 años 41,6 41,5 42,1 42,1 42,3 42,6 43,0 43,1 43,1 43,5 43,7 43,4 43,9 43,8 43,9 44,3 43,1
50 años 32,3 32,2 32,8 32,7 33,0 33,3 33,6 33,7 33,7 34,1 34,2 33,9 34,3 34,3 34,4 34,8 33,5
60 años 23,5 23,4 24,0 23,9 24,2 24,4 24,7 24,9 24,8 25,2 25,3 25,0 25,4 25,4 25,4 25,8 24,6
70 años 15,4 15,3 15,9 15,8 16,0 16,2 16,5 16,6 16,6 17,0 17,1 16,8 17,2 17,1 17,2 17,5 16,4
80 años 8,7 8,5 9,0 8,9 9,0 9,2 9,4 9,5 9,4 9,8 9,8 9,5 9,9 9,8 9,9 10,2 9,3
90 años 4,2 4,1 4,3 4,3 4,3 4,5 4,6 4,6 4,5 4,8 4,8 4,5 4,8 4,7 4,7 4,9 4,4

Cuadro 1.1: Esperanza de vida a diferentes edades

En la tabla anterior se muestra la esperanza de vida según la edad en la que te encuentres.
Si se toman valores, se observa que en 2004, a los 10 años, la esperanza de vida era de 70,7
años, mientras que en 2020, para esos mismos años se encuentra una esperanza de vida ma-
yor, en concreto, de 1,9 años.
Plasmadas las evidencias, con estos datos se puede decir a ciencia cierta que la tecnología ha
mejorado la calidad de vida de la sociedad y, con ello, que se duremos más. Yendo aún más
al detalle, encontramos una estrecha aunque fuerte relación con la detección de enfermedades.

La informática es una gran aliada en la detección de enfermedades, más concretamente,
en las neurodegenerativas, que son aquellas que afectan a las células del sistema nervioso
central y hacen que dejen de funcionar o mueran. Para MedlinePlus, la biblioteca médica
más grande del mundo producida por la Biblioteca Nacional de Medicina (NLM) de Estados
Unidos (EEUU), algunas de las enfermedades más comunes son:

• Enfermedad de Alzheimer (EA). Es la forma más común de demencia entre las
personas mayores. Es un trastorno cerebral que afecta gravemente a la memoria, el
pensamiento y el comportamiento. Las personas que lo sufren pueden perder la capaci-
dad de realizar actividades cotidianas como vestirse, comer o bañarse. Suele comenzar
después de los 60 años y el riesgo aumenta a medida que se envejece. A pesar de todos
los estudios de investigación en curso para su prevención, aún no se ha encontrado una
cura y son 36,5 millones de personas las que lo padecen en todo el mundo.

• Enfermedad de Parkinson es una otra de las enfermedades neurodegenerativas más
comunes. Ocurre cuando las neuronas no crean la suficiente cantidad de dopamina. La
dopamina es un químico que ayuda a controlar el movimiento. La enfermedad de Par-
kinson puede causar temblores, rigidez muscular, lentitud de movimiento y problemas
de equilibrio. Se estipula que en España hay entre 120000 y 150000 personas que la
padecen.

• Dentro de una lista interminable, encontramos la Esclerosis Lateral Amiotrófica
(ELA). Es una enfermedad que ataca a las neuronas y médula espinal. Las personas
que la padecen, tarde o temprano, pierden la capacidad de moverse y hablar. Más tarde,
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comienzan a fallar los músculos del pecho y la respiración se dificulta. No se tiene cura,
tampoco se sabe cómo se origina, pero se sabe que existen alrededor de unas 5000
personas en España que lo padecen. El caso más famoso de la enfermedad es el de
Stephen Hawking, quien falleció en 2018.

Una vez se tiene una mejor idea de a lo que se enfrenta la sociedad, decir que este Trabajo
de Fin de Grado (TFG) se centrará en las enfermedades que van apareciendo poco a poco y
afecten a la memoria, como la EA, ya que es la más común y la que más repercusión tiene
en la sociedad. Además, se ha elegido esta enfermedad porque se ha podido comprobar que
la tecnología ha ayudado a su detección.

A rasgos muy generales, se desarrollará un análisis de las actividades diarias de las personas
mayores, de las cuales se extraerán métricas que puedan medir si hay indicios o no de la
aparición de dicha enfermedad. Para ello, haremos uso de redes neuronales.

1.1 Estructura del TFG
A continuación, se detallará la estructura del TFG y las tareas que se han de realizar para

su desarrollo.

• Objetivos: Se detallarán los objetivos que se pretenden alcanzar con el desarrollo del
TFG.

• Marco teórico: Se explicará el contexto en el que se basa este trabajo, como es la
Inteligencia Artificial (IA), Machine Learning (ML), Deep Learning (DL) y Visión por
Computador (VC).

• Estado del arte: Se verán proyectos relacionados con el que se propone en este TFG,
así como las tecnologías que se utilizaron en su desarrollo.

• Metodología: Se mostrarán las herramientas empleadas para el desarrollo del TFG.

• Desarrollo: Se realizará un desarrollo del proceso que se ha seguido durante todo el
proyecto y las diferentes partes que lo constituyen.

• Resultados: Se verán y analizarán los diferentes resultados obtenidos tras realizar
distintas pruebas sobres sus parámetros.

• Conclusiones: Se extraerán conclusiones de los resultados obtenidos y se verá si se
han alcanzado los objetivos propuestos, además de proponer futuras mejoras.





2 Objetivos
Tal y como indica el título, el objetivo principal del estudio será la detección de com-

portamientos compatibles con enfermedades a largo plazo. Para ello, se utilizarán técnicas
relacionadas con la IA, como son ML y DL. Sin entrar en detalles ni profundizar todavía,
para cumplir el objetivo principal, se necesitará:

• Un amplio dataset o conjunto de datos que contenga acciones diarias típicas de las
cuales se pueda extraer una medida en la que se pueda medir el grado de normalidad
de la acción. Como ejemplos de acciones diarias, se pueden mencionar: comer, beber,
vestirse...

• Una red neuronal capaz de detectar y clasificar dichas acciones diarias.

• Unos parámetros que permitan medir el grado de normalidad de la acción, en este caso,
el tiempo, el cual asociaremos a si cabe la posibilidad de estar presenciando síntomas
sobre la enfermedad.

También, se deben resaltar aquellos objetivos secundarios (y personales) que se han de
cumplir para poder cumplir con el objetivo principal. Estos son:

• Conocer nuevas técnicas de IA que permitan la detección de comportamientos.

• Aumentar el conocimiento sobre el funcionamiento de las redes neuronales y su aplica-
ción en el campo de la medicina.

• Toma de decisiones sobre el resultado de la red neuronal y su aplicación en el campo
de la medicina.
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3 Marco teórico

En este apartado, se introducirá el contexto teórico sobre el que se hablará durante todo
el TFG. Se hablará del campo en el que nos encontramos, introduciendo los conceptos más
sonados y algunos ejemplos de los mismos.

3.1 Inteligencia Artificial
La IA es una rama de la informática que se enfoca en la creación de sistemas y programas

que puedan realizar tareas que normalmente requerirían inteligencia humana. Esto incluye
tareas como el aprendizaje, la toma de decisiones y la resolución de problemas.

Los orígenes de la IA se remontan a la década de 1950, cuando los científicos comenzaron a
explorar la posibilidad de crear máquinas que pudieran simular la inteligencia humana. Uno
de los primeros avances importantes en este campo fue el desarrollo del programa informático
Logic Theorist en 1956 por Allen Newell y Herbert Simon en la Universidad Carnegie Mellon.
Este programa utilizó técnicas de razonamiento basadas en la lógica para demostrar teoremas
matemáticos.
Alrededor de la misma época, John McCarthy, Marvin Minsky y otros científicos en el Mas-
sachusetts Institute of Technology (MIT) comenzaron a investigar la posibilidad de utilizar
Redes Neuronales Artificiales (ANN) para simular el aprendizaje humano. En 1958, McCarthy
organizó una conferencia en Dartmouth Collage, que es considerada el inicio oficial de la in-
vestigación en IA.
Durante las décadas siguientes, los investigadores de la IA desarrollaron una serie de enfoques
y técnicas para abordar diferentes aspectos de la inteligencia humana, incluyendo el ML, la
VC, el Procesamiento de Lenguaje Natural (PLN) y la robótica.
Uno de los mayores hitos en la historia de la IA fue el desarrollo del sistema Deep Blue por
International Business Machines (IBM) en 1997, que derrotó al campeón mundial de ajedrez
Garry Kasparov. Este logro fue visto como un ejemplo de cómo los sistemas de IA podrían
superar a los humanos en tareas específicas.
En las últimas décadas, la IA ha experimentado un rápido avance gracias al aumento en
la potencia de cómputo, la disponibilidad de grandes cantidades de datos y el desarrollo de
nuevos algoritmos y técnicas de ML. Hoy en día, la IA se utiliza en una amplia variedad de
aplicaciones, desde asistentes virtuales hasta vehículos autónomos.

La IA utiliza diferentes técnicas y enfoques, como el ML, la VC, el PLN, la planificación y
la robótica, para lograr sus objetivos. El ML es una técnica popular que permite a los site-
mas de IA aprender de datos y mejorar su rendimiento con el tiempo sin una programación
explícita.

7
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La IA se ha utilizado en una amplia variedad de aplicaciones, incluyendo reconocimiento
de voz y facial, recomendaciones de productos y servicios en línea, detección de fraudes, diag-
nóstico médico y asistentes virtuales.
Sin embargo, la IA también presenta ciertos desafíos y preocupaciones. Uno de los mayores
temores es que la IA eventualmente reemplace a los trabajadores humanos en muchos puestos
de trabajo, lo que podría tener un impacto negativo en la economía y la sociedad. Además,
hay preocupaciones sobre la seguridad y la privacidad de los datos utilizados por los sistemas
de IA, y la posibilidad de que los sitemas de IA se vuelvan descontrolados o incontrolables.

A pesar de estos desafíos, la IA sigue siendo una tecnología en constante evolución y se
espera que desempeñe un papel cada vez más importante en la sociedad y la economía en el
futuro.

3.2 Machine Learning
El ML es una técnica de la IA que permite a las computadores aprender de los datos y me-

jorar su rendimiento en una tarea específica sin necesidad de una programación explícita. En
lugar de programar una solución al problema, el ML utiliza algoritmos que pueden detectar
patrones en los datos y utilizarlos para hacer predicciones o tomar decisiones.

El proceso de ML consta de tres componentes principales: la entrada de datos, el modelo
y la salida. La entrada de datos consiste en los datos utilizados para entrenar el modelo, que
generalmente se divide en un conjunto de datos de entrenamiento y un conjunto de datos de
prueba. El modelo es el algoritmo utilizado para procesar los datos y producir la salida desea-
da, que puede ser una predicción, una clasificación o una decisión. La salida es la respuesta
generada por el modelo y se compara con los datos de prueba para evaluar la precisión del
modelo.

Existen varios tipos de ML: el aprendizaje supervisado, el aprendizaje no supervisado y
el aprendizaje por refuerzo. En el aprendizaje supervisado, el modelo se entrena con datos
etiquetados que se utilizan para predecir etiquetas de nuevos datos. En el aprendizaje no
supervisado, el modelo se entrena con datos no etiquetados para detectar patrones y estruc-
turas ocultas en los datos. En el aprendizaje por refuerzo, el modelo se entrena para tomar
decisiones en un entorno en función de las recompensas o castigos recibidos.

El ML se utiliza en una amplia variedad de aplicaciones, desde la detección de fraude y el
diagnóstico médico hasta la recomendación de productos y servicios en línea y la traducción
automática. Algunos de los algoritmos de ML más populares incluyen las redes neuronales,
las Support Vector Machine (SVM), los árboles de decisión y el algoritmo de k-means.

3.3 Deep Learning
El DL es una rama del ML que utiliza ANN para procesar y analizar grandes cantidades de

datos. A diferencia de los métodos tradicionales de ML, que se basan en la extracción manual
de características, el DL utiliza capas de neuronas artificiales interconectadas para aprender
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características y patrones de manera automática.

El DL se basa en el concepto de ANN, que son algoritmos matemáticos que simulan el
funcionamiento de las neuronas en el cerebro humano. Estas redes constan de múltiples ca-
pas de neuronas que se interconectan y se entrenan en grandes conjuntos de datos. Cada
capa aprende a representar características cada vez más complejas, y el resultado final es un
modelo que puede hacer predicciones precisas sobre nuevos datos.

Una de las principales ventajas del DL es su capacidad para aprender a partir de grandes
conjuntos de datos no estructurados, como imágenes y texto. Esto lo hace particularmente
útil en aplicaciones de VC, PLN y reconocimiento de voz. Los algoritmos de DL también han
demostrado ser muy efectivos en la detección de patrones y la toma de decisiones en tareas
como el diagnóstico médico, la conducción autónoma y la detección de fraudes.

Algunos de los algoritmos de DL más populares incluyen las Redes Neuronales Convolucio-
nales (CNN), las Redes Neuronales Recurrentes (RNN) y las Redes Neuronales Generativas
Adversarias (GAN). Las CNN son especialmente útiles en aplicaciones de VC, mientras que
las RNN son ideales para PLN y otras tareas de secuencia. Las GAN son utilizadas en apli-
caciones de generación de contenido creativo, como la creación de imágenes o música.

A pesar de sus beneficios, el DL presenta ciertos desafíos, como la necesidad de grandes
cantidades de datos de alta calidad y la complejidad computacional de entrenar modelos
profundos. Además, existe la preocupación de que los modelos de DL puedan ser difíciles de
interpretar y entender, lo que puede plantear problemas éticos y de responsabilidad.

En resumen, el DL es una técnica de ML que utiliza redes neuronales profundas para
aprender características y patrones de manera automática a partir de grandes conjuntos
de datos no estructurados. Aunque presenta ciertos desafíos, su capacidad para procesar y
analizar grandes cantidades de datos ha llevado a una amplia variedad de aplicaciones campos
como la VC, el PLN y la robótica.

3.4 Redes neuronales

Las redes neuronales son un tipo de modelo de ML que se inspira en la forma en que
funciona el cerebro humano para procesar información. Hay varios tipos de redes neuronales,
cada uno diseñado para resolver diferentes tipos de problemas. En los siguientes apartados
se presentan algunas de las redes neuronales más comunes.

3.4.1 Redes Neuronales Feedforward

También conocidas como redes neuronales de propagación hacia adelante, son el tipo más
simple de red neuronal. En este tipo de red, la información fluye en una sola dirección, desde
la capa de entrada hasta la capa de salida. Las redes neuronales feedforward se utilizan a
menudo en aplicaciones de clasificación, donde se desea que el modelo produzca una salida
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que indique la clase a la que pertenece una determinada entrada.

En las figuras 3.1 y 3.2 se muestra un ejemplo de como fluye la información a través de la
red neuronal:

Figura 3.1: Detección de un gato ante la clasificación de animales

Figura 3.2: Detección de un perro ante la clasificación de animales

Como se aprecia en las figuras anteriores, las neuronas se van ‘activando’ de tal forma que
se van detectando características que dan lugar a la predicción final.
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3.4.2 Redes Neuronales Convolucionales
Las CNN se utilizan principalmente en aplicaciones de VC y procesamiento de imágenes.

Esta red es capaz de detectar patrones espaciales en los datos, como bordes, esquinas, tex-
turas y otros detalles. En lugar de utilizar la información de entrada completa en cada capa,
las CNN utilizan un conjunto de filtros para extraer características específicas de la entrada.

En la figura 3.3 se muestra un ejemplo:

Figura 3.3: Ejemplo de arquitectura de una CNN

Las capas Max-Pool, Convolution y Dense son capas fundamentales en las CNN. El trabajo
que desempeñan las capas es el siguiente:

• La capa de convolución se utiliza para extraer características importantes de una imagen
de entrada.

• La capa pooling reduce la resolución espacial de los mapas de características producidos
por la capa de convolución.

• La capa Dense es una capa de red neuronal regular en la que cada neurona en una capa
está conectada a todas las neuronas en la capa siguiente.

3.4.3 Redes Neuronales Recurrentes
Las RNN son un tipo de red que se utiliza en tareas de PLN y de secuencia, como la tra-

ducción automática y la generación de texto. A diferencia de las redes neuronales feedforward,
las RNN tienen una capa de memoria interna que les permite procesar secuencias de entrada
y generar una salida que depende del contexto. En lugar de recibir una entrada de cada capa,
las RNN reciben una entrada y una retroalimentación de la capa anterior.

En la figura 3.4 se muestran los cálculos que se realizan dentro de una capa de la RNN con
la entrada y retroalimentación de la capa anterior:
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Figura 3.4: Estructura interna de una RNN

Las RNN son redes que se diseñan para trabajar con datos secuenciales, como texto o
series temporales, donde la secuencia de los datos es importante. A diferencia de las CNN,
las RNN tienen conexiones recurrentes que les permiten mantener y utilizar información de
pasos anteriores en la secuencia.

También es común encontrarse una representación como aparece en la figura 3.5:

Figura 3.5: Esquema de una RNN

Como caso especial para este tipo, existen las Redes Neuronales de Memoria a Corto y
Largo Plazo (LSTM), capaces de almacenar información sobre estados previos o, dicho de
otra forma, una memoria mas grande. Son una variante especial que abordan el problema del
desvanecimiento o explosión del gradiente. Las LSTM introducen unidades de memoria adi-
cional llamadas ”celdas de memoria” que permiten a la red capturar y recordar dependencias
a largo plazo en las secuencias. Estas celdas de memoria están diseñadas para preservar la
información a través del tiempo, evitando así que se desvanezca o se distorsione.
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Las celdas de memoria de las LSTM tienen tres componentes principales: una puerta de
entrada, una puerta de olvido y una puerta de salida. Estas puertas son estructuras que
controlan el flujo de información dentro y fuera de las celdas de memoria, lo que permite a
las LSTM aprender cuándo recordar u olvidar información.

La siguiente figura 3.6 muestra como es la arquitectura LSTM por dentro:

Figura 3.6: Estructura interna de una LSTM

3.4.4 Redes Neuronales Generativas Adversarias
Las GAN son un tipo de red que se utiliza para genera datos nuevos a partir de un conjun-

to existen de datos de entrenamiento. Estas redes consisten en dos partes: un generador que
produce nuevos datos a partir de un ruido aleatorio y un discriminador que intenta distinguir
entre los datos generados y los datos reales. Las GAN se utilizan a menudo en aplicaciones
de generación de contenido creativo, como la creación de imágenes o música.

En la figura 3.7 se muestra un pequeño esquema que describe el funcionamiento de este
tipo de redes:
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Figura 3.7: Esquema de una GAN

El propósito del generador es ir creando cada vez datos más semejantes a los reales, no dan-
do la oportunidad al discriminador de distinguir entre real y falso. Al inicio del entrenamiento,
es de esperar que los datos obtenidos con el generador no sean similares a los datos reales,
así, para el discriminador será muy fácil diferenciar y el error en ambos casos será pequeño.
Sin embargo, a medida que avanza el entrenamiento, el generador será capaz, poco a poco,
de producir datos cada vez más parecidas a datos reales. Esto quiere decir que a medida que
avanza el entrenamiento, el generador será capaz de confundir al discriminador y, por tan-
to, el error será cada vez mayor, lo que quiere decir que no estará capacitado para diferenciar.

En la figura 3.8 se muestra cómo evoluciona el error en el entrenamiento de este tipo de
redes, tanto para los datos reales como para los falsos:

Figura 3.8: Evolución del error en el entrenamiento de GAN

Como se aprecia en la gráfica, a medida que avanzan las iteraciones, el error aumenta
para ambos. En un caso idílico, el error para ambos debería situarse en el valor medio, si
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suponemos un error entre 0 y 1, un valor de 0.5 demostraría que el discriminador no es capaz
de hacer su función, por lo que se diría que el generador ha conseguido engañarle.

3.5 Visión por computador
La VC es un campo interdisciplinario que combina técnicas de procesamiento de imágenes,

ML y visión artificial para permitir que los computadores ”vean” y comprendan imágenes y
vídeos como lo hace el ojo humano.
Uno de los grandes objetivos principales de la VC es desarrollar algoritmos que puedan ana-
lizar y entender el contenido visual de las imágenes y vídeos para extraer información útil,
como objetos, formas, texturas, patrones, colores y movimientos. Esta información se utiliza
en una variedad de aplicaciones, como la detección de rostros y personas, la clasificación de
objetos, la navegación de vehículos autónomos, la identificación de enfermedades médicas y
la supervisión de la calidad en la fabricación.

La VC utiliza diferentes técnicas y enfoques para analizar las imágenes y vídeos. Algu-
nas de las técnicas más comunes incluyen el procesamiento de imágenes, la segmentación,
la detección de características, el reconocimiento de patrones, el DL y la representación de
conocimiento. Cada técnica tiene sus propias fortalezas y debilidades, y se utiliza según la
tarea específica a realizar.

El procesamiento de imágenes es el proceso de transformar una imagen digital para mejorar
su calidad o extraer información útil. Eso puede incluir la eliminación del ruido, la mejora de
nitidez, el cambio de contraste y la corrección del color.
La segmentación es el proceso de dividir una imagen en varias regiones o segmentos, cada
uno de los cuales contiene características visuales similares. Esto se utiliza comúnmente en
la detección de objetos y la identificación de formas.
La detección de características implica la identificación de patrones o características específi-
cas en una imagen, como esquinas o bordes. Estas características se utilizan para identificar
objetos o para alinear y fusionar imágenes.
El reconocimiento de patrones utiliza algoritmos de ML para identificar patrones en una
imagen. Esto se utiliza comúnmente en la clasificación de objetos, como la identificación de
diferentes tipos de animales o vehículos.
La representación de conocimiento implica la construcción de modelos computacionales que
puedan comprender el contenido visual de las imágenes y vídeos. Esto se utiliza comúnmente
en aplicaciones que requieren un alto nivel de comprensión del contenido visual, como la
interpretación de imágenes médicas.

En resumen, la VC es un campo en constante evolución que tiene el potencial de revolu-
cionar una amplia variedad de industrias y aplicaciones. A medida que se desarrollan nuevas
técnicas y tecnologías, es probable que veamos avances significativos en la precisión y capa-
cidad de las computadoras para ”ver” y entender el mundo visual que nos rodea.





4 Estado del arte
En este capítulo, se expondrán los métodos que se han estado utilizando hasta ahora en el

campo y que están relacionados con nuestro objetivo, la detección de enfermedades a largo
plazo que afecten a la memoria, como es la EA, gracias al DL.

Hasta la fecha, no existe un modelo sencillo para detectar la EA, en parte, porque el propio
diagnóstico de la enfermedad es complejo y suele implicar pruebas costosas. Por ello, existe
el objetivo de desarrollar un algoritmo de DL que sea capaz de detectarlas. En los siguientes
apartados, se descubrirán los métodos que, hasta ahora, se han utilizado.

4.1 Autoencoders
Tras la 11ª edición del International Symposium on Biomedical Imaging con la firma del

Institute of Electrical and Electronics Engineers (IEEE) en 2014, se exponía el problema que
suponían los estudios basados en ML para el diagnóstico asistido por ordenador. En la mayo-
ría de las investigaciones, se observaba un cuello de botella en el rendimiento del diagnóstico,
debido principalmente a las limitaciones ligadas a los modelos elegidos.

Este estudio diseñó una arquitectura de DL que contiene autoencoders apilados y una ca-
pa de salida softmax, para superar las limitaciones antes nombradas y ayudar al diagnóstico
de la EA y su etapa temprana, el Deterioro Cognitivo Leve (DCL). En comparación con el
resto, este modelo requiere menos muestras de entrenamiento etiquetadas, pero a su vez, un
conocimiento previo mínimo del dominio.

Los autoencoders son ANN, entrenadas de manera no supervisada, que tienen como ob-
jetivo aprender primero las representaciones codificadas de nuestros datos y luego generar
los datos de entrada a partir de las representaciones codificadas aprendidas. De otro modo,
la salida de un autoencoder es su predicción para la entrada. Por consiguiente, la pregun-
ta tras esto es: ¿para qué se quiere predecir la entrada?. Uno de los mayores usos de los
autoencoders es la detección de anomalías o eliminación de ruido. En este caso, únicamente
nos importa el primero y es por el cual, su uso es evidente en este caso.

Un autoencoder tiene tres elementos principales: un codificador que permitirá ‘comprimir’
la entrada, un cuello de botella que será el resultado mismo de la compresión y un decodi-
ficador que reconstruye la entrada a partir del cuello de botella. En la figura 4.1 se puede
observar detenidamente las partes comentadas:
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Figura 4.1: Partes de un modelo básico de autoencoder

Observando detenidamente el cuello de botella, se ve que se tiene una representación com-
pacta de la entrada, es decir, una menor cantidad de datos, en concreto, los que la red ha
sido capaz de extraer en forma de características, luego, se puede asumir que son los más
relevantes. Como se ha mencionado antes, con estos datos se reconstruirá la entrada.

La secuencia del funcionamiento es la siguiente:

1. El conjunto de entrenamiento se manipula de forma manual para que únicamente se
obtengan muestras de una misma clase.

2. El autoencoder se entrenará para obtener en el cuello de botella dichas características
que, a priori, deberán ser las más relevantes.

3. A partir de dichas características, se reconstruirá la entrada.

4. Dicha entrada, será comparada con la original y se calculará el error, por ejemplo: si su
uso es la detección de anomalías, calcular el error punto a punto de cada imagen puede
ser una buena opción.

5. Con un umbral de error predefinido (dependerá su valor de cada caso) se determinará
si la entrada es anómala o no.

De vuelta al estudio, un diagnóstico precoz de la EA se asocia principalmente a la detección
de DCL. Sí es verdad que, aunque sea un predecesor, los síntomas afectantes a la memoria
o al físico, no afectan notablemente a las actividades diarias, pero, existe un alto riesgo de
que progrese frente a la EA en sí. Por ello, no solo la detección de DCL es importante, sino
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también la progresión que pueda tener. Es por ello que, frente al modelo, se distingue en-
tre cuatro salidas, por lo que se enfrenta a un problema de clasificación. El modelo se debe
encargar de identificar, no solo a pacientes con EA ’EA’ o sin ella ’NoEA’, sino también, a
aquellas que padecían de DCL y que habían progresado a la EA ’pDCL’ y los que no ’npDCL’.

El rendimiento de los modelos, hablando en general y no de este en concreto, depende en
gran medida de la calidad de representación de las muestras de entrenamiento originales. Del
mismo modo, la extracción de características se beneficia también de la estructura del modelo.
La estructura del modelo del estudio, se apoya en dos componentes primarios: autoencoders
apilados y una capa de salida softmax.

En la siguiente figura 4.2, se puede ver la estructura del modelo:

Figura 4.2: Modelo basado en autoencoders

Los resultados fueron tomados comparándolos con los otros modelos basados en SVM y se
muestran en el siguiente cuadro 4.1:

Método EA vs. NoEA pDCL vs. NoEA
Accuracy Sensitivity Specificity Accuracy Sensitivity Specificity

SK-SVM 84.40 84.64 84.31 76.81 56.14 86.24
MK-SVM 86.42 84.98 87.83 77.25 55.48 87.10
Propuesto 87.76 88.57 87.22 76.92 74.29 78.13

Cuadro 4.1: Resultados tras la clasificación binaria de los modelos basados en SVM y el propuesto
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También se realizaron experimentos para cuatro clases. Los resultados se pueden ver en el
siguiente cuadro 4.2:

Método NoEA npDCL pDCL EA Accuracy Sensitivity Specificity
SK-SVM 40.00 40.00 41.67 49.25 43.82 61.96 71.71
MK-SVM 45.00 38.57 52.63 48.36 45.28 70.54 74.03
Propuesta 55.43 43.02 31.37 51.96 47.42 65.71 83.75

Cuadro 4.2: Resultados tras la clasificación de cuatro clases de los modelos basados en SVM y el
propuesto

En general, se observan mejores resultados con el nuevo modelo propuesto que los basados
en SVM como son SingleKernel-SVM y MultiKernel-SVM.

4.2 Combinación de redes convolucionales multimodelo

Presentado en la Conferencia Internacional de Sistemas y Técnicas de Imagen (IST) en
2017, un nuevo enfoque es propuesto para la clasificación de la EA utilizando una combina-
ción de CNN de múltiples modelos. El objetivo principal es desarrollar un sistema que pueda
identificar y clasificar automáticamente la EA utilizando imágenes médicas.

En primer lugar, se presenta un aprendizaje de características a través de una CNN de tres
dimensiones, ya que las imágenes cerebrales de resonancia magnética son un dato tridimen-
sional, por lo que es muy importante aprender representaciones de características de las tres
dimensiones de los datos médicos volumétricos. Como siempre, la arquitectura de este CNN
se compone de capas convolucionales, pooling, etc.

En segundo lugar, se presentar un aprendizaje de características a través un autoencoder
convolucional en tres dimensiones. Recordar, que un autoencoder es una técnica de apren-
dizaje no supervisado que busca aprender una representación compacta y significativa de los
datos de entrada. En general, es una adaptación del modelo presentado en el apartado 4.1 a
la tridimensionalidad.

La idea principal es combinar ambos modelos para capturar características ricas de las imá-
genes cerebrales y realizar una clasificación en conjunto. Primero, se entrena individualmente
el modelo CNN 3D y el autoencoder para extraer características de la imagen de resonancia
magnética. Después, las características de estos modelos se concatenan en un nuevo vector
de características agregando a la arquitectura compuesta una nueva capa para realizar una
clasificación.

Para facilitar el entrenamiento de las CNN multi-modelo, inicialmente se entrenan indivi-
dualmente ambos modelos para aprender características específicas. Luego se fijan las capas
convolucionales y pooling entrenadas, y se ajustan conjuntamente los parámetros de la últi-
ma capa convolucional y las capas completamente conectadas superiores para combinar las
características con una capa softmax para la clasificación específica de tareas.
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Tras ello, los resultados se muestran en el siguiente cuadro 4.3:

ACC% SEN% SPE% AUC%
88.31 91.40 84.42 92.73

Cuadro 4.3: Resultados del multi-modelo

4.3 EfficientNet

Publicado en 2022, este estudio centrado en la detección de la EA se basa en la fotografía
retinal. Parte de datos recopilados de once estudios que reclutaron a pacientes con dicha
enfermedad y sin ella, de diferentes países. Los investigadores diseñaron un modelo bilateral
basado en la red EfficientNet-b2 como columna vertebral para extraer las características de
la imagen.

Generalmente, los modelos se hacen demasiado anchos, profundos o con una resolución
muy alta. Aumentar estas características ayuda al modelo al inicio pero rápidamente supo-
nen una carga muy grande y no aportan beneficios; en otro modo, se saturan. EfficientNet es
un modelo que se basa en CNN, muy importantes en el campo de la visión artificial. Su idea
es aumentar todo gradualmente. Con un número considerablemente menor de parámetros,
la familia de modelos EfficientNet es capaz de proporcionar mayor eficiencia, a la vez que
mejores resultados.

Todos los modelos dentro de la familia comparten la misma raíz donde parte toda la
experimentación de la arquitectura de la red, repitiéndose así, en sus capas ocultas y finales.
En la siguiente figura 4.3, se puede ver la arquitectura raíz que comparten:

Figura 4.3: Arquitectura raíz de las capas ocultas y finales de la familia de modelos EfficientNet

En las capas ocultas, se encuentran los siguientes bloques:

• Rescaling: Usado, principalmente para reducir la resolución de la imagen, además de
ajustar los inputs todos a la misma escala.
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• Normalization: Normaliza los inputs para que tengan los valores adecuados. Recordar,
que cuando se habla de imágenes, se habla de los valores de los píxeles que forman dicha
imagen.

• Zero Padding: Añade ceros a la imagen hasta encontrar la siguiente potencia de dos.

• Conv2D: Es la capa de convolución, que se encarga de extraer las características de la
imagen.

• Batch Normalization: Su función es reducir el cambio de la distribución de las acti-
vaciones de las redes, lo que ayuda a que el modelo aprenda más rápido.

• Activation: Función de activación, que se encarga de introducir la no linealidad en la
red.

En las capas finales, se encuentran los bloques de Conv2D, Batch Normalization y Activa-
tion.

Una vez vista la estructura de las capas de la arquitectura, especificar en qué se diferencian
los miembros de la familia. Cada bloque visto antes, contiene un número variable de subblo-
ques, el cual aumenta a medida que pasamos de EfficientNet-b0 a EfficientNet-b7. Para una
entrada de 224x224x3, el número de capas para el modelo EfficientNet-b0 es de 237, mien-
tras que para el modelo EfficientNet-b7 es de 813. A simple vista, pueden parecer números
escandalizadores, pero todas estas capas se pueden reducir a 5 módulos, los cuáles se ven a
continuación en la figura 4.4:

Figura 4.4: Módulos formados por las capas de la arquitectura EfficientNet

El uso de los módulos son los siguientes:

• Módulo 1: Se utiliza como punto de partida para los subbloques.

• Módulo 2: Se utiliza como punto de partida para el primer subbloque de los 7 bloques
principales excepto el primero.
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• Módulo 3: Se conecta como conexión de salto a todos los subbloques.

• Módulo 4: Se utiliza para combinar la conexión de salto en los primeros subbloques.

• Modulo 5: Cada subbloque se conecta a su subbloque anterior en una conexión de
salto y se combinan utilizando este módulo.

Una vez explicado, se puede entender el esquema de la arquitectura EfficientNet-b2, que
se puede ver en la figura 4.5:

Figura 4.5: Arquitectura EfficientNet-b2 (x2 y x3 significa que se repiten 2 y 3 veces, respectivamen-
te)

Para validar internamente, durante el diseño, se utilizaron fotografías de retina de seis de
los once estudios mencionados anteriormente. Las características integradas de cuatro foto-
grafías de retina de cada individuo se utilizaron para desarrollar modelos de DL. El modelo
entrenado se probó utilizando los cinco estudios restantes, tres de los cuales usaron Tomogra-
fía de Emisión de Positrones (PET) como técnica diagnóstica no invasiva para la detección
de Amiloide β (Aβ), un conocido precursor de la enfermedad.

El motivo por el cual se utilizan cuatro imágenes por cada sujeto de prueba, es porque por
cada ojo se obtienen dos imágenes. De cada ojo, se obtienen dos imágenes:

• Con el la cabeza del nervio óptico centrada.

• Con la mácula centrada.

En el estudio, se realizaron tres modelos, los cuáles fueron:

• Modelo 1. Tiene como entrada las cuatro imágenes por cada sujeto.

• Modelo 2. Basado en un único ojo, ya sea porque existen casos de personas con esa
disfunción, o bien, porque no siempre se puede obtener una imagen clara de ambos ojos,
debido a efectos externos como la luminosidad.
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• Modelo 3. Basado en el primero, con una mejora añadida, como es la información
demográfica del sujeto.

Finalmente, los resultados se muestran en el cuadro 4.4 y fueron los siguientes:

Dataset Accuracy Sensitivity Specificity AUROC (sobre 1)
Validation 83.6 93.2 82.0 0.93
Testing 79.6 a 92.1 0.73 a 0.91
PET 80.6 a 89.3 0.68 a 0.86

Cuadro 4.4: Resultados obtenidos del estudio según el conjunto de datos utilizado

Como añadido, también se hicieron pruebas a subgrupos. Los resultados se muestran en el
cuadro 4.5 y son los siguientes:

Enfermedad Accuracy
con sin

Ocular 89.8 71.7
Diabetes 81.9 72.4

Cuadro 4.5: Resultados obtenidos del estudio para subgrupos
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En este capítulo, se describirán las herramientas destinadas a la realización del TFG, donde
se incluirán tanto de hardware como de software. Además, se mencionarán distintos modelos
de redes neuronales y, por supuesto, el dataset.

5.1 Hardware
Para la realización del TFG, se han utilizado tres máquinas distintas. La VC es un cam-

po de la IA en la que se requieren muchos recursos computacionales. Debido a esto, en la
primera de las tres máquinas empleadas, un ordenador de sobremesa, la función ha sido
probar la funcionalidad de los distintos scripts. En la segunda máquina, que es un servidor
ServerGPU, se ha realizado la ejecución de dichos scripts, siempre y cuando no requiriesen
demasiado tiempo. Cuando sí se requería de la máxima computabilidad posible, se ha usado
la tercera máquina. Apartados como el training o testing se han realizado en estas dos últimas.

Los aspectos importantes de la primera máquina, ordenador de sobremesa, son:

• SO: Microsoft Windows 11 Pro

• CPU: 11th Gen Intel® Core™ i5-11600K @ 3.90GHz

• RAM: 1 x DDR4 16GB 3200MHz

• GPU: NVIDIA GeForce GTX 1660

Los aspectos importantes de la segunda máquina, ServerGPU, son:

• SO: Ubuntu 20.04 LTS

• CPU: X-series Intel® Core™ i9-7920X CPU @ 2.90GHz

• RAM: 64GB

• GPU 1: NVIDIA GeForce RTX 2080 Ti

• GPU 2: NVIDIA GeForce RTX 2080 Ti

• GPU 3: NVIDIA GeForce RTX 2080 Ti

• GPU 4: NVIDIA GeForce RTX 2080 Ti

Los aspectos importantes de la tercera máquina, NVIDIA DGX, son:

25
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• SO: Ubuntu 20.04 LTS

• CPU: AMD EPYC 7742 64-Core Processor

• RAM: 1TB

• GPU 1: NVIDIA A100

• GPU 2: NVIDIA A100

5.2 Software
De acuerdo con el software, en ambas máquinas se han utilizado las mismas versiones para

los apartados que se mostrarán. A continuación, se expondrá en los distintos apartados todos
los programas y librerías utilizados.

5.2.1 Anaconda Distribution y Python
Anaconda® Distribution es una distribución relacionada con la ciencia de datos para los

lenguajes de programación Python y R . En la propia instalación, contiene conda, un gestor de
paquetes y entornos virtuales. Para este TFG, únicamente se ha hecho uso del primer lenguaje referido.

Con arreglo a los paquetes y librerías, conda cuenta con el apoyo de la comunidad, brindándole
así, una colección mayor a 7500 paquetes de código abierto disponibles para su instalación. En lo que
concierne a los entornos virtuales, se pueden crear para aislar los paquetes y librerías de los distintos
proyectos. Dicho de otro modo, cada entorno virtual es capaz de albergar unas versiones concretas de
paquetes y librerías, de manera que no interferirían en otros entornos, los cuales tendrían sus propias
versiones.

La propia instalación, cuenta además con una Interfaz de Usuario (IU), donde se puede gestionar
todo lo mencionado hasta ahora. Además, a su disposición se encuentran una serie de programas re-
lacionados y, especialmente dedicados a este campo, como es la ciencia de datos e IA.

Se ha usado Python 3.7.

5.2.2 CUDA y cuDNN
NVIDIA Compute Unified Device Architecture (CUDA) es una plataforma de computación en para-

lelo, una forma de cómputo en la que muchas instrucciones se ejecutan simultáneamente, desarrollada
por NVIDIA. La plataforma incluye un compilador y un conjunto de herramientas creadas por la
propia empresa, que permite a los desarrolladores codificar algoritmos, gracias a una variación del
lenguaje de programación C, para que puedan ejecutarse en la Graphics Processing Unit (GPU).

Con CUDA se intenta explotar las ventajas de la GPU frente a la Central Processing Unit (CPU)
utilizando el paralelismo. Debido al alto número de hilos simultáneos que se pueden lanzar, se puede
aprovechar para realizar cálculos de grandes dimensiones, que pueden ir desde criptografía hasta la IA.

NVIDIA CUDA Deep Neural Network (cuDNN) es una biblioteca para DL acelerada en la GPU.
Proporciona operaciones que suelen frecuentarse en las redes neuronales, como convoluciones, pooling,
funciones de activación, etc. Muchas de las librerías más famosas relacionadas con el DL y Python
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están aceleradas por cuDNN, por ejemplo: PyTorch o TensorFlow.

Se ha usado CUDA 11.8 y cuDNN 8.8.0 compatible con las versiones de CUDA 11.x.

5.2.3 Librerías
Debido a que el script está escrito en Python, las librerías que se detallarán a continuación son

propias del lenguaje.

NumPy
NumPy es una librería especializada en el análisis de datos y cálculos numéricos a grandes volú-

menes de datos. El principal motivo de su uso es el de proporcionar objetos como son los arrays. En
lo que respecta a algo parecido, en Python existen las listas, pero estas no son tan eficientes ni están
adaptadas a los cálculos que permite hacer la librería.

Estos arrays al final se traducen en matrices, algo mucho más cercano a las matemáticas. Permiten
realizar modificaciones sobre sí mismos, como puede ser un filtrado de datos o el acceso a elementos
concretos para su posterior evaluación. También están implementadas las operaciones básicas de ma-
trices, como la multiplicación, la suma, la resta, etc.

El principal motivo de su uso es que en la VC, se trabaja con imágenes, las cuales son matrices de
píxeles. Por lo tanto, es necesario tener una forma de trabajar con ellas, y NumPy es la herramienta
perfecta para ello.

En la siguiente figura 5.1, se puede observar un ejemplo de array proporcionado por la librería que
corresponde a una imagen con los tres canales de colores Red Green Blue (RGB).

Figura 5.1: Array de NumPy con 3 dimensiones correspondientes a RGB
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En la figura anterior se describe de una forma más visual como serían este tipo de arrays, donde
se almacena la información de los tres canales RGB. Otro caso, por ejemplo, sería un array de dos
dimensiones, en el que el valor de cada celda corresponde a un único valor que representar un color
en la escala de grises.

Se ha usado la versión NumPy 1.18.5.

TensorFlow

TensorFlow es una biblioteca de código abierto para construir y entrenar modelos de ML. Fue desa-
rrollada por Google y es ampliamente utilizada en el ámbito de la IA. Permite crear modelos para
una gran variedad de tareas, que van desde la clasificación de imágenes al PLN.

Proporciona una Application Programming Interface (API) de alto nivel para contruir modelos
de forma rápida y sencilla, a la vez que una API de bajo nivel para aquellos usuarios veteranos que
pretenden un mayor control sobre aquellos modelos que se crean. También ofrece modelos ya precons-
truidos, además de herramientas de visualización y depuración.

Una de las grandes ventajas que ofrece TensorFlow es que admite la computación distribuida. Dicho
de otra forma, permite la ejecución en múltiples GPUs e incluso en múltiples máquinas. Por supuesto,
esto último es bastante útil para el problema que se pretende resolver.

Se ha usado la versión TensorFlow 2.5.0.

Keras

Keras es una biblioteca de DL de código abierto escrita en Python. El fin de su desarrollo es hacer
que la construcción y entrenamiento de modelos de redes neuronales sea fácil y accesible para todos
los usuarios. Uno de los motivos por lo que la hace importante es su compatibilidad con varias plata-
formas de DL, incluyendo la vista en el apartado 5.2.3, TensorFlow.

Ofrece una API simple y coherente para construir y entrenar una amplia gama de modelos de DL
como, por ejemplo: CNN, RNN y redes siamesas. Adicionalmente, la interfaz que proporciona hace
uso de pocas líneas de código para hacer algo funcional. El ajuste de hiperparámetros, monitorizar el
entrenamiento y visualizar el modelo, también son herramientas que incluye la librería.

Aunque en un pasado Keras y Tensorflow iban por separado, este último se apropió del primero,
por lo que está incluido en la descarga de la librería y no hace falta una versión específica.

OpenCV

OpenCV (Open Source Computer Vision) es una biblioteca de VC y ML de código abierto. Fue
desarrollada por Intel y es compatible con los Sistema Operativo (SO)s más famosos, como son Win-
dows, Linux, Mac OS, iOS y Android. Es usada en una amplia gama de aplicaciones, desde la robótica
hasta la VC y seguridad.

OpenCV proporciona una amplia variedad de herramientas y técnicas para procesar y analizar
imágenes y vídeos. Incluye una gran cantidad de funciones para la detección de características, seg-
mentación de objetos, calibración de la cámara y seguimiento de objetos, entre otros. También ofrece
herramientas para la detección de rostros, reconocimiento de gestos y seguimiento de ojos.
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Como curiosidad, OpenCV es compatible con un gran abanico de cámaras y dispositivos de adqui-
sición de imágenes, lo que facilita la implementación de aplicaciones de este tipo en el mundo real.

Se ha usado la versión OpenCV 4.1.2.30.

Pandas
Pandas es una biblioteca de Python de código abierto para el análisis y la manipulación de datos.

Fue desarrollada para facilitar la limpieza y manipulación de datos antes de su análisis y visualización.
Proporciona estructuras de datos rápidas, flexibles y expresivas para trabajar con datos tabulares y
de series de tiempo.

Las dos estructuras de datos principales en Pandas son Series, para datos unidimensionales y Data-
Frame, para datos bidimensionales. Incluye herramientas para la limpieza, fusión, filtrado, agregación
de datos y manipulación de datos faltantes. También es útil para la manipulación de datos de series
de tiempo, con herramientas para el análisis de series de tiempo y la conversión de frecuencias.

Es compatible con una amplia variedad de formados de datos, como Comma-Separated Values
(CSV), Structured Query Language (SQL), Excel, y JavaScript Object Notation (JSON). Está escrita
en Python pero también presta interfaz para lenguajes como R. En general, es una biblioteca muy
destacada para científicos de datos, analistas y otros profesionales que trabajan con datos estructura-
dos.

Se ha usado la versión Pandas 1.1.5.

Matplotlib
Matplotlib es una biblioteca de visualización de datos de Python de código abierto. Fue desarro-

llada para crear gráficos de alta calidad, listos para publicar, en una amplia variedad de formatos.
Es compatbile con varios sistemas operativos y se integra bien con otras bibliotecas de Python como
NumPy y Pandas.

Ofrece una amplia variedad de tipos de gráficos, desde simples gráficos de línea y barras hasta
diagramas de dispersión y de contorno. También es muy flexible y permite a los usuarios personalizar
cada aspecto de un gráfico, desde el color y tamaño de la fuente hasta la escala de los ejes y ubicación
de la leyenda. Para usuarios más expertos, incluye herramientas de visualización en 3D, animación de
gráficos y generación de mapas de calor.

Es por ello que es una de las bibliotecas más usadas dentro de la industria e investigación. Para
mayor abanico de posibilidades, permite otros lenguajes como MATLAB y R.

Se ha usado la versión Matplotlib 3.2.2.

Scikit-learn
Scikit-learn es una de las bibliotecas más utilizadas para el ML en Python, y se utiliza para la

clasificación, regresión y agrupación de datos. Como principales características, decir que es fácil de
usar e integrable con otras bibliotecas de Python, como NumPy y Pandas.

Como se ha dicho, ofrece una amplia gama de algoritmos de ML predefinidos, incluyendo clasifica-
ción, regresión, agrupamiento y reducción de dimensionalidad. También ofrece herramientas para la
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validación cruzada, la selección de modelos y la visualización de resultados.

Soporta técnicas de preprocesamiento de datos, como la normalización, estandarización y codifica-
ción de variables categóricas. Para la visualización de datos y exploración, se integra con herramientas
como Matplotlib y Seaborn.

Se ha usado la versión Scikit-learn 0.24.0.

Scikit-image

Scikit-image es una biblioteca de procesamiento de imágenes de código abierto en Python que ofrece
una amplia gama de algoritmos y herramientas para el análisis y manipulación de imágenes. Una gran
ventaja que ofrece, al igual que otras ya vistas, es la compatibilidad e integración con otras grandes
librerías, como son NumPy y Matplotlib.

Scikit-image ofrece una variedad de herramientas para la manipulación de imágenes, como la con-
versión de colores, la segmentación y la corrección de la perspectiva. Soporta la detección de bordes,
la eliminación de ruido, el filtrado y la convolución de imágenes. También permite la extracción de
características, como la textura, la forma y la orientación de los objetos de una imagen. Como apoyo,
incluye herramientas para la visualización de imágenes y la creación de gráficos estadísticos a partir
de los datos de imágenes.

Respecto a los algoritmos, proporciona de clasificación y agrupamiento, como k-means y SVM, para
la clasificación de imágenes. Además, incluye algoritmos para la detección y seguimiento de objetos
en secuencias de imágenes.

Se ha usado la versión Scikit-image 0.16.2.

Scipy

Scipy es una biblioteca de Python para computación científica y técnica que se enfoca en la resolu-
ción de problemas matemáticos, científicos e ingenieriles. Scipy está basaca en la biblioteca NumPy y
se integra fácilmente con otras bibliotecas de análisis de datos de Python.

Scipy ofrece una amplia variedad de módulos para la optimización, el álgebra lineal, la integración,
la estadística y el procesamiento de señales. También incluye herramientas de interpolación y ajuste
de curvas, así como para la resolución de ecuaciones diferenciales y proporciona algoritmos para la
transformada de Fourier y otras transformadas matemáticas importantes.

Scipy presenta módulos para el procesamiento de imágenes, la simulación y la generación de señales.
Tiene herramientas para el procesamiento estadístico y en análisis de datos, incluyendo pruebas de
hipótesis y ajuste de distribución. De todas las bibliotecas que se ha hablado hasta ahora, es la más
matemática.

Se ha usado la versión Scipy 1.4.1.

Pillow

Pillow es una biblioteca de código abierto de procesamiento de imágenes de Python que se utiliza
para abrir, manipular y guardar imágenes en diferentes formatos. Es una bifurcación de la biblioteca
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Python Imaging Library (PIL) y es compatible con la mayoría de sus módulos. En general, es ade-
cuada para aplicaciones en el campo de la VC, la ciencia de datos, el diseño gráfico y la fotografía.

Pillow ofrece herramientas para la conversión de formatos, el ajuste de tamaños y la rotación de
imágenes. Incluye funciones para el recorte y la unión de imágenes, así como para la adición de efectos
especiales. También proporciona herramientas para la corrección del color y eliminación de ojos rojos
en imágenes. Tiene una amplia variedad de filtros de imágenes, como filtros de borde, de nitidez y de
suavizado.

Pillow es compatible con una amplia variedad de formatos de imagen, incluyendo Joint Photographic
Experts Group (JPEG), Portable Network Graphics (PNG), Windows bitmap (BMP), Graphics In-
terchange Format (GIF) y Tagged Image File Format (TIFF). Además, su uso es fácil debido a la
gran documentación y comunidad activa que proporciona soporte y actualizaciones.

Se ha usado la versión 8.1.2.

Otros

Os proporciona herramientas para interactuar con el SO y permite al programador realizar opera-
ciones en el sistema de archivos, como la creación, eliminación o búsqueda de archivos y directorios.

Pickle es una librería de serialización en Python que permite convertir objetos de Python en una
representación en bytes que se puede almacenar o transmitir de manera eficiente. De esta manera, se
puede guardar el estado de un objeto en disco o enviarlo a través de una red.

Random proporciona herramientas para la generación de números aleatorios y permite al programa-
dor realizar operaciones estadísticas y de simulación.

Math proporciona funciones matemáticas avanzadas, como funciones trigonométricas, exponenciales
y logarítmicas, así como funciones de redondeo, comparación y otras operaciones matemáticas.

Tqdm es una librería que ofrece una barra de progreso para tareas que llevan mucho tiempo, lo que
ayuda a los programadores a monitorizar la ejecución de un bucle o una tarea de larga duración y
ofrece información sobre el tiempo estimado para la finalización. Se ha usado la versión 4.41.1.

5.3 Dataset
El dataset seleccinado para este TFG es Toyota Smarthome: Real-World Activities of Daily Living.

El dataset se obtuvo a partir de grabaciones obtenidas en un apartamento equipado con cámaras
y se centran en actividades cotidianas de la vida de sujetos entre los 60 y 80 años. En relación a
características técnicas, el dataset tiene una resolución de 640x480 y ofrece tres modalidades: RGB +
Profundidad (en inglés, depth) + esqueleto 3D (en inglés, 3D Skeleton).

Toyota Smarthome ofrece dos versiones: Trimmed y Untrimmed. En este caso, se hará uso de la
primera, ya que está preparado para la clasificación de actividades. Ofrece una cantidad de 16115
muestras de vídeos cortos RGB+Depth alrededor de diez segundos cada uno con una resolución de
640×480.

El formato de los clips es
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NombreActividad_p[id]_r[XX]_v[YY]_c[1-7].mp4

Los datos relevantes que aporta el formato son el nombre de la actividad que se realiza, el sujeto de
quien la realiza y la cámara con la que se está grabando. En total hay 31 actividades y de cada una
existe una gran cantidad de versiones.

En el siguiente capítulo se verá una ampliación de la información del dataset, además de muestras
de su contenido, clasificación...
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En este capítulo se presentará el desarrollo del proceso que se ha seguido para llegar hasta los

resultados mostrados en el apartado 7. Se explicará paso a paso cada detalle del proceso mostrando las
partes más importantes. Algunos apartados recogidos en este capítulo son: la recogida de información
del dataset, el preprocesamiento de datos o definición del modelo, entre otros.

6.1 Dataset
En esta sección se hablará en profundidad sobre el dataset seleccionado, así como ejemplos de

proceso de etiquetado, organización y ejemplos.

6.1.1 Información general
Tener un buen dataset organizado y etiquetado es fundamental para el éxito de cualquier proyecto

de DL. Algunas de las razones por las cuales es importante, entre otras, son:

• Mejora la precisión del modelo. Un conjunto de datos etiquetados y organizados puede
ofrecer una información valiosa para el modelo. Si el dataset se encuentra limpio, es decir, libre
de errores, el modelo puede aprender con mayor precisión y dar mejores predicciones.

• Permite una mejor comprensión del problema. Al etiquetar y organizar, se puede tener
una mayor comprensión del problema que se está tratando de resolver. Los patrones y tendencias
en los datos se vuelven más evidentes, lo que a su vez ayuda al programador a proponer futuras
mejoras y arreglos.

• Ahorra tiempo. El tiempo requerido para entrenar puede verse significativamente reducido. Un
entrenamiento con datos desorganizados y no etiquetados puede incrementar una gran cantidad
de tiempo que se pierde.

En una primera instancia y repasando los datos mostrados en el último apartado 5.3 del anterior
capítulo, el dataset está integrado por 16115 vídeos, recogidos en 31 clases distintas. Aquí unos
ejemplos del nombre de los vídeos:

Eat.Snack_p03_r00_v04_c04.mp4
Maketea.Boilwater_p02_r00_v02_c03.mp4

Readbook_p09_r00_v01_c03.mp4
Usetelephone_p25_r01_v03_c05.mp4

Para una mayor visualización del contenido de los vídeos, en la siguiente figura 6.1 se muestra un
fotograma de cada una de las clases del dataset:

33
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(1) Cook.Cleandishes (2) Cook.Cleanup (3) Cook.Cut (4) Cook.Stir

(5) Cook.Usestove (6) Cutbread (7) Drink.Frombottle (8) Drink.Fromcan

(9) Drink.Fromcup (10) Drink.Fromglass (11) Eat.Attable (12) Eat.Snack

(13) Enter (14) Getup (15) Laydown (16) Leave

(17) Makecoffee.Pourgrains (18) Makecoffee.Pourwater (19) Maketea.Insertteabag

Figura 6.1: Ejemplos de fotogramas extraídos de las 31 clases
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(20) Maketea.Boilwater (21) Pour.Frombottle (22) Pour.Fromcan (23) Pour.Fromkettle

(24) Readbook (25) Sitdown (26) Takepills (27) Uselaptop

(28) Usetablet (29) Usetelephone (30) Walk (31) WatchTV

Figura 6.1: Ejemplos de fotogramas extraídos de las 31 clases

Etiquetado y organización
En una primera instancia, el dataset tiene esta estructura:

dataset
Cook.Cleandishes_p02_r00_v02_c03.mp4
Cook.Cleandishes_p02_r00_v14_c03.mp4

...
WatchTV_p25_r14_v01_c04.mp4
WatchTV_p25_r15_v01_c04.mp4

Para el modelo que se explicará en la siguiente sección 6.2, habrá que hacer una modificación en
cómo se organiza el dataset, de tal forma que se crearán carpetas correspondientes a cada clase y,
cada una de ellas, contendrá los vídeos pertenecientes a dicha clase. El resultado tendrá la siguiente
estructura:
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dataset
CookCleandishes

Cook.Cleandishes_p02_r00_v02_c03.mp4
...
CookCleanup

Cook.Cleanup_p02_r00_v13_c06.mp4
...

...
Walk

Walk_p02_r00_v01_c06.mp4
...
WatchTV

WatchTV_p02_r00_v04_c04.mp4
...

El motivo por el cual se debe hacer esta organización es que para generar lotes de entrenamiento
para el modelo, se usará la clase DataGenerator que hereda de la clase Sequential de Keras. Esta
clase ayudará a etiquetar los vídeos que se vayan leyendo del dataset según la carpeta en la que se
encuentren.

6.1.2 Versiones del dataset
Dado que el dataset recoge acciones desde distintos ángulos (cámaras) y sobre diferentes sujetos, es

complicado realizar una división entre conjunto de entrenamiento y pruebas. Si se realizase de forma
aleatoria, como suele suceder normalmente como, por ejemplo, en clasificación de imágenes, dando
únicamente un porcentaje del total que iría asociado a la cantidad de muestras que quedarían para
cada conjunto, es posible que hubieran muestras con un sujeto y ángulo concretos que únicamente
se destinaran al conjunto de pruebas, no dando la opción al modelo de ser entrenado con todas las
variantes de una misma clase.

Es por ello que, el propio paper de los creadores del dataset, ofrece tres variantes distintas de crear
esos conjuntos. Las variantes son las siguientes:

• Cross-subject (CS)

• Cross-view (CV) 1 y 2

En primer lugar, para la evaluación de la variante CS (TYT-CS) se han dividido los 18 sujetos en
grupos de entrenamiento y prueba. Para equilibrar el número de vídeos para cada clase de actividad
tanto de entrenamiento como en prueba, el grupo de entrenamiento consta de 11 sujetos con IDs: 3, 4,
6, 7, 9, 12, 13, 15, 17, 19, 25. Los 7 sujetos restantes se reservan para el conjunto de pruebas. A modo
de resumen, la cantidad de muestras para cada clase según si pertenecen al conjunto de entrenamiento
o pruebas se puede ver reflejado en el siguiente cuadro 6.1:
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Clase Conjunto de entrenamiento Conjunto de pruebas Relación
CookCleandishes 245 133 65/35
CookCleanup 273 107 72/28
CookCut 110 68 62/38
CookStir 380 199 66/34
CookUsestove 78 18 81/19
Cutbread 25 20 56/44
DrinkFrombottle 209 132 61/39
DrinkFromcan 206 119 63/37
DrinkFromcup 1494 747 67/33
DrinkFromglass 59 6 91/9
EatAttable 364 253 59/41
EatSnack 164 52 76/24
Enter 311 133 70/30
Getup 516 317 62/38
Laydown 116 65 64/36
Leave 309 107 74/26
MakecoffeePourgrains 43 21 67/33
MakecoffeePourwater 49 27 64/36
MaketeaBoilwater 46 16 74/26
MaketeaInsertteabag 36 20 64/36
PourFrombottle 172 104 62/38
PourFromcan 36 23 61/39
PourFromkettle 79 28 74/26
Readbook 608 334 65/35
Sitdown 677 439 61/39
Takepills 206 138 60/40
Uselaptop 218 178 55/45
Usetablet 34 15 69/31
Usetelephone 304 147 67/33
Walk 2833 1237 70/30
WatchTV 482 230 68/32
Total 10682 5433 66/34

Cuadro 6.1: Cantidad de muestras en la variante TYT-CS para cada clase según el conjunto

En el cuadro se puede observar que para esta variante del dataset, se utilizan todos los vídeos,
algo que no sucederá en las otras. También se puede apreciar la relación que se produce entre ambos
conjuntos para una misma clase, siendo desigual para todas y acabando con una relación de 66/34
para entrenamiento y pruebas (éste último se volverá a dividir 50/50 entre validación y pruebas),
respectivamente.

En segundo lugar, para la evaluación de la variante CV se proponen dos protocolos, CV1 (TYT-
CV1) y CV2 (TYT-CV2), que contienen 19 actividades. Ambos protocolos usan la cámara 2 para
pruebas y la cámara 5 para la validación. Para CV1, se toman todas las muestras de la cámara 1 para
el entrenamiento. El propósito de este protocolo es verificar la generalización del sistema de reconoci-
miento, ya que proporciona un conjunto de entrenamiento más pequeño y altamente desequilibrado.
Las cámaras 1 y 2 se graban en el comedor, teniendo las actividades produciéndose en un mismo lugar
desde dos puntos de vista diferentes. En el siguiente cuadro 6.2, se puede observar a modo de resumen
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la cantidad de muestras para cada clase según su pertenencia al conjunto de entrenamiento, validación
o pruebas:

Clase Conjunto de entrenamiento Conjunto de validación Conjunto de pruebas Relación
Cutbread 24 0 21 53/0/47
DrinkFrombottle 31 129 51 15/61/24
DrinkFromcan 49 104 42 25/53/22
DrinkFromcup 393 520 318 32/42/26
DrinkFromglass 9 12 10 29/39/32
EatAttable 360 0 257 58/0/42
EatSnack 11 21 28 18/35/47
Enter 31 99 11 22/70/8
Getup 188 272 136 32/46/22
Leave 35 92 14 25/65/10
PourFrombottle 51 71 39 32/44/24
PourFromcan 15 6 14 43/17/40
Readbook 144 302 167 23/49/28
Sitdown 253 355 193 32/44/24
Takepills 36 117 41 19/60/21
Uselaptop 80 130 52 31/50/19
Usetablet 13 15 6 38/44/18
Usetelephone 65 139 59 38/44/18
Walk 89 1155 442 5/69/26
Total 1877 3539 1901 29/44/27

Cuadro 6.2: Cantidad de muestras en la variante TYT-CV1 para cada clase según el conjunto

Para la variante CV1, se puede observar que en este caso, únicamente se hace uso de 7317 muestras
de las cuales solo el 29% está destinado al entrenamiento. Como se ha comentado antes, el motivo de
este desequilibrio es para ver la capacidad de generalización del modelo, comprobando si es capaz de
aprender de la acción y no de otros factores como el ángulo de la cámara.

Para CV2, se toman muestras de todas las cámaras excepto de las utilizadas para la validación y
pruebas. En cambio, todas aquellas actividades que estén presentes en CV2 pero no es CV1, serán
descartadas. Dicho de otro modo, serán las mismas actividades pero algunas con más puntos de vista
ya que incluirán más cámaras. Al igual que en las anteriores variantes, en el siguiente cuadro 6.3 se
puede observar a modo de resumen la cantidad de muestras para cada clase según su pertenencia al
conjunto de entrenamiento, validación o pruebas:



6.1. Dataset 39

Clase Conjunto de entrenamiento Conjunto de validación Conjunto de pruebas Relación
Cutbread 24 0 21 53/0/47
DrinkFrombottle 161 129 51 47/38/15
DrinkFromcan 179 104 42 55/32/13
DrinkFromcup 1403 520 318 63/23/14
DrinkFromglass 43 12 10 66/18/16
EatAttable 360 0 257 58/0/42
EatSnack 167 21 28 77/10/13
Enter 334 99 11 75/22/3
Getup 425 272 136 51/33/16
Leave 310 92 14 75/22/3
PourFrombottle 166 71 39 60/26/14
PourFromcan 39 6 14 66/10/24
Readbook 473 302 167 50/32/18
Sitdown 568 355 193 51/32/17
Takepills 186 117 41 54/34/12
Uselaptop 214 130 52 54/33/13
Usetablet 28 15 6 57/31/12
Usetelephone 253 139 59 56/31/13
Walk 2473 1155 442 61/28/11
Total 7806 3539 1901 59/24/17

Cuadro 6.3: Cantidad de muestras en la variante TYT-CV2 para cada clase según el conjunto

Para la variante CV2, se observa que tampoco se hace uso del total de muestras, principalmente,
por el descarte de actividades. Se hacen uso de 13246 videos, de los cuales, el 59% está destinado al
entrenamiento. En comparación con la variante CV1, aquí no existe ese desequilibrio en la cantidad
de muestras.

Independientemente de las variantes propuestas por los creadores del dataset, para comprobar si
el modelo era prometedor en cuando a su capacidad de clasificación, también se han creado de forma
aleatoria dos variantes más donde las clases también fueron seleccionadas aleatoriamente. La primera
variante aleatoria para comprobar la capacidad clasificatoria está compuesta de únicamente 4 clases
(TYT-4), de las cuales se utiliza una cantidad reducida del total de muestras de cada una para que
no haya un desequilibrio. El siguiente cuadro 6.4 muestra las clases que se usaron y la cantidad de
muestras de cada conjunto:

Clase Conjunto de entrenamiento Conjunto de validación
CookCleandishes 100 10
Enter 100 10
Readbook 100 10
Walk 100 10
Total 400 40

Cuadro 6.4: Variante del dataset TYT-4

Uno de los problemas que se asume al hacer este tipo de recortes dentro del dataset es que no se
sabe si podrá salir bien ya que, como se ha mencionado anteriormente, una misma acción puede ser
realizada por muchos sujetos desde varios ángulos de cámara, por lo que los conjuntos no tienen por
qué recoger cada sujeto o cámara. Independientemente de este defecto, el uso de esta variante se verá
explicada en mayor detalle más adelante.

La segunda variante aleatoria contiene 16 clases (TYT-16) aleatorias de las cuales se han usado
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todas las muestras. Los conjuntos han sido obtenidos para todas las clases siguiendo una relación
80/20. El siguiente cuadro 6.5 muestra la cantidad de muestras de cada conjunto:

Clase Conjunto de entrenamiento Conjunto de validación
CookCleandishes 302 76
CookCleanup 304 76
CookCut 142 36
CookStir 463 116
CookUsestove 77 19
Cutbread 36 9
DrinkFrombottle 273 68
DrinkFromcan 260 65
DrinkFromcup 1793 448
DrinkFromglass 52 13
EatAttable 494 123
EatSnack 173 43
Enter 355 89
Getup 666 167
Laydown 145 36
Leave 333 83
Total 5868 1467

Cuadro 6.5: Variante del dataset TYT-16

De igual modo, más adelante se explicará el uso de esta variante.

6.1.3 Preprocesamiento de vídeos
El preprocesamiento de datos es un conjunto de técnicas que se aplican a los datos de entrada de

un modelo de aprendizaje antes de ser utilizados para el entrenamiento. El objetivo es mejorar la
calidad de los datos, reducir el ruido y la variabilidad en los datos, y garantizar que los datos sean
adecuados para el modelo. En el caso concreto de preprocesamiento de vídeo, algunas de las técnicas
más comunes suelen se normalización o redimensionamiento. De una forma resumida y sencilla, los
pasos que se realizan con cada vídeo son los siguientes:

1. Se obtiene el número de fotogramas que contiene el vídeo

2. Por cada fotograma, se redimensionará al tamaño especificado, en este caso (224x224) y se
convertirá a formato RGB. Los nuevos fotogramas se irán almacenando.

3. Tras extraer y modificar todos los fotogramas, se calcularán los flujos ópticos (en inglés, optical
flow) de cada par de fotogramas consecutivos.

4. Una vez extraídos los flujos ópticos para las componentes x e y, se almacenarán junto a los
fotogramas en una misma estructura.

El vídeo procesado se guarda en formato .npy de la librería Numpy con shape (frames, width,
height, RGB + flujos ópticos). El ancho y alto corresponden a 224 píxeles y los canales RGB y de
flujo óptico a 3 y 2, respectivamente.
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Un aspecto importante nombrado en los pasos es el cálculo de los flujos ópticos. El flujo óptico denso
es una técnica de procesamiento de imágenes y vídeo que calcula la velocidad de cada píxel en un
fotograma en relación con los píxeles adyacentes. En otras palabras, el flujo óptico denso proporciona
un campo de vectores de movimiento para cada píxel en un fotograma de vídeo.
El cálculo del flujo óptico denso implica encontrar la dirección y la magnitud de desplazamiento de
cada píxel en un fotograma de vídeo a partir de la comparación con el fotograma siguiente o anterior.
Para calcularlo se pueden utilizar diferentes algoritmos, entre los cuales se encuentra el algoritmo
de Farneback que ha sido el usado en este proyecto gracias a la librería OpenCV. En definitiva, es
una técnica importante en este campo ya que proporciona información valiosa sobre el movimiento
y dinámica en un vídeo. De una forma resumida y sencilla, los pasos que se realizan con cada vídeo
para realizar el cálculo son los siguientes:

1. Para agilizar el proceso, se convierte el canal de RGB a escala de grises.

2. El nuevo video en escala de grises es iterado obteniendo pares de fotogramas y calculando el
flujo óptico con el algoritmo de Farneback.

3. Tras calcular los flujos ópticos, se elimina el movimiento de la cámara y se normalizan los valores
para que el rango esté comprendido entre 0 y 255.

Para ejemplificar claramente cuál sería la salida, la siguiente figura 6.2 muestra la información
extraída de un fotograma:

(1) Fotograma (2) Flujo óptico

Figura 6.2: Flujos ópticos obtenidos de un fotograma de la clase Walk

6.2 Modelo
En esta sección se hablará en profundidad sobre el modelo seleccionado, así como su arquitectura,

hiperparámetros, entre otros.

6.2.1 Arquitectura
La arquitectura de un modelo DL se refiere a la estructura de capas que se utilizan para procesar

los datos de entrada y generar una salida. De entre los tipos que existen, se ha seleccionado una
arquitectura Conv3D. Esta arquitectura es una variante de las CNN que se utiliza para procesar datos
tridimensionales, como volúmenes de imágenes o, en este caso, vídeos. Por defecto, las capas más
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importante son: Conv3D, MaxPooling3D, Dropout, Flatten, Dense, Activation, Dense.

La capa Conv3D es la capa principal. Se compone de un conjunto de filtros 3D que se aplican
a la entrada para extraer características específicas de los datos de entrada. Cada filtro produce un
mapa de características que representa las partes de la entrada que son más relevantes para la tarea
que se está resolviendo. Esta capa permite incluir pequeños parámetros para personalizar el número
de filtros, tamaño del kernel, la tasa de aprendizaje, etc.

La capa Pooling3D se utiliza para reducir el tamaño del mapa de características producido por la
capa Conv3D. En concreto para este modelo, esta capa selecciona el valor máximo (MaxPooling3D)
en una ventana de pooling 3D en el mapa de características y lo utiliza como salida. Esto reduce el
tamaño y ayuda a reducir la cantidad de parámetros que se necesitan para entrenar el modelo. La
siguiente figura 6.3 muestra como se reduciría dicho mapa una vez aplicado el algoritmo:

Figura 6.3: Resultado de MaxPooling3D

La capa Dropout se utiliza para prevenir el sobreajuste durante el entrenamiento. Elimina aleato-
riamente algunas de las conexiones entre las neuronas en la capa anterior para evitar que las neuronas
co-dependientes se vuelvan demasiado dominantes. Esto ayuda a que el modelo sea más generalizable
y mejora su capacidad para realizar predicciones precisas en nuevos datos.

La capa Flatten se utiliza para convertir el mapa de características en un vector unidimensional.
Esto es necesario para pasar los datos a una capa completamente conectada, que solo puede procesar
datos en formato de vector.

La capa Dense es una capa completamente conectada que procesa los datos en formato de vector.
Puede tener cualquier número de neuronas y se utiliza para aprender patrones más complejos en los
datos de entrada. También puede incluir parámetros como la tasa de aprendizaje, función de activa-
ción, etc.

La capa Activation aplica una función de activación no lineal a los datos de entrada. La función
de activación puede ser cualquier función matemática que introduce no linealidad en los datos de
entrada.

Parámetros configurables de las capas
Todas las capas nombradas en el apartado anterior son configurables de cierta forma, pudiendo

cambiar valores que pueden afectar al rendimiento del modelo. Dichos parámetros son, entre otros,
los filtros, tamaño del kernel, strides, inicializador del kernel, función de activación, o padding.

Los filtros son uno de los parámetros en las CNN. Se refiere al número de mapas de kernels que se
utilizan en una capa convolucional. Cada kernel se puede ver como una imagen que se crea a partir
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de aplicar un conjunto de filtros a la imagen de entrada. El número de filtros determina la dimensión
del tensor de salida de la capa.

El tamaño del kernel se refiere al tamaño del filtro que aplica a la imagen de entrada de la capa.
Es una tupla de tres enteros que especifica la altura, ancho y profundidad del filtro. El tamaño del
kernel determina el campo receptivo de la capa.

Los strides son el número de píxeles que se mueve el filtro o el kernel a lo largo de la imagen de
entrada durante la convolución. El valor predeterminado es 1, lo que significa que el filtro se mueve
un píxel a la vez. Un stride grande puede reducir la resolución de la salida pero también aumentar la
eficiencia computacional.

El inicializador del kernel es el método utilizado para inicializar los pesos de los filtros en la capa
convolucional. Es importante para el aprendizaje eficaz de la red, ya que los pesos iniciales influyen
en la convergencia y en la calidad del modelo final. El inicializador es he_normal.

La función de activación es una función que se aplica a la salida para introducir no linealidades
en la red y permitir la aproximación de funciones más complejas. La función usada para toda la
arquitectura ha sido Rectified Lineal Unit (ReLU) y su ecuación es la siguiente:

relu(x) = max(0, x) (6.1)

Capa de entrada
Dado que el dataset contiene información tanto de los fotogramas RGB como de los flujos ópticos,

se probará a entrenar el mismo modelo pero con distinta capa de entrada. En total, para una misma
configuración habrá tres modelos o arquitecturas:

• Flow Gated Network (FGN). Combinará fotogramas RGB con flujos ópticos. (64, 224,
224, 5).

• Solo flujos ópticos (OPT). Únicamente se hará uso de los flujos ópticos. (64, 224, 224,
2).

• Solo fotogramas RGB (RGB). Únicamente se hará uso de los fotogramas RGB. (64, 224,
224, 3).

6.2.2 Hiperparámetros
Los hiperparámetros son parámetros que se establecen antes de entrenar un modelo. A diferencia

de los parámetros del modelo (como los pesos), no se aprenden directamente a partir de los datos,
sino que se ajustan mediante prueba y error o mediante técnicas de optimización.

Uno de los hiperparámetros más conocidos es la tasa de aprendizaje (en inglés, learning rate) y
se refiere a la tasa a la que el modelo ajusta los pesos durante el proceso de entrenamiento. Un valor
demasiado bajo puede hacer que el proceso de entrenamiento sea muy lento, mientras que un valor
demasiado alto puede hacer que el modelo no converja a una solución óptima.

Las épocas (en inglés, epochs) es el número de veces que el modelo procesa el conjunto de entrena-
miento completo durante el proceso. Un número insuficiente de iteraciones puede hacer que el modelo
no converja, mientras que un número excesivo puede causar sobreajuste.
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El tamaño del lote (en inglés, batch size) es el número de ejemplos de entrenamiento que se
procesan juntos antes de que se ajusten los pesos del modelo. Un tamaño de lote demasiado grande
puede requerir de demasiada memoria y hacer que el proceso de entrenamiento sea lento, mientras
que un tamaño de lote demasiado pequeño puede reducir la precisión del modelo.

Por último, la función de activación, ya nombrada antes.

6.2.3 Resumen de la arquitectura
En primer lugar, el siguiente cuadro 6.6 muestra un análisis detallado de cada una de las capas

que componen la arquitectura, mostrando el tipo de cada capa, su salida y el número de parámetros
entrenables que tiene cada capa.

Layer (type) Output Shape Param #
InputLayer (None, 64, 224, 224, 2) 0
Conv3D (None, 64, 224, 224, 16) 304
Conv3D (1) (None, 64, 224, 224, 16) 784
MaxPooling3D (None, 64, 112, 112, 16) 0
Conv3D (2) (None, 64, 112, 112, 16) 2320
Conv3D (3) (None, 64, 112, 112, 16) 784
MaxPooling3D (1) (None, 64, 56, 56, 16) 0
Conv3D (4) (None, 64, 56, 56, 32) 4640
Conv3D (5) (None, 64, 56, 56, 32) 3104
MaxPooling3D (2) (None, 64, 28, 28, 32) 0
Conv3D (6) (None, 64, 28, 28, 32) 9248
Conv3D (7) (None, 64, 28, 28, 32) 3104
MaxPooling3D (3) (None, 64, 14, 14, 32) 0
MaxPooling3D (4) (None, 8, 14, 14, 32) 0
Conv3D (8) (None, 8, 14, 14, 64) 18496
Conv3D (9) (None, 8, 14, 14, 64) 12352
MaxPooling3D (5) (None, 4, 7, 7, 64) 0
Conv3D (10) (None, 4, 7, 7, 64) 36928
Conv3D (11) (None, 4, 7, 7, 64) 12352
MaxPooling3D (6) (None, 2, 3, 3, 64) 0
Conv3D (12) (None, 2, 3, 3, 128) 73856
Conv3D (13) (None, 2, 3, 3, 128) 49280
MaxPooling3D (7) (None, 1, 1, 1, 128) 0
Flatten (None, 128) 0
Dense (None, 128) 16512
Dropout (None, 128) 0
Dense (1) (None, 32) 4128
Dense (2) (None, 31) 1023
Parámetros totales 249215
Parámetros entrenables 249215
Parámetros no entrenables 0

Cuadro 6.6: Arquitectura de capas de la red
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En segundo lugar, la siguiente figura 6.4 muestra de una forma visual cada uno de los bloques de
capas que la arquitectura posee:

Figura 6.4: Diagrama de la arquitectura de capas de la red

6.3 Entrenamiento
En esta sección se hablará en profundidad sobre el entrenamiento, así como del proceso de selección

del mejor modelo y las configuraciones probadas.

6.3.1 Función de pérdida
La función de pérdida (en inglés, loss function) es una función matemática que se utiliza para me-

dir la diferencia entre las salidas predichas por el modelo y las salidas reales en el conjunto de datos
de entrenamiento. El objetivo del proceso de entrenamiento del modelo es minimizar la función de
pérdida para que las salidas predichas se acerquen lo más posible a las salidas reales.

La función de pérdida se define de forma específica según el tipo de problema que se está abordando
y su correcta elección es importante, ya que puede afectar significativamente al rendimiento y la pre-
cisión del modelo. Además, algunos algoritmos de optimización utilizan dicha función para actualizar
los parámetros del modelo durante el entrenamiento, por lo que es fundamental elegir una función de
pérdida adecuada para obtener buenos resultados.

Para el modelo, se ha usado la función de pérdida de entropía cruzada (en inglés, Cross-Entropy
Loss Function), que es un tipo de función utilizada en tareas de clasificación binaria y multiclase.
Mide la diferencia entre las probabilidades predichas por el modelo y las etiquetas de salida reales. La
función penaliza las predicciones del modelo en función de la distancia entre la probabilidad predicha y
el valor esperado real. La penalización es logarítmica en la naturaleza, lo que significa que una diferen-
cia mayor entre los valores predichos y los valores reales resultará en una puntuación de pérdida mayor.

Durante el proceso de entrenamiento, el objetivo es minimizar la función de pérdida mediante el
ajuste de los pesos del modelo. Un modelo perfecto tendría una puntuación de entropía cruzada de 0,
lo que indica que sus predicciones son idénticas a las etiquetas de salida reales. La entropía cruzada
se define de la siguiente forma:
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LCE = −
n∑

i=1

ti ∗ log(pi) (6.2)

donde n es el número de clases, ti es la predicción real y pi es la probabilidad softmax para la clase
i.

La función de pérdida de entropía cruzada se divide según como están definidas las etiquetas de los
valores reales. Los dos tipos son:

• Categorical cross-entropy es usada cuando las etiquetas están bajo el formato One-Hot
Encoding. Por ejemplo, dado un problema de clasificación con 3 clases, las etiquetas serían
[1,0,0], [0,1,0] y [0,0,1].

• Sparse categorical cross-entropy, las etiquetas están bajo el formato integer encoded.
Por ejemplo, dado un el mismo problema de clasificación, las etiquetas serían [1,2,3] según la
clase a la que pertenezca.

Este modelo se ha configurado para categorical cross-entropy y en las gráficas, se encontrará
como loss y val_loss.

6.3.2 Optimizadores
Los optimizadores son algoritmos para ajustar los parámetros de un modelo y minimizar la función

de pérdida durante el entrenamiento. Como se ha dicho antes, el objetivo es minimizar la función de
pérdida que correspondería con una menor diferencia entre la predicción y los valores reales.

El proceso de entrenamiento implica ajustar los parámetros del modelo de forma iterativa para mi-
nimizar la función de pérdida. Los optimizadores se utilizan para automatizar este proceso y encontrar
los valores de parámetros que la minimicen.

Los optimizadores trabajan mediante el cálculo del gradiente de la función de pérdida con respecto
a los parámetros del modelo y, a continuación, ajustan los valores de los parámetros en la dirección
opuesta al gradiente para minimizar la función. El gradiente es una medida de la tasa de cambio de
la función con respecto a los parámetros del modelo, y su cálculo se realiza mediante la técnica de
backpropagation.

Para la configuración del modelo, se ha usado dos de los optimizadores más conocidos: Stochastic
Gradient Descent (SGD) y Adam. SGD funciona actualizando los parámetros en pequeñas iteraciones
y en la dirección opuesta del gradiente de la función, que se calcula utilizando una muestra aleatoria
de los datos de entrenamiento. Es simple y eficiente, pero puede ser lento y puede quedar atrapado
en óptimos locales.
adam es otro optimizador que utiliza una tasa de aprendizaje adaptativa para cada parámetro, lo que
permite que el modelo aprenda de forma más eficiente. Adam también utiliza momentos para acelerar
la convergencia y reducir la sensibilidad a la inicialización de los parámetros. Es eficiente y suele ser
más rápido que SGD, especialmente en modelos grandes y complejos.

6.3.3 Métricas
Las métricas son medidas cuantitativas que se utilizan para evaluar el rendimiento de un modelo.

Las métricas se utilizan para evaluar qué tan bien el modelo está haciendo su tarea, ya sea clasifica-
ción, regresión u otro problema de ML.
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Una de las métricas más comunes y la utilizada para medir los modelos es la exactitud (en inglés,
accuracy), que mide la proporción de predicciones correctas que hace el modelo. Su valor se define
mediante la siguiente fórmula:

accuracy =
predicciones correctas

total de predicciones
(6.3)

En las gráficas, este valor aparecerá como acc y val_acc.





7 Resultados
En este capítulo se presentarán los resultados que se han ido obteniendo a lo largo de los experi-

mentos. El orden en el que se presentarán los modelos será en función del dataset seleccionado, de
menor a mayor tamaño y, por cada modelo, se presentarán dos gráficas con dos valores por cada una.

7.1 Modelos
En este apartado, se hablará de todos los modelos entrenados con sus configuraciones correspon-

dientes. El siguiente cuadro 7.1 muestra un resumen de todos los modelos y la configuración y dataset
empleados para su entrenamiento:

Modelo Arquitectura Dataset Tasa de aprendizaje Optimizador Épocas %acc %val_acc
FGN-4-1 Flow Gated Network TYT-4 0.01 SGD 15 0.65 0.35
OPT-4-1 Flujos ópticos TYT-4 0.01 SGD 15 0.25 0.25
RGB-4-1 Fotogramas RGB TYT-4 0.01 SGD 15 0.5 0.4
FGN-4-2 Flow Gated Network TYT-4 0.001 Adam 15 0.95 0.42
OPT-4-2 Flujos ópticos TYT-4 0.001 Adam 15 0.92 0.75
RGB-4-2 Fotogramas RGB TYT-4 0.001 Adam 15 0.93 0.55
OPT-16-2 Flujos ópticos TYT-16 0.001 Adam 50 0.93 0.67
OPT-CS-2 Flujos ópticos TYT-CS 0.001 Adam 100 0.96 0.68
OPT-CV1-2 Flujos ópticos TYT-CV1 0.001 Adam 100 0.99 0.39
OPT-CV2-2 Flujos ópticos TYT-CV2 0.001 Adam 100 0.98 0.55

Cuadro 7.1: Resumen de todos los modelos entrenados

7.1.1 Entrenados con el dataset de 4 clases (TYT-4)
En primer lugar, para asegurarse de que el modelo era capaz de clasificar, se usó un dataset con

cuatro clases. El motivo era comprobar si el modelo sería capaz de hacer una clasificación simple, de
modo que si así lo era, seguir por ese camino y de lo contrario, descartar la opción o probar con otra
configuración de parámetros.

Las dos configuraciones iniciales son se muestran en el siguiente cuadro 7.2:

Configuración Tasa de aprendizaje Optimizador
1 0.01 SGD
2 0.001 Adam

Cuadro 7.2: Configuraciones para modelos

Entre los modelos entrenados con este dataset encontramos dos configuraciones distintas de pará-
metros, que ambas aportan un valor para la tasa de aprendizaje y optimizar distintos. Por otro lado,
al no tener una capa de entrada definida aún, las dos configuraciones se aplican para cada una de las
posibilidades según ésta.

49
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Conclusiones
Modelo FGN-4-1. Figuras 7.1, 7.2. El modelo empieza a prometer a partir de la época 10, en

cambio, la validación sigue con los mismos valores. De la primera configuración, quizás el modelo con
mejor reacción con tan pocas épocas. El mejor valor acc es 0.65, mientras que para val_acc es 0.35.
El mejor valor loss es 0.85, mientras que para val_loss es 1.37.
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Figura 7.1: Resultados del modelo FGN-4-1 para la accuracy
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Figura 7.2: Resultados del modelo FGN-4-1 para la loss function
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Modelo OPT-4-1. Figuras 7.3, 7.4. Resultados muy malos. El modelo no es capaz de aprender.
El mejor valor acc es ligeramente superior a 0.25, mientras que para val_acc es 0.25. Los mejores
valores para ambas se acercan a 1.38.
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Figura 7.3: Resultados del modelo OPT-4-1 para la accuracy
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Figura 7.4: Resultados del modelo OPT-4-1 para la loss function
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Modelo RGB-4-1. Figuras 7.5, 7.6. Parecido al modelo 1 pero no llega a alcanzar sus valores
para el mismo número de épocas. El mejor valor acc es 0.5, mientras que para val_acc es 0.4. El
mejor valor loss es 0.99, mientras que para val_loss es 1.36.

0 2 4 6 8 10 12 14 16

0.2

0.3

0.4

0.5

epochs

ac
cu

ra
cy

acc
val_acc

Figura 7.5: Resultados del modelo RGB-4-1 para la accuracy
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Figura 7.6: Resultados del modelo RGB-4-1 para la loss function
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Modelo FGN-4-2. Figuras 7.7, 7.8. Primer modelo con la segunda configuración. Se aprecia
una muy buena adaptación al conjunto de entrenamiento y que es capaz de aprender en muy pocas
épocas. Por el contrario, la validación no resulta tan buena. El mejor valor acc es 0.95, mientras que
para val_acc es 0.42. El mejor valor loss es 0.17, mientras que para val_loss es 1.38.
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Figura 7.7: Resultados del modelo FGN-4-2 para la accuracy
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Figura 7.8: Resultados del modelo FGN-4-2 para la loss function
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Modelo OPT-4-2. Figuras 7.9, 7.10. El mejor modelo incluyendo arquitectura y configuración.
Con las mismas épocas que el resto de modelos, ha podido aprender y generalizar. El mejor valor acc
es 0.92, mientras que para val_acc es 0.75. El mejor valor loss es 0.27, mientras que para val_loss
es 1.23.
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Figura 7.9: Resultados del modelo OPT-4-2 para la accuracy
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Figura 7.10: Resultados del modelo OPT-4-2 para la loss function
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Modelo RGB-4-2. Figuras 7.11, 7.12. Bastante similar al modelo 4. Buena reacción ante el
conjunto de entrenamiento pero no consigue generalizar al igual que el modelo 5. El mejor valor acc
es 0.93, mientras que para val_acc es 0.55. El mejor valor loss es 0.2, mientras que para val_loss
es 1.21.
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Figura 7.11: Resultados del modelo RGB-4-2 para la accuracy
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Figura 7.12: Resultados del modelo RGB-4-2 para la loss function
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7.1.2 Entrenados con el dataset de 16 clases (TYT-16)
Tras el entrenamiento con el dataset de 4 clases, se obtienen dos conclusiones:

• La capa de entrada será la correspondiente con la arquitectura que solo contempla flujo óptico
(OPT).

• Los mejores resultados se han obtenido con la segunda configuración.

Tras sacar esas conclusiones, se vuelve a entrenar el modelo formado pero esta vez para un dataset
mayor y con más épocas. Con esto se comprueba que el modelo es capaz de adaptarse a una mayor
cantidad de muestras y clases.

Conclusiones
Modelo OPT-16-2. Figuras 7.13, 7.14. El modelo 7 será la adaptación del modelo 5 pero para

más clases. Como muestran los resultados, el modelo y la configuración siguen respondiendo ante un
dataset mucho mayor con más clases. El mejor valor acc es 0.93, mientras que para val_acc es 0.67.
El mejor valor loss es 0.21, mientras que para val_loss es 1.11.
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Figura 7.13: Resultados del modelo OPT-16-2 para la accuracy
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Figura 7.14: Resultados del modelo OPT-16-2 para la loss function
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7.1.3 Entrenados con los datasets TYT-CS, TYT-CV1 y TYT-CV2
Dado que el modelo con la arquitectura que acepta solamente flujo óptico con la segunda configu-

ración ha demostrado adaptarse, únicamente se volverá a adaptar para las variantes del dataset y
obtener los resultados finales al realizar entrenamientos con 100 épocas por cada entrenamiento.

Conclusiones
Modelo OPT-CS-2. Figuras 7.15, 7.16. El modelo es capaz de aprender con el dataset entero

y dar un buen resultado en las pruebas. El mejor valor acc es 0.96, mientras que para val_acc es
0.68. El mejor valor loss es 0.12, mientras que para val_loss es 1.23.
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Figura 7.15: Resultados del modelo OPT-CS-2 para la accuracy
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Figura 7.16: Resultados del modelo OPT-CS-2 para la loss function
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Modelo OPT-CV1-2. Figuras 7.17, 7.18. El modelo no ha sido capaz de generalizar ante un
dataset desequilibrado, pero sí de aprender. El mejor valor acc es 0.99, mientras que para val_acc
es 0.39. El mejor valor loss es 0.009, mientras que para val_loss es 2.31.
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Figura 7.17: Resultados del modelo OPT-CV1-2 para la accuracy
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Figura 7.18: Resultados del modelo OPT-CV1-2 para la loss function
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Modelo OPT-CV2-2. Figuras 7.19, 7.20 El modelo ha sido capaz de generalizar más que
en el entrenamiento anterior debido a que ahora el conjunto de entrenamiento y validación no está
desequilibrado. El mejor valor acc es 0.98, mientras que para val_acc es 0.55. El mejor valor loss es
0.05, mientras que para val_loss es 1.59.
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Figura 7.19: Resultados del modelo OPT-CV2-2 para la accuracy
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Figura 7.20: Resultados del modelo OPT-CV2-2 para la loss function
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7.2 Mejor modelo
Finalmente, tras muchos entrenamientos se ha conseguido un modelo capaz de clasificar notable-

mente entre las 31 clases del dataset. En este apartado, la intención es obtener métricas para seguir
evaluando el modelo, así como ver en qué clases no es tan certero y clasifica mal.

7.2.1 Fallos de predicción
El modelo ha sido el mejor de todos los que se han probado, pero no por ello deja de tener fallos.

Durante el entrenamiento de la variante CS del dataset, en las épocas finales los resultados de
precisión en la validación se acercaban al 70% de acierto. Con este dato, se puede afirmar que existe
más de un 30% de muestras del conjunto de pruebas que no han sido clasificadas correctamente.

Si se echa la vista atrás, la variante CS contenía un total de 5433 muestras dedicadas al conjunto
de pruebas, aunque la mitad ya se habían destinado al conjunto de validación para obtener resul-
tados durante el entrenamiento y ver la evolución del modelo. Si hacemos redondeo en la relación
aciertos/fallos, obtenemos que el modelo ha conseguido clasificar bien 1902 muestras y mal 815.

Para dar una idea más clara de por qué falla, se ha recopilado mediante un callback las muestras
que se han clasificado mal. La siguiente figura 7.21 muestra 8 muestras mal clasificadas:

(1) DrinkFromcup (2) EatAttable (3) EatSnack (4) Readbook

(5) Takepills (6) Uselaptop (7) Usetelephone (8) Walk

Figura 7.21: Muestras mal clasificadas

Siempre es difícil encontrar un por qué a los fallos que comete el modelo. Entre las muestras que
aparecen en la figura anterior, existen algunas en las que la solución es aparentemente fácil de deducir:

• Figura 7.21.1. DrinkFromcup. La tarea según el modelo es Readbook. En este caso, la
predicción no es falsa, ya que el sujeto está realizando las dos acciones a la vez.

• Figura 7.21.3. EatSnack. La tarea según el modelo es DrinkFromcup. El movimiento que se
realiza en esta muestra es semejante a beber de una taza y el modelo no tiene información del
objeto que sujeta.

• Figura 7.21.6. Uselaptop. La tarea según el modelo es WatchTV. En este caso, la televisión se
encuentra encendida, lo que produce una confusión en el modelo y por ello su salida es distinta
a la esperada.
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Del mismo modo, encontramos algunas muestras que no se encuentra una clara confusión que pueda
haber sufrido el modelo:

• Figura 7.21.7. Usetelephone. La tarea según el modelo es Enter.

• Figura 7.21.8. Walk. La tarea según el modelo es DrinkFrombottle.

En estos casos, las acciones predichas con las realizadas no son nada semejantes, por lo que reque-
rirían de un estudio más invasivo en lo que la arquitectura se refiere.

7.2.2 Curva ROC y Área bajo la curva (AUC)
La curva Receiver Operating Characteristic (ROC) y el Area Under the Curve (AUC) son conceptos

utilizados en la evaluación y comparación de modelos de clasificación.

La curva ROC es una representación gráfica que muestra el rendimiento de un modelo de clasifi-
cación binaria a medida que varía el umbral de clasificación. Se traza la tasa de Verdadero Positivo
(VP) en el eje Y y la tasa de Falso Positivo (FP) en el eje X. Cada punto en la curva ROC representa
un umbral de clasificación diferente. Un modelo perfecto tendría una curva ROC que se elevaría ver-
ticalmente hacia arriba a la tasa de verdaderos positivos del 100% y se desplazaría horizontalmente a
la tasa de falsos positivos del 0%.

El AUC es un número que resume la curva ROC en un solo valor. El AUC varía entre 0 y 1, donde
un valor 1 representa un modelo perfecto y un valor de 0.5 indica que el modelo esencialmente está
adivinando al azar. Cuanto mayor sea el valor del AUC, mejor será el rendimiento del modelo de
clasificación en la tarea dada.
El AUC tiene varias interpretaciones. Una forma común de interpretarlo es como la probabilidad de
que un clasificador seleccionado aleatoriamente clasifique un ejemplo positivo aleatorio más alto que
un ejemplo negativo aleatorio. También se puede interpretar como la capacidad del modelo para dis-
tinguir entre clases positivas y negativas. En general, un AUC superior indica un mejor rendimiento
de clasificación.

En la clasificación multiclase, existen dos enfoques para calcular el valor AUC. Uno de ellos (y el
usado aquí) es ”uno contra el resto” (en inglés, one-vs-rest). Para calcularlo según este enfoque, se
siguen los siguientes pasos:

1. Para cada clase en el problema de clasificación multiclase, considera esa clase como la clase
positiva y combina todas las demás clases en una única clase negativa.

2. Entrena un clasificador binario utilizando el algoritmo a elección para cada una de estas com-
binaciones de clases. Cada clasificador aprenderá a distinguir entre la clase positiva y la clase
negativa combinada.

3. Para cada clasificador, calcula las posibilidades o puntuaciones predichas para la clase positiva
utilizando la función de decisión o las probabilidades predichas del clasificador.

4. Combina las posibilidades o puntuaciones predichas de todos los clasificadores en un solo con-
junto de datos, manteniendo las etiquetas de clase verdaderas.

5. Calcula el AUC utilizando las probabilidades o puntuaciones predichas combinadas y las eti-
quetas de clase verdaderas.

Una vez se obtienen todos los valores AUC de todos los clasificadores binarios, se realiza una media.
Para el modelo, el resultado obtenido ha sido 0.9391. Dado que es un valor cercano a 1, se puede
afirmar que el rendimiento de clasificación es bueno.
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7.2.3 Precision, recall y F1-score
Precision, recall y F1-score son también métricas comunes utilizadas en la evaluación de modelos

de clasificación. Estas métricas proporcionan una medida del rendimiento del modelo en términos de
la capacidad de clasificar correctamente las instancias positivas y negativas.

La precision se define como la proporción de instancias clasificadas correctamente como positivas
sobre el total de instancias clasificadas como positivas, es decir, mide la exactitud de las predicciones
positivas. Se calcula de la siguiente manera:

Precison =
V P

V P + FP
(7.1)

Donde VP es el número de instancias positivas correctamente clasificadas y FP es el número de ins-
tancias negativas incorrectamente clasificadas como positivas. La precisión es útil cuando el bojetivo
principal es evitar FP, es decir, minimizar las instancias negativas clasificadas incorrectamente como
positivas.

El recall, también conocido como sensibilidad o tasa de verdaderos positivos, mide la proporción de
instancias positivas correctamente clasificadas sobre el total de instancias que realmente son positivas.
Se calcula de la siguiente manera:

Recall =
V P

V P + FN
(7.2)

Donde Falso Negativo (FN) es el número de instancias positivas incorrectamente clasificadas como
negativas. El recall es útil cuando el objetivo principal es evitar falsos negativos, es decir, minimizar
las instancias positivas clasificadas incorrectamente como negativas.

El F1-score es una medida combinada entre la precision y el recall en un solo valor. Se calcula como
la media armónica de la precision y el recall y proporciona una medida balanceada del rendimiento
del clasificador. Se calcula de la siguiente manera:

F1−score = 2 ∗ Precision ∗Recall

Precision+Recall
(7.3)

El F1-score se utiliza cuando se desea tener una medida equilibrada entre la precision y el recall.
Estas métricas son especialmente útiles cuando hay un desequilibrio en las clases o cuando se da
más importancia a los errores de un tipo en particular (FP o FN). Dependiendo del problema y los
objetivos, se puede elegir la métrica más adecuada para evaluar el rendimiento del modelo. En el
siguiente cuadro 7.3 se observa las métricas para cada una de las clases:
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Clase Precison Recall F1-Score Support
CookCleandishes 0.55 0.69 0.61 70
CookCleanup 0.39 0.53 0.45 51
CookCut 0.39 0.67 0.49 30
CookStir 0.89 0.79 0.84 102
CookUsestove 0.50 0.22 0.31 9
Cutbread 0.00 0.00 0.00 9
DrinkFrombottle 0.21 0.14 0.17 65
DrinkFromcan 0.08 0.02 0.03 66
DrinkFromcup 0.61 0.75 0.68 380
DrinkFromglass 0.00 0.00 0.00 2
EatAttable 0.52 0.57 0.55 117
EatSnack 0.00 0.00 0.00 30
Enter 0.73 0.77 0.75 62
Getup 0.93 0.77 0.84 168
Laydown 0.92 0.77 0.84 30
Leave 0.88 0.41 0.56 54
MakecoffeePourgrains 0.00 0.00 0.00 14
MakecoffeePourwater 0.71 0.36 0.48 14
MaketeaBoilwater 0.00 0.00 0.00 5
MaketeaInsertteabag 0.00 0.00 0.00 12
PourFrombottle 0.29 0.26 0.27 50
PourFromcan 0.00 0.00 0.00 10
PourFromkettle 0.36 0.27 0.31 15
Readbook 0.55 0.57 0.56 157
Sitdown 0.85 0.90 0.87 212
Takepills 0.43 0.31 0.36 64
Uselaptop 0.00 0.00 0.00 87
Usetablet 0.00 0.00 0.00 3
Usetelephone 0.42 0.54 0.47 67
Walk 0.89 0.97 0.93 623
WatchTV 0.40 0.74 0.52 116
accuracy 0.67 2694
macro avg 0.40 0.39 0.38 2694
weighted avg 0.63 0.67 0.64 2694

Cuadro 7.3: Métricas precision, recall y F1-score
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Las conclusiones que se pueden sacar con el modelo tras el cuadro anterior son:

• Precision. Las más altas son las de las clases CookStir (0.89), Sitdown (0.85) y Walk (0.89),
lo que indica que el modelo tiene una buena capacidad para predecir correctamente estas
clases. Sin embargo, hay clases como Cutbread, DrinkFromglass, MakecoffeePourgrains y
MaketeaBoilwater con precision de 0.00, lo que significa que el modelo no ha podido clasificar
correctamente las instancias positivas para estas clases.

• Recall. Los valores más altos pertenecen a Walk (0.97), Sitdown (0.90) y DrinkFromcup (0.75),
lo que indica que el modelo ha podido identificar la mayoría de las instancias positivas para estas
clases. Sin embargo, hay clases como CookCleanup, DrinkFromcan, MakecoffeePourgrains y
MaketeaBoilwater con valores de recall bajos, lo que indica que el modelo ha tenido dificultades
para detectar correctamente las instancias positivas para estas clases.

• F1-score. Al ser una medida combinada, clases como Walk (0.93), Sitdown (0.87) y DrinkFromcup
(0.68) que tienen un valor alto, tiene un equilibrio entre precision y recall. Sin embargo, hay
clases con un valor de 0.00, lo que indica un rendimiento muy deficiente en la clasificación de
esas clases.

La siguiente tabla muestra el número de positivos hechos para cada clase por el modelo:

Clase Predicciones Clase Predicciones
CookCleandishes 88 MakecoffeePourgrains 1
CookCleanup 70 MakecoffeePourwater 7
CookCut 51 MaketeaBoilwater 0
CookStir 91 MaketeaInsertteabag 0
CookUsestove 4 PourFrombottle 45
Cutbread 2 PourFromcan 0
DrinkFrombottle 43 PourFromkettle 11
DrinkFromcan 12 Readbook 164
DrinkFromcup 466 Sitdown 226
DrinkFromglass 0 Takepills 47
EatAttable 128 Uselaptop 0
EatSnack 10 Usetablet 0
Enter 66 Usetelephone 85
Getup 139 Walk 675
Laydown 25 WatchTV 213
Leave 25

Cuadro 7.4: Predicciones del modelo para cada clase

Esta tabla se puede comparar con la columna Support del cuadro 7.3, donde se puede ver la cantidad
real de muestras de cada clase. Para ver esta comparación de una forma más organizada, el siguiente
apartado expone la matriz de confusión.

7.2.4 Matriz de confusión
La matriz de confusión es una herramienta comúnmente utilizada en el análisis de clasificación de

datos para evaluar el rendimiento de un modelo de clasificación. La matriz representa la relación entre
las predicciones del modelo y las verdaderas etiquetas o clases de los datos. La información que se
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puede obtener a partir de una matriz de confusión puede ser útil para ajustar y mejorar el modelo de
clasificación, ya que permite identificar las áreas en las que el modelo tiene dificultades para clasificar
correctamente los datos.

En una matriz de confusión, las filas representan las etiquetas verdaderas o reales de los datos y las
columnas representan las etiquetas predichas por el modelo. Cada celda de la matriz indica el número
de observaciones que fueron clasificadas correctamente o incorrectamente por el modelo.
La matriz de confusión suele tener cuatro celdas, dado que suele dividir como clase positiva y clase
negativa. Para la clasificación actual, se necesitan muchas más celdas pero sigue interpretándose de la
misma forma. En la diagonal principal se encuentran las observaciones correctamente clasificadas, ya
que coinciden la clase verdadera con la predicha. En el resto de celdas se encuentran las predicciones
falsas. La tabla, según la función que se desee que desempeñe, se puede interpretar de dos formas:

• Según filas. Si se suman las cantidades dentro de una misma fila, se obtienen el número de
muestras reales que tiene una clase. Del mismo modo, se puede ver cómo han sido clasificadas
esas muestras reales según el modelo basándose en los valores que no se encuentren en la diagonal
principal.

• Según columnas. Si se suman las cantidades dentro de una misma columna, se obtiene el
número de muestras que se han detectado pertenecientes a una clase. Del mismo modo, se
puede ver qué cantidad de predicciones han sido VP porque coincide con la diagonal principal
y cuáles no, ya que no se encontrarían en esa diagonal pero sí en la columna.

El siguiente cuadro 7.5, donde las filas son los valores reales y las columnas los valores predichos,
es la matriz de confusión:
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Valores
predichos
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Getup

Laydown
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Readbook
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Uselaptop

Usetablet

Usetelephone

Walk

WatchTV
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Cuadro 7.5: Matriz de confusión



7.2. Mejor modelo 67

Para ejemplificar el uso de la matriz, una vez vista y entendida, se puede obtener las siguientes
conclusiones respecto a los valores reales:

• Getup. Esta clase contiene 168 muestras, que han sido predichas como CookCleanup 1 vez,
como DrinkFromcup 4 veces, como EatAttable 1 vez, como Getup 129 veces, como Laydown 1
vez, como PourFrombottle 3 veces, como Sitdown 19 veces, com Walk 9 veces y como WatchTV
1 vez. Si se suman estos valores, se obtiene el valor mencionado anteriormente y que corresponde
al valor de la columna Support del cuadro 7.3 para esta misma clase.

• Walk. Esta clase contiene 623 muestras, que han sido predichas como CookCleandishes 4 veces,
CookCleanup 4 veces, CookUsestove 1 vez, DrinkFrombottle 1 vez, Enter 3 veces, Leave 1
vez, Takepills 1 vez, Usetelephone 6 veces y Walk 602 veces. Si se suman estos valores, se
obtiene el valor mencionado anteriormente y que corresponde al valor de la columna Support
del cuadro 7.3 para esta misma clase.

Asimismo, también se pueden sacar las siguientes conclusiones respecto a los valores predichos:

• Enter. Esta clase ha sido predicha 66 veces, cuando en realidad 48 eran Enter, 11 eran Leave,
1 era Takepills, 3 eran Usetelephone y 3 eran Walk. Si se suman estos valores, se obtiene el
valor dicho al principio y que corresponde al valor del cuadro 7.4 para esta misma clase.

• Readbook. Esta clase ha sido predicha 164 veces, cuando en realidad 3 eran CookCleandishes,
1 era CookCut, 3 eran Cutbread, 1 era DrinkFrombottle, 4 eran DrinkFromcup, 9 eran EatAttable,
2 eran EatSnack, 1 era PourFromcan, 90 eran Readbook, 1 eran Takepills, 28 eran Uselaptop,
2 eran Usetablet, 2 eran Usetelephone y 17 eran WatchTV. Si se suman estos valores, se obtiene
el valor dicho al principio y que corresponde al valor del cuadro 7.4 para esta misma clase.

Este tipo de conclusiones se pueden obtener para todas las filas y columnas.

Dentro del apartado 7.2.1, en la figura 7.21, una muestra DrinkFromcup era clasificada como
Readbook. Esta evidencia se acaba de ver al percatarse que de las 164 predicciones que se habían
hecho sobre Readbook, 4 en realidad eran muestras de DrinkFromcup.





8 Conclusiones
A lo largo de los capítulos se ha ido desarrollando el trabajo realizado, finalmente concluyéndolo

en este apartado. En un inicio, se plantea una introducción donde se presenta el contexto actual de
la sociedad donde se observa una mejora en la calidad de vida de las personas, dando lugar a un
crecimiento en la esperanza de vida desde las últimas décadas hasta el día de hoy.

Después, se exponen conceptos como ML y DL, que sin lugar a dudas son culpables de ese creci-
miento. Se les da una definición y marcan el inicio del marco teórico para situar lo que más tarde
se desarrollará y representará el núcleo del trabajo. Más tarde, se echa una vista atrás recopilando
métodos y propuestas que en su año, fueron novedosas. Estudios desde mejoras en los modelos, com-
binación de estos y nuevas formas de obtener características de imágenes.

El trabajo empieza a coger forma una vez presentada la metodología usada, ya sean herramientas de
programación como librerías y software o las arquitecturas de los computadores. Tras esto, se realiza
un análisis del modelo empleado para la tarea de clasificación, sin antes pasar por todas los entre-
namientos realizados hasta llegar al mejor. La búsqueda del mejor modelo contempla probar varias
configuraciones, además de pequeños cambios en la arquitectura del modelo base, de realizar pruebas
para encontrar un modelo que se ajuste rápidamente a nuestro interés. Quizás el resultado no siempre
puede llegar a ser el que se espera, haciendo nombre a el mejor modelo obtenido, que aún así no es
capaz de satisfacer por completo las expectativas. En cambio, sí se puede decir que es competitivo,
ya que para Papers With Code, este modelo se situaría en tercera posición en el ranking que presenta
para este dataset.

Respecto a los objetivos propuestos, se han cumplido en su gran mayoría, excepto el tercer punto
que contemplaba unos parámetros que permitieses medir el grado de normalidad de la acción y que
se deja para trabajos futuros. Por otro lado se ha obtenido un buen dataset junto con una buena red
neuronal que han ayudado a la clasificación de tareas. Con esto, se ha podido conocer nuevas técnicas
de IA, aumentar el conocimiento sobre el funcionamiento de las redes y su aplicación en el campo de
la medicina.

A nivel personal, este TFG ha sido una oportunidad de aprender conceptos nuevos y asentar los
ya vistos. Nuevas formas de investigar y metodologías. Escribir mi propio razonamiento crítico. En
general, llevar a cabo este proyecto ha resultado ser de gran ayuda y, por supuesto, un gran aprendizaje
para la carrera que deseo en un futuro.

8.1 Trabajos futuros
Este trabajo solo es la tercera parte de un proyecto más grande que trata la detección del deterioro

cognitivo. La intención de este trabajo es conseguir un modelo lo bastante bueno que pueda ser
introducido para el reconocimiento de actividades dentro de un sistema distribuido mayor. Este sistema
también contiene la detección del sujeto y obtención de métricas que puedan ser de utilidad para
realizar un diagnóstico.
En lo referente al propio modelo, el margen de mejora sigue siendo muy grande y por ello seguir
mejorándolo podría ser un trabajo a realizar en un futuro, además de volver a estudiar otros modelos
que se han quedado por debajo para ver si con otros parámetros hubieran sido capaces de igualar o
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superar al que se ha definido como el mejor modelo.
Si se centra en el proyecto, una vez obtenido un modelo que realice la detección de actividades, el
siguiente paso sería recoger métricas de las actividades, como la duración o si se ha terminado.
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Lista de Acrónimos y Abreviaturas
Aβ Amiloide β.
ANN Redes Neuronales Artificiales.
API Application Programming Interface.
AUC Area Under the Curve.
BMP Windows bitmap.
CNN Redes Neuronales Convolucionales.
CPU Central Processing Unit.
CS Cross-subject.
CSV Comma-Separated Values.
CUDA Compute Unified Device Architecture.
cuDNN CUDA Deep Neural Network.
CV Cross-view.
DCL Deterioro Cognitivo Leve.
DL Deep Learning.
EA Enfermedad de Alzheimer.
EEUU Estados Unidos.
ELA Esclerosis Lateral Amiotrófica.
FN Falso Negativo.
FP Falso Positivo.
GAN Redes Neuronales Generativas Adversarias.
GIF Graphics Interchange Format.
GPU Graphics Processing Unit.
IA Inteligencia Artificial.
IBM International Business Machines.
IEEE Institute of Electrical and Electronics Engineers.
INE Instituto Nacional de Estadística.
IU Interfaz de Usuario.
JPEG Joint Photographic Experts Group.
JSON JavaScript Object Notation.
LSTM Redes Neuronales de Memoria a Corto y Largo Plazo.
MIT Massachusetts Institute of Technology.
ML Machine Learning.
NLM Biblioteca Nacional de Medicina.
PET Tomografía de Emisión de Positrones.
PIL Python Imaging Library.
PLN Procesamiento de Lenguaje Natural.
PNG Portable Network Graphics.
ReLU Rectified Lineal Unit.
RGB Red Green Blue.
RNN Redes Neuronales Recurrentes.
ROC Receiver Operating Characteristic.
SGD Stochastic Gradient Descent.
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SO Sistema Operativo.
SQL Structured Query Language.
SVM Support Vector Machine.
TFG Trabajo de Fin de Grado.
TIFF Tagged Image File Format.
VC Visión por Computador.
VN Verdadero Negativo.
VP Verdadero Positivo.
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