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Preámbulo
La principal motivación de cara al desarrollo del proyecto presentado es la satisfacción de

implementar una solución a un problema haciendo uso de Inteligencia Artificial, más concre-
tamente Deep Learning. Asumiendo el potencial que esta técnica implica, del mismo modo
que el auge que está percibiendo, tanto en investigación y desarrollo como en integración en
la industria y en la sociedad.

Más aún, afrontando el reto que supone la detección de emociones, pudiendo tener en un
futuro su integración y aportación en ámbitos sociales y clínicos.

Es de agradecer la ayuda por parte del departamento de Ciencia de la Computación e Inteli-
gencia Artificial de la Escuela Politécnica Superior de la Universidad de Alicante, los tutores,
así como la beca de colaboración con dicho departamento concedida para la realización de
este proyecto.

Es por ello que se pretende alcanzar conocimientos suficientes para poder llevar a cabo la
obtención de modelos entrenados con la mayor precisión posible, de tal modo que puedan ser
empleados para predecir las emociones de un sujeto e incorporarlos en un dispositivo real.
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Nunca consideres el estudio como
una obligación, sino como la

oportunidad para penetrar en el
bello y maravilloso mundo del saber.

Albert Einstein.
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1 Introducción
La influencia de la Inteligencia Artificial (IA) ha crecido notoriamente estos últimos años,

siendo cada vez más parte de nuestras vidas y estando presente, lo creamos o no, en multitud
de ámbitos. Es parte de nuestro día a día a través de asistentes digitales de voz, publicidad
personalizada, hogares inteligentes, búsquedas en la nube, chatbots y un largo etcétera.

“Las tecnologías basadas en la IA ya están siendo utilizadas para ayudar a los hu-
manos a beneficiarse de mejoras significativas y disfrutar de una mayor eficiencia
en casi todos los ámbitos de la vida.” Rouhiainen (2018)

Por lo consiguiente, una vasta cantidad de aplicaciones se han desarrollado o se encuentran
en desarrollo empleándola. En este documento se va a tratar concretamente la aplicación pro-
puesta a continuación haciendo uso de un subconjunto de Machine Learning (ML), el Deep
Learning (DL), método mediante el cual se pretende modelar la solución a un problema a
través de redes neuronales, conocidas como Neural Network (NN).

Uno de los campos de aplicación de la IA es el reconocimiento de emociones humanas a tra-
vés de diferentes metodologías. Pudiendo afrontarse a través de señales instintivas biológicas,
texto, voz o imagen de expresiones faciales.

En el presente Trabajo Final de Grado (TFG) se procede a abordar el problema del recono-
cimiento de emociones a través de la detección de rostros en una imagen o vídeo, conocido
como Facial Emotion Recognition (FER). Se ha propuesto la resolución de dicho problema
debido a las aplicaciones sociales que se considera puede llegar a tener.

Como motivación, se mencionan posibles implementaciones de la aplicación en ámbitos di-
versos:

• Salud mental
Puede emplearse como apoyo en terapias adaptativas y de rehabilitación para personas
con trastornos psicológicos, como puede ser el Trastorno del Espectro Autista (TEA),
la depresión o un Transtorno de la Conducta Alimentaria (TCA).
Ya en el Congreso de Darthmouth (1956) se llegó a la definición de presuposiciones
básicas de la IA en las que se otorgaban a las computadoras digitales la capacidad de
comprensión del pensamiento humano de manera formal y científica (Elguea (1987)).
Capacidad buscada a través de la aplicación propuesta.

• Marketing y publicidad
En la esfera empresarial, la capacidad de análisis y obtención de información del cliente
es una ventaja frente a la competencia. Es por ese motivo, que la aplicación puede
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2 Introducción

implantarse con consentimiento de los usuarios para poder ofrecer publicidad persona-
lizada más allá de las cookies, alcanzando una interacción inclusive más real con una
detección emocional.
La inclusión de IA en este área tiene años de recorrido desde sus inicios, se ha de-
mostrado que entre otras tecnologías el Big Data puede aumentar del 15% al 20% la
productividad de una empresa y la toma de decisiones (Monleón-Getino (2015)) y que
el reconocimiento de emociones puede ser útil para estudiar el comportamiento del con-
sumidor antes de la decisión de compra (Martínez-Ortega y Medina-Chicaiza (2020)).

• Productividad laboral
La propuesta es implementable en el círculo que envuelve el desarrollo de trabajo por
parte de los empleados de una empresa. Con esta, se podría llevar a cabo un análisis
de las emociones de los trabajadores con el fin de reducir las malas sensaciones y poder
así potenciar la productividad y el conocido como “Salario Emocional”. El cual, está
relacionado con el incremento del rendimiento, proactividad, eficiencia y compromiso
por parte de la plantilla (Saldívar y Moctezuma (2020))

• Bienestar social
Más allá de los enfoques comentados anteriormente, se pueden obtener beneficios socia-
les con un reconocimiento emocional de ciertos colectivos. Verbigracia, realizando una
supervisión de personas de la tercera edad que se encuentren en situaciones de soledad,
con el fin de mejorar su calidad de vida e informar a sus allegados en momentos de
dificultad; o realizando una monitorización del estado de ánimo de un menor a la hora
de jugar a videojuegos.

La Figura 1.1 muestra la salida del sistema propuesto: a partir de la imagen de una cara, se
analiza la expresión facial, se calcula la emoción que esta muestra y se notifica remotamente
a un familiar o cuidador si la emoción corresponde con enfado o tristeza. Algunos potenciales
casos de usos son para la monitorización de personas con alteraciones psicológicas, que se
encuentran mucho tiempo solas o que realizan actividades que suscitan enfado o ataques de
ira.

Inicialmente en el Capítulo 2 se plantean los objetivos a alcanzar durante la realización de
este TFG, mientras que en el 3 se localizan los enfoques de actuación frente al problema
existentes. En los posteriores se entrará en detalle acerca de las herramientas empleadas a lo
largo del proyecto, Capítulo 4, también sobre de los pasos llevados a cabo para el desarrollo
en el 5. Representando en el 5.2 cómo a través del uso de una arquitectura de red neuronal
con pesos predefinidos se entrenan diversos modelos. Buscando en todo momento la mayor
precisión a alcanzar, bien a través de modificaciones en el dataset mediante preprocesamiento
de las imágenes a utilizar en el conjunto de entrenamiento, como se comenta en el 5.1 o 5.4,
o a través de cambios en la configuración y parametrización del modelo a entrenar, 5.2. Fi-
nalmente se proporcionan los resultados obtenidos en los diferentes experimentos realizados
en el Capítulo 6.
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Figura 1.1: Funcionamiento del dispositivo.





2 Objetivos
El principal objetivo de este TFG es obtener los conocimientos y las capacidades para

poder desarrollar una aplicación empleando DL. Más concretantamente entrenando una red
neuronal con competencia para la detección de emociones en personas a través de imagen.

Encontrando entre los objetivos específicos los siguientes:

• Comprender y analizar las soluciones presentes hasta el momento como el Estado del
Arte.

• Alcanzar la mayor precisión posible en los modelos entrenados.

– Hacer uso de técnicas de procesamiento de imagen para adecuar el conjunto de
datos.

∗ Detección de rostros en una imagen.
∗ Alineamiento de los ojos de un rostro con la horizontal a partir de puntos

característicos de este.
∗ Ampliación del tamaño de la imagen con técnicas de DL mediante super-

resolucion.
– Emplear una arquitectura de red potente con pesos predefinidos.
– Comparar arquitecturas o niveles de la misma.
– Adecuar parámetros de entrenamiento.

• Obtener métricas de valoración de los modelos entrenados, como matrices de confusión
entre otras.

• Testar los modelos entrenados en vídeo con muestras reales.

• Desarrollar un dispositivo de análisis de emociones real, aplicable en personas mayores
para alertar telemáticamente de su estado emocional a personas allegadas. También
desarrollar una versión aplicable en jóvenes con problemas de adicción a videojuegos.
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3 Marco Teórico

El estudio de las emociones es uno de los más complejos a los que se ha enfrentado la
psicología, es por ello, que para representarlas se han desarrollado diversos modelados a lo
largo del tiempo (Plutchik (2001)).

Entre ellos se encuentra el modelo categorical o discreto, mediante el cual se postula que
todas las emociones se pueden representar en función de un conjunto reducido de emociones
básicas e innatas. La combinación de estas es lo que da lugar a otras más complejas. El nú-
mero exacto que representa a este reducido conjunto es por ahora dependiente del punto de
vista del investigador, puesto que en su determinación sigue habiendo debate. No obstante,
en el desarrollo de la aplicación propuesta se va a tomar como referencia la postulación de
los psicólogos Oster y Ekman (1981) que reduce a 6 las emociones básicas y universales en
todos los seres humanos independiente de las raíces culturales, cuya expresión se proyecta en
el área facial. Estas son: tristeza, alegría, ira, temor, asco y sorpresa; sin tener el cuenta una
neutral.

Figura 3.1: Rueda de emociones categórica

En adición, entre otras representaciones de las emociones se encuentra el modelo dimen-
sional que las representa en función de valores continuos (Figura 3.2). Encontrando en estos
el modelo bidimensional de valence, positividad o negatividad; y arousal, intensidad o acti-
vación de la emoción como se define en el artículo escrito por Barrett (1998) y se aplica en
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8 Marco Teórico

la experimentación propuesta por Kim y cols. (2018). El hipercubo en 3D, como ampliación
del anterior añadiendo controlabilidad y utilidad, o modelos híbridos como la rueda de las
emociones de Plutchik (Spezialetti y cols. (2020)).

Figura 3.2: Rueda de emociones dimensional

3.1 Aproximación al reconocimiento de emociones

El reconocimiento de emociones se ha abordado hasta el momento empleando diversos enfo-
ques, mediante extracción de características, o mediante DL, como es el caso del enfoque en
este proyecto.

Los métodos basados en características utilizan un conjunto de estas extraídas de diversas
fuentes: texto, audio, imagen o señales Electroencefalograma (EEG). Pueden emplear clasifi-
cadores de tipo Support Vector Machine (SVM) como en Kirange y Deshmukh (2012) para
reconocimiento de emociones a partir de texto. Clasificadores K-Nearest Neighbor (k-NN)
combinados con los anteriores, Mehmood y Lee (2015). También Artificial Neural Networks
(ANNs) Pomboza-Junez y Holgado-Terriza (2020), siendo el más extendido en la actualidad,
empleando DL.

El enfoque de la clasificación mediante DL posibilita la resolución del problema con datos de
las diferentes fuentes mencionadas anteriormente. A partir de imágenes mediante Convolu-
tional Neural Networks (CNNs), con gran potencial de mejora si se resuelven ciertos cuellos
de botella en su implementación y entrenamiento, como se analiza en el artículo Pramerdorfer
y Kampel (2016). Entre los factores determinantes se encuentra el preprocesamiento de las
imágenes, la arquitectura de red y la estrategia de entrenamiento. Como impedimento en la
mejora de la calidad de los experimentos se enumera el aumento de datos sin optimización ni
detección facial, provocado por la falta de un dataset público con suficiente cantidad de datos
como para estar dentro de los estándares actuales del DL. Empleando CNNs de tiempo real
para poder hacer uso de ellas en dispositivos como robots que requieran de un sistema com-
pacto que sea capaz de la detección facial, la predicción de género y clasificación de emociones
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simultáneamente, a través de una sola NN como plantea Arriaga y cols. (2017). Consiguiendo
esto mediante la reducción del tamaño de la CNN utilizada puesto que prácticamente la to-
talidad de sus parámetros se encuentra en las últimas capas Fully Connected. Asimismo, otro
de los planteamientos de resolución del problema pasa por las Recurrent Neural Networks
(RNNs) tanto para la detección de emociones en una conversación textual Majumder y cols.
(2019), como en audio Chamishka y cols. (2022) o incluso imagen combinada con datos de
EEG Zhang y cols. (2018). En adición, se pueden encontrar resoluciones del problema con
perspectivas combinadas, empleando CNN-Recurrent Neural Network (RNN) como en Li y
cols. (2019).

3.2 Conjuntos de datos
A continuación, se mencionan algunos de los conjuntos de entrenamiento comúnmente uti-

lizados para afrontar la detección de emociones. Bien mediante modelos discretos o continuos.
También se hace referencia al estado del arte actual para algunos de ellos, con el objetivo de
puntualizar el recorrido de este problema y los resultados hasta el momento.

Es recalcable que la principal problemática reside en los conjuntos de datos y en su procesa-
miento a la hora de entrenar los modelos de NN. Es por ello que en este trabajo se pretende
abordar dicho problema en busca de mejoras, evitando los factores que potencian los cuellos
de botella en la resolución del problema mediante CNNs.

Son los datasets el factor determinante a la hora de alcanzar un buen resultado o limitarlo
como se comentaba, es por ello que se analizan los que están comúnmente extendidos. Des-
tacando que es parte del principal problema no resuelto de FER, debido a que la mayoría
de ellos son reducidos en tamaño, encuentran desfase entre categorías o muestras incorrectas
incluidas. También es un aspecto de importante mención que la etiquetación en las categorías
habituales para el modelo discreto es un trabajo altamente subjetivo, lo que conlleva a con-
fusión entre categorías en las que la expresión facial puede resultar similar, como bien puede
ser entre neutral, asco o tristeza.

3.2.1 AffectNet

AffectNet (Figura 3.3) contiene al rededor de 400 mil imágenes a color y en blanco y negro
clasificadas manualmente en 8 clases (neutral, alegría, enfado, tristeza, miedo, sorpresa, asco
y desprecio). También contiene valores de valence y arousal por lo que puede ser empleado
para cualquiera de los dos principales modelados. Su principal desventaja y motivo por el
cual su uso no está muy extendido en el estado del arte es que la cantidad de imágenes entre
categorías no es equitativa, el número de las pertenecientes a alegría es desproporcionada-
mente mayor al resto, siendo prácticamente la mitad de esta categoría.

La precisión más alta conseguida con un modelo entrenado a partir de este dataset para 8
emociones se encuentra en el 63.03% alcanzada por Savchenko y cols. (2022), mientras que

http://mohammadmahoor.com/affectnet/
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para 7 en el 66.46% por Antoniadis y cols. (2021); sin datos extra añadidos al entrenamiento
para ninguno de los dos.

Figura 3.3: Muestras AffectNet

3.2.2 FER2013

El dataset FER2013 (Figura 4.1) alberga la cantidad de 30 mil imágenes en blanco y negro
con resolución restringida a 48x48. Contiene 7 categorías (enfado, asco, miedo, alegría, triste-
za, sorpresa y neutral). Es uno de los más empleados en el estado del arte de este problema.

La mejor precisión alcanzada hasta el momento ha sido mediante el ensamblado de ResMas-
kingNet con hasta otras 6 CNNs, siendo este de un 76.82% conseguida por Goodfellow y
cols. (2013), y haciendo uso de ampliación de datos para el entrenamiento.

Figura 3.4: Muestras FER2013

3.2.3 CK+

La extensión del conjunto Cohn-Kanade (CK) (Figura 3.5) está compuesto por 593 vídeos
de 123 sujetos de edad media adulta, categorizados en 7 emociones. Es un conjunto de en-
trenamiento habitualmente extendido en la investigación y en la aplicación de métodos de
clasificación de expresiones faciales.

https://www.kaggle.com/c/challenges-in-representation-learning-facial-expression-recognition-challenge/data
http://www.jeffcohn.net/Resources/
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Con este se han alcanzado precisiones cercanas a la perfección, 99.8% mediante ampliación de
datos y aplicación de ‘Vision Transformer with Squeeze and Excitation for Facial Expression
Recognition’ - Aouayeb y cols. (2021).

Figura 3.5: Muestras CK original (superiores) y CK+ (superiores e inferiores)

3.2.4 NHFI
Natural Human Face Images (NHFI) (Figura 3.6) es un dataset con poco recorrido y creado

con el objetivo de proveer imágenes clasificadas manualmente con detalle para la obtención
de mejores resultados en el entrenamiento de NN. Contiene unas 5500 imágenes tan solo,
de 8 categorías al igual que en 3.2.1, se encuentran en blanco y negro y están restrigindas a
224x224.

Figura 3.6: Muestras NHFI

https://www.kaggle.com/datasets/sudarshanvaidya/random-images-for-face-emotion-recognition
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Se han empleado diversas herramientas notoriamente conocidas en el ámbito del Deep
Learning, en las que no se va a entrar en detalle debido a su extendido uso. No obstante,
se deja constancia a continuación de las referentes tanto para la gestión y organización de
los códigos del proyecto en el lenguaje Python, la gestión de datos, el preprocesamiento de
imagen y el entrenamiento de redes neuronales. Entre ellas se encuentran:

• Compute Unified Device Architecture (CUDA). Plataforma de computación
en paralelo desarrollada por NVIDIA para el aprovechamiento de las ventajas de las
Graphics Processing Unit (GPU) frente a las Central Processing Unit (CPU) en situa-
ciones donde se requiera el lanzamiento de multitud de hilos simultáneamente.

• NVIDIA CUDA Deep Neural Network (CuDNN). Biblioteca de aceleración de
GPU para su uso con redes neuronales profundas. Focaliza su funcionamiento en el
rendimiento, la facilidad de uso y la baja sobrecarga de memoria.

• Anaconda. Es una distribución de los lenguajes de programación Python y R para
computación científica. Permite la instalación y administración de paquetes, entornos
y dependencias para trabajar de una forma sencilla y ordenada.

• Open Computer Vision (OpenCV). Biblioteca de libre acceso para visión artificial,
empleada para el procesamiento de imagen.

• Dlib. Biblioteca de software multiplataforma que contiene herramientas que implemen-
tan algoritmos de ML y visión por computador.

• TensorFlow (TF). Biblioteca de código abierto desarrollada por Google para la ges-
tión e implementación de procesos de ML.

• Keras. Biblioteca de código abierto para la implementación de redes neuronales que
puede ejecutarse sobre TF.

• Pandas. Librería de Python dedicada a la manipulación y análisis de datos.

• Gnuplot. Programa para la generación de gráficos 2D y 3D a través de funciones o
muestras de datos.

Seguidamente, se detallan otras herramientas concretas en las que se considera importante
hacer hincapié puesto que son relevantes en lo respectivo al problema abordado y el modo de
realizarlo.

13
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4.1 Conjunto de datos
Debido a la problemática planteada por los datasets pertenecientes al estado del arte en

el reconocimiento de expresiones faciales, se opta por afrontar de una manera distinta este
aspecto, puesto que en la mayoría de trabajos se hace uso de FER2013 (3.2.2) (Pramerdorfer
y Kampel (2016), Arriaga y cols. (2017), Sharma y Dugar (2018)). Este dataset contiene
relativamente pocas imágenes y son de resolución limitada.

Los conjuntos empleados para el entrenamiento de los diferentes modelos han sido dos, ambos
realizados por Mejía-Escobar y cols. (2022b):

• Conjunto fusionado: Alcanzado por la fusión de los datasets FER2013 (3.2.2) y NHFI
(3.2.4) en escala de grises, y una porción de 30k imágenes de AffectNET (3.2.1) en RGB.
En adelante referenciado como Dataset original.

• Conjunto fusionado y reclasificado: El mismo con un filtrado y reclasificación de
las imágenes pertenecientes a los 3 datasets originales. En adelante referenciado como
Dataset reclasificado.

Figura 4.1: Muestras dataset fusión AffectNEt, FER2013 y NHFI

Trabajo justificado por la motivación de reducir la generalidad y falta de calidad en los da-
tasets comúnmente utilizados para este problema. Puesto que se afirma que las CNNs han
mostrado resultados prometedores a partir de diferentes datasets para FER, siendo estos crea-
dos a partir de imágenes de ensayo, en entornos controlados y con una gran expresividad de
las emociones. Encontrando que en situaciones reales se encuentra una mayor heterogeneidad
en los rostros a la hora de detectar las emociones debido a las sutiles diferencias entre estas,
relevancia de la postura corporal o los cambios del entorno como puede ser la iluminación
o la oclusión de ciertas partes de la cara. Estos motivos hacen que el problema alcance una
mayor complejidad en un entorno real.

Como adición, el trabajo trata el aspecto de que muchos enfoques de mejora se basan en los
modelos de NN cuando incluso los creadores de datasets pertenecientes al estado del arte en
FER asumen que estos sufren una baja calidad en los datos. Es por ello, que dicho trabajo
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se enfoca en la vertiente relativa al conjunto de datos, puesto que estos tienen un gran peso
en los resultados del aprendizaje.

Entre otros aspectos, Mejía-Escobar y cols. (2022a) demuestra que muchos de estos conjuntos
contienen imágenes sin rostros u ocluidos, con marcas de agua, mal clasificadas, de dibujos
no reales, con textos o símbolos, etcétera. También se aborda la problemática de la creación
y tratamiento de un dataset en el campo del reconocimiento de expresiones faciales por la
subjetividad que conlleva la etiquetación de este.

Figura 4.2: Resumen de las precisiones entre conjuntos de entrenamiento originales y fusionados
(Mejía-Escobar y cols. (2022a))

En el artículo se accede a la distribución de la cantidad de imágenes que contienen los datasets
mencionados en función del género, la edad y la etnia. Pudiendo observar que generalmente
estos están notablemente polarizados conteniendo mayor cantidad muestras masculinas de
adultos de raza blanca. En adición, se tiene que las precisiones alcanzadas con los diferentes
datasets y los mejores modelos de red correspondientes son los de 4.2.

Clase Número de imágenes
Conjunto fusionado Conjunto fusionado y reclasificado

Enfado 9549 9289
Asco 4941 5795

Miedo 9231 9421
Alegría 15383 15022
Neutral 12343 13609
Tristeza 11125 9518
Sorpresa 8779 8696

Cuadro 4.1: Categorías y número de imágenes de los conjuntos de datos

Tras la fusión de los conjuntos, la cantidad de imágenes total con la que se va a trabajar es
de aproximadamente 70 000, siendo el reparto de categorías el mostrado en la tabla 4.1.
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4.1.1 Formato de almacenamiento - HDF5

Con el fin de una optimización computacional de gestión y acceso a los datos empleados
a la hora del entrenamiento se ha hecho uso de la biblioteca HDF5. Esta permite el almace-
namiento y acceso paralelo a grandes conjuntos de datos numéricos de manera estructurada,
conteniéndolos en un mismo fichero.

4.2 Clasificación de imágenes - EfficientNet

EfficientNet es una Convolutional Neural Network y un método de escalado uniforme, tan-
to para el ancho, como profundidad y resolución de la imagen, a partir de unos coeficientes
de escala fijos; habitualmente arbitrario en otras.

Este método de escalado se justifica por el motivo de que si la imagen de entrada es más
grande, la red necesitará más capas con el fin de un aumento en el campo receptivo y más
canales para la captura de patrones en una imagen de mayor resolución.

En particular, el nivel EfficientNet-B7 alcanza la mejor precisión en el estado del arte para
Imagenet, siendo hasta 8 veces más pequeña y 6 veces más rápida que la mejor ConvNet
existente (Tan y Le (2019b)).

Ha sido la escogida para utilizar de base en los diferentes entrenamientos planteados. Por
diferentes motivos entre los que se encuentra su precisión en el estado del arte de la clasifica-
ción de imágenes mediante CNN, alcanzando precisiones superiores a otras arquitecturas de
renombre, como son DenseNet, ResNet o Inception,. En adición, por su ratio entre el número
de parámetros de la red para los diferentes niveles.

Para el dataset de Imagenet, las precisiones de sus modelos alcanzan los valores representados
en el cuadro 4.2.

Arquitectura Precisión con Imagenet (%)
EfficientNet-B0 77.1
EfficientNet-B1 79.1
EfficientNet-B2 80.1
EfficientNet-B3 81.6
EfficientNet-B4 82.9
EfficientNet-B5 83.6
EfficientNet-B6 84.0
EfficientNet-B7 84.3

Cuadro 4.2: Precisiones alcanzadas para Imagenet con los niveles de EfficientNet (Tan y Le
(2019a))
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4.3 Ampliación de imagen por superresolucion
Se ha hecho uso de paquetes y modelos ya existente con el fin de ampliar la resolución

de las imágenes de los conjuntos mencionados con anterioridad en 4.1. Cabe destacar que se
encuentran diferentes tipos de ampliación.

• Por proximidad o vecindad. Todos los píxeles sin valor toman el del que si lo tiene y
se encuentra más cercano. Se reescala con el mismo patrón que la imagen de entrada
y puede que el resultado contenga desperfectos como bordes con dientes de sierra y
efectos no deseados.

• Reescalado bilineal. Interpolación matemática mediante gradientes entre los píxeles
conocidos para asignar los que se encuentran sin valor. No obtiene el mejor resultado
debido a que la imagen puede aparecer desenfocada y con pérdidas de detalle.

• Reescalado bicúbico. Mejora los resultados del bilineal con el mismo enfoque, puesto
que toma una vecindad de píxel de 4x4 con pesos en función de la distancia. Se alcanzan
resultados más nítidos que en el anterior.

• Mediante NN. Se toman conjuntos de datos con las mismas imágenes a diferentes reso-
lución, tamaños de entrada y salida, y se entrena un modelo.

En Image Super-Resolution (ISR), Francesco Cardinale (2018), el objetivo del proyecto es
ampliar y mejorar la calidad de imágenes con poca resolución. Contiene la implementación
para ampliar una imagen mediante reescalado bicúbico, así como con diferentes Residual
Dense Networks (RDNs) para la ampliación de una imagen a una resolución dos o cuatro
veces mayor que la original. Entre los modelos disponibles proporcionados para su uso se en-
cuentran con Residual Dense Network (RDN): psnr-large, psnr-small, noise-cancel. También
uno con Residual in Residual Dense Network (RRDN): gans. Siendo la Proporción Máxima
de Señal a Ruido (PSNR) utilizada como unidad de la calidad de la recontrucción de una
imagen comprimida, en este caso a una resolución original pequeña.

Otra herramienta que se ha utilizado ha sido Image Super-Resolution using an Efficient
Sub-Pixel CNN (ESPCN) Long (2020). En el caso de este proyecto, se entrena un modelo
propuesto por Shi y cols. (2016) para la reconstrucción de imágenes de baja resolución co-
mo entrada con un pequeño conjunto de datos, BSDS500. En este se procesa el conjunto de
datos, recortando y reescalando las imágenes para su uso en el entrenamiento junto con las
originales a amplia resolución. Obteniendo una PSNR de al rededor de 27.

MIRNetv2 Zamir y cols. (2022) es un método que ha sido planteado con el objetivo de me-
jorar los resultados en el campo de la superresolución haciendo uso de CNNs. En el artículo
presentado se plantea la problemática de este enfoque en función de la representación in-
terpretada por la red, pudiendo ser a resolución completa o mediante reducción progresiva
de esta. En ambos casos se encuentran inconvenientes, puesto que en el primero se afirma
una conservación de la relación espacial pero aparece una pérdida de información contextual
de la imagen ampliada ya que no se codifica con precisión. Mientras que en el segundo los
resultados mantienen una cohesión general a costa de incorporar desajustes espaciales. El

https://www2.eecs.berkeley.edu/Research/Projects/CS/vision/grouping/resources.html
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método propuesto se basa en el uso de un bloque residual multi-escala graicas al que se com-
bina información contextual de múltiples escalas, pero se mantiene la coherencia espacial de
la alta resolución. Con él se afirma alcanzar los resultados del estado del arte en tareas de
procesamiento de imagen, entre las que se incluye la superresolución, logrando PSNR valores
por encima de 34 para una reescalado al doble y de hasta 29 para el cuádruple.

También se debe mencionar Super Resolution API propiedad de DeepAI. Ofrece diversas
herramientas para la generación de imágenes únicas, permite la amplicación de la resolución
de entrada con llamadas a ella. Hace uso de ML para la obtención de una imagen más clara,
nítida y escalada.

4.4 Desarrollo de la aplicación
Las herramientas empleadas para la integración de un modelo entrenado en un dispositivo

real de uso se pueden clasificar en HardWare (HW) y SoftWare (SW).

• Raspberry Pi Zero W

Para albergar una de las partes de la aplicación se hace uso de una Raspberry Pi Zero
W, tratándose de un microordenador de pequeñas dimensiones con cualidades óptimas
para introducirlo en un dispositivo de uso concreto. Utiliza el sistema operativo Rasp-
bian, basado en Linux y dedicado para trabajar con el hardware de esta placa.

Este modelo concretamente introduce conectividad Wifi 802.11 n y Bluetooth 4.0 por
lo que es ideal para un dispositivo inálambrico. Además tiene un procesador de 1 núcleo
a 1 Ghz, 512 MB de RAM, E/S mini HDMI, microUSB, conector CSI para cámara y
alimentación.

• Flask
Flask es un Framework escrito en Python y dedicado al desarrollo de WebApps bajo el
patrón MVC, el cual permite diferenciar el modelo de datos, la vista de la página web
y el controlador que recibe las peticiones. Aunque para la aplicación a desarrollar solo
se va a hacer uso de este último.

Parte de sus ventajas radican en que permite el desarrollo de una WebApp funcional
con las herramientas precisas, pero permite añadir extensiones para mayor complejidas
o requerimientos.
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En el vigente apartado se va a entrar en detalle acerca del proceso realizado para la obten-
ción de un dispositivo funcional empleando un modelo de red neuronal entrenado y testado
para la ocasión. El objetivo es la implementación de un dispositivo funcional cuya actuación
se base en el esquema 5.1. De tal modo que se capte una imagen del usuario gracias al dis-
positivo compacto que se encuentra en el entorno, esta se envíe a un servidor en el que se
procesará y detectará la emoción.

Figura 5.1: Esquema del dispositivo objetivo

Es por ello que se estructura de tal modo modo que se especifica inicialmente cómo se trabaja
con el conjunto de datos, se entrenan varios modelos y se obtienen métricas de calidad de
dichos modelos. Con el objetivo de mejorarla se vuelve al punto de partida, siendo este el
dataset, planteando modificaciones para volver a entrenar y comprobar si las precisiones han
aumentado. Realizado el ajuste de modelos, se testan con muestras reales no pertenecientes a
los conjuntos de datos. Finalmente se implementa la aplicación que contendrá el dispositivo,
pudiendo hacer uso de diversos modelos de los entrenados en ella.

5.1 Procesamiento del conjunto de datos

Para trabajar con cualquiera de los dos datasets detallados en el apartado 4.1 y emplearlo
para el entrenamiento de un modelo, se han de preprocesar las imágenes que contiene. Es por
ello que se ha desarrollado un filtrado de estas para devolver como resultado un fichero con
el conjunto de datos en formato HDF5.

La principal finalidad de este filtrado es la eliminación de imágenes en las que no se encuen-
tren rostros, así como la normalización del dataset para evitar desviaciones o resultados no
deseados a la hora de entrenar un modelo.
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Se ha seguido el procesamiento de tal manera que se localice el rostro como inicio, que
posteriormente se encuentren unos KeyPoints (KPs) de referencia en la cara, se alinee el
segmento de unión de los ojos con la horizontal y finalmente se recorte tan solo la zona de
interés con el propósito de eliminar información innecesaria de la imagen.

5.1.1 Detección de rostros en una imagen
En primer lugar se ha de localizar el rostro en la imagen. Para ello se carga esta mediante

OpenCV. Empleando un detector de rostros de la librería Dlib se obtienen los recuadros donde
se encuentra el rostro, o los rostros en la imagen, 5.2. De tal modo que se pueda comenzar el
preprocesamiento de esta.

(a) Original (b) Rostro localizado

Figura 5.2: Muestra de la localización del rostro

5.1.2 Alineamiento de los ojos del rostro con la horizontal
Con el fin de poder realizar el proceso de alineamiento, se han de localizar los ojos. Para ello

se ha hecho uso de un detector de landmarks o puntos de referencia implementado también
en Dlib. Mediante este se obtiene un listado de hasta 68 puntos clave, representados en la
figura 5.3, de los cuales interesan los correspondientes a la silueta de los ojos.

Figura 5.3: Muestra de la localización de los facial landmarks
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Es por ello que una vez obtenidos todos los puntos de referencia, se accede a la posición de los
que son de relevancia: ojo izquierdo [36-41] y ojo derecho [42-47], incluidos. Esto, con el fin de
calcular el centroide de cada uno de ellos, de tal manera que se pueda trazar una recta entre
ambos y obtener el ángulo de inclinación de esta. Realizado lo anterior, bastaría con efectuar
la transformación afín que supone la rotación de la imagen original mediante OpenCV.

Una vez se ha rotado la imagen original, teniendo el rostro alineado se repite el proceso de
detección de la cara. Esto se realiza puesto que el recuadro de localización inicial no será el
mismo que el de la nueva imagen con la transformación aplicada. Tras este paso, se puede ya
recortar la final (Figura 5.4) tomando como referencia el área del nuevo cuadrante obtenido.

(a) Original (b) Ojos alineados a la
horizontal y recortada

Figura 5.4: Imagen final procesada

5.1.3 Creación del dataset en formato HDF5
El conjunto de datos ha sido almacenado en un fichero de extensión ‘.h5’. Justificado por el

motivo de que las imágenes son un tipo de dato costoso al que acceder miles de veces debido
a su tamaño, es por ello que se debe realizar de una manera óptima para que no retrase
el proceso de entrenamiento. La librería HDF5 gracias a su organización jerárquica permite
un gran ahorro computacional en este proceso de acceso continuo a grandes cantidades de
datos. Permitiendo además la combinación de diversos tipos de datos heterogéneamente en
diferentes estructuras, siendo en este caso la imagen y su etiqueta correspondiente. Siendo
otra de sus grandes ventajas que todo el sistema de archivos está contenido y descrito en un
solo fichero.

Para su obtención, se ha empleado el preprocesamiento de cada imagen contenida en el da-
taset fusionado sin reclasificar (Capítulo 4.1). De tal modo que gracias a la librería ‘h5py’ se
pueda crear el fichero y gestionar la adición de cada conjunto imagen-etiqueta.

Los datos se encuentran en diferentes directorios, siendo cada uno de ellos el encargado de
albergar todas las imágenes de una clase concreta. Por lo tanto, se tuvieron que recorrer estos
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preprocesando cada una de las imágenes originales con lo detallado en 5.1 y re-escalándolas
al tamaño que se considere adecuado para la arquitectura de red empleada. Añadiéndolas al
campo ‘data’, con su correspondiente campo ‘label’.

A fin de realizar comparaciones acerca de las ventajas proporcionadas por la reclasificación
del dataset realizada por Mejía-Escobar y cols. (2022a) y poder aumentar las precisiones que
en dicho artículo se mencionan con la arquitectura de EfficientNET, se crean los dos con-
juntos para entrenar modelos y testarlos. El primero dado de la fusión de una porción de
AffectNet, FER2018 y NHFI; y el segundo dado de esta misma unión y una reclasificación
entre categorías, como se apuntaba en 4.1.

Datasets creados en HDF5 inicialmente:

• Dataset original: Imágenes preprocesadas y escaladas a resolución 200x200.

• Dataset reclasificado: Imágenes preprocesadas y escaladas a resolución 224x224.

Se otorgaron estos tamaños de imagen debido a que el dataset original se encontraba a reso-
lución 224x224, conteniendo imágenes procedentes de FER2013 a 48x48.

5.2 Entrenamiento
A fin de obtener un entrenamiento parametrizado y poder realizar numerosas pruebas de

valor, se han desarrollado diversas experimentaciones modificando estos. Cambiando entre
niveles de la arquitectura de EfficientNET, ficheros de dataset, porcentajes dedicados a en-
trenamiento y test, tasas de aprendizaje, etcétera.

Para los conjuntos de datos creados, se realizan entrenamientos modificando tanto el LR
como el tamaño de la red, esto último modificando entre los niveles B0 y B7 de Efficient-
NET, siendo respectivamente el más pequeño y más grande. El primero preparado para una
resolución de entrada de 224x224, mientras que la esperada por el último es de 600x600.

Se ha seguido el planteamiento de ajustar los parámetros de la red para el dataset original,
con el fin de estandarizar estos una vez alcanzadas las mejores precisiones posibles. De tal
modo que para posteriores experimentos se asignen dichos parámetros y se puedan comparar
los resultados obtenidos entre diferentes conjuntos de datos para la mejor estrategia.

5.2.1 Extracción de datos
En primer lugar, se ha de importar el fichero con extensión ‘.h5’ creado anteriormente que

contiene el dataset, barajándolo y realizando una división de los datos en dos conjuntos: en-
trenamiento y test, de manera aleatoria y con unos porcentajes asignados como 80% train y
20% test. Almacenando externamente información de qué imágenes pertenecen a cada uno
de ellos con el fin de poder obtener métricas de calidad del modelo entrenado, a posteriori. Por
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lo que para cada entrenamiento la división de imágenes en conjuntos de entrenamiento-test
será diferente y al azar.

Debido al volumen de imágenes contenido en el conjunto de datos, es inviable realizar un
entrenamiento cargando todas al mismo tiempo, por lo que se requiere de una generación de
fragmentos de este que no superen la capacidad de la GPU en la que se va a entrenar. El
tamaño de estos fragmentos será del batch size asignado de manera experimental para cada
tamaño de arquitectura o resolución de las imágenes del conjunto. Por ello en cada subépoca
de entrenamiento se alimenta a la red para que se ajuste con una pequeña porción de imáge-
nes de la parte reservada a entrenamiento y de la de test.

5.2.2 Definición de estrategia de entrenamiento
Se ha de definir un modelo para entrenar, con asignación de numerosos parámetros: LR,

dropout, tipo de activación de las neuronas, optimizadores, normalización, etcétera.

Debido a que el modelo no va a ser creado de cero y se parte de una arquitectura importada,
algunos de estos parámetros aparecen pre-definidos y es adecuado no modificar los originales.
Por lo tanto, en este caso se procede a realizar el ajuste del modelo de la arquitectura con
sus pesos originales, para realizar el conocido como transfer learning.

Es por ello que el procedimiento seguido ha sido, inicialmente, la definición del tamaño de
entrada que recibirá la red, es decir, el de las imágenes añadidas al dataset. En segundo
lugar importar el modelo de EfficientNet del nivel que se desee entrenar, indicando: el tipo de
entrada, que no se desean incluir las capas superficiales puesto que serán ajustadas al proble-
ma de clasificación afrontado con 7 etiquetas, y los pesos a cargar, en este caso los obtenidos
mediante Imagenet que son con los que la arquitectura obtuvo sus mejores resultados iniciales.

A continuación se definen los parámetros comentados:

• Tasa de abandono, dropout 0.2, para evitar el sobreentrenamiento de la red y regula-
rizar el modelo entrenado.

• Formato de activación de la salida en las capas densas, asignado a softmax para todos
los entrenamientos, debido que su uso está extendido para realizar clasificación multicla-
se. Funciona de tal modo que convierte las salidas de la capa anterior en probabilidades
que han de sumar uno.

• Tipo de optimizador, escogido adam. Combina ventajas de los algoritmos RMSprop
y Momentum, siendo una versión extendida del descenso por gradiente estocástico.
Realiza un ajuste del LR adaptativo, aún así, requiere de un valor inicial óptimo para
poder obtener resultados competentes.

Las primeras experimentaciones se centran en el ajuste óptimo del LR, con motivo de, como
se ha comentado, estandarizar la estrategia de entrenamiento para futuros experimentos. Es



24 Desarrollo

por ello que se plantean con el dataset original y los dos niveles más representativos de Ef-
ficientNet: el menor y primero que se publicó, nivel B0; y el de mayor envergadura de red y
mayores resoluciones esperadas de entrada, nivel B7.

5.2.3 Transferencia de aprendizaje - Entrenamiento

Tras definir, configurar y compilar el modelo, se procede al entrenamiento. De tal manera
que se obtenga un ajuste de este para cada porción del dataset recorrido, almacenando la
precisión y pérdida. Una vez se haya recorrido el conjunto de datos de entrenamiento com-
pleto, se considerará realizada una época, para la cuál se realizará una evaluación. Tras esto,
se tendrán unas métricas de entrenamiento en función de la media de todos los ajustes del
modelo realizados en cada subépoca y una de test obtenida de la validación.

En cada época se almacena este conjunto de información a fin de la obtención de gráficos para
catalogar la calidad del entrenamiento una vez finalizado. Es más, el modelo correspondiente
a la época también es guardado para poder hacer uso del más conveniente en posteriores
pruebas.

Al finalizar el entrenamiento, se transfiere la información relevante almacenada durante este
a un archivo ‘.csv’ a través de la librería Pandas.

5.3 Obtención de métricas de calidad del entrenamiento
Un modelo entrenado se ha de evaluar para llegar a conclusiones acerca de sus cualidades.

Es por ello que se han empleado diversos métodos muy asentados en el DL, para este caso
concreto de clasificación de la emoción en 7 clases.

En primer lugar, la obtención de gráficos de precisión y pérdida que representan la etapa de
entrenamiento y validación, el aprendizaje del modelo y aspectos relevantes como las precisio-
nes máximas alcanzadas durante el entrenamiento y en la etapa de test. Para obtenerlas se ha
empleado la herramienta Gnuplot accediendo a los datos almacenados de cada entrenamiento.

Otra métrica de la calidad del modelo con la que se puede visualizar el desempeño de este
a la hora de clasificar entre las 7 categorías de emociones, son las matrices de confusión.
Con ellas se puede analizar qué emociones detecta mejor, cuáles generan confusión a la red
y realizar una distinción entre clases. Para obtener la de un modelo concreto ya entrenado
se importa este junto con la identificación de qué muestras del conjunto pertenecían a train
y test en dicho entrenamiento. De este modo se recorre la parte del dataset correspondiente
a las imágenes de test realizando predicciones para cada una de ellas. Contabilizando tanto
su emoción original etiquetada y la predicha, siendo la primera el índice de la columna de
la matriz y la última el de la fila. Obteniendo finalmente una matriz cuya diagonal principal
representa los aciertos del modelo. Normalizando la matriz se pueden obtener conclusiones re-
levantes acerca de este, como el porcentaje de acierto para cada clase en la diagonal principal.
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5.4 Ampliación del dataset original mediante super-resolución
Realizados los primeros entrenamientos de ajuste de parámetros, así como las comparacio-

nes entre el dataset original y el reclasificado se propone mejorar la precisión alcanzada con
el mejor modelo hasta el momento. Debido a que el aspecto más relevante de la calidad del
modelo pasa por el conjunto de datos, se considera que la realización de modificaciones en
este puede conllevar a mejoras.

Se plantea realizar una modificación a todo el conjunto de datos original sin reclasificación
como experimentación. Es por ese motivo que se plantea recurrir a la super-resolución. La
decisión transcurre debido a los siguientes motivos:

• A pesar de que la resolución del dataset original sea a 224x224, se ha observado que
muchas imágenes ya se encontraban re-escaladas. Esto justifica que su calidad no sea
del todo óptima (Figura 5.5). Por lo que se busca mejorarla mediante esta técnica.

• Los diferentes niveles de EfficientNet esperan tamaños de entrada para la red distintos,
por lo que realizadas experimentaciones con tamaños cercanos al de su nivel más bajo,
B0 que espera una resolución de entrada de 224x224, se pretende ampliarla en busca
de una mejora en niveles superiores, o incluso para el menor.

(a) Muestra 1 (b) Muestra 2

Figura 5.5: Muestras de imágenes del dataset original con calidad reducida

Se realiza una búsqueda de métodos de ampliación de imágenes evitando la pérdida de cali-
dad de estas. Probando con diferentes metodologías y paquetes de uso abierto.

Se analizan las muestras dadas como ejemplo en las diferentes publicaciones oficiales de las
herramientas que se comentan en el capítulo 4.3.

En la figura 5.6 se muestra una ampliación mediante el método de Image Super Resolution
(ISR) teniendo la imagen original 5.6a y la ampliada por super-resolución 5.6b. En la 5.6c
sin embargo se puede observar la comparativa entre el funcionamiento de la super-resolución
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(a) Muestra de
funcionamiento

original

(b) Muestra de funcionamiento
ampliada

(c) Comparativa entre
escalado mediante RRDN

(mitad izquierda) y
bicúbico (mitad derecha)

Figura 5.6: Muestras de funcionamiento del paquete ISR (Francesco Cardinale (2018))

frente a un escalado bicúbico, aplicando cada método a una mitad de la imagen original. En
esta segunda comparación se puede afirmar que el método aparente es robusto y mejora las
técnicas tradicionales de escalado.

En el conjunto de imágenes 5.7 aparecen tres de estas, siendo las dos primeras representativas
de la imagen original tanto a baja como alta resolución. En la última se muestra el resultado
de la ampliación mediante el método de ESPCN para la pequeña porción de la imagen selec-
cionada. El resultado es competente en comparación a la baja resolución inicial, no obstante,
queda camino para poder aproximarse a la alta calidad mostrada en 5.7b.

(a) Muestra a baja resolución (b) Muestra a alta resolución (c) Ampliación de la baja
resolución mediante el

método

Figura 5.7: Muestra de funcionamiento del paquete Efficient SubPixel (Long (2020))

En las dos muestras contenidas en la figura 5.8 se tienen las imágenes originales y su amplia-
ción al doble de resolución mediante el paquete de MIRNetv2. Su funcionamiento en estas
proporcionadas de ejemplo parece obtener resultados muy competentes.

Una vez examinadas las muestras de ejemplo de las diferentes herramientas, destacando que
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(a) Muestra 1
original

(b) Muestra 1 ampliada (c) Mues-
tra 2

original

(d) Muestra 2
ampliada

Figura 5.8: Muestras de funcionamiento del paquete MIRNetv2 (Zamir y cols. (2022))

la API de DeepAI no proporciona, se procede a testar con imágenes del dataset original estos
métodos. Para que de este modo se pueda escoger el que mejor resultados ofrezca con el
conjunto de imágenes a 224x224 y muchas a una calidad de imagen bastante baja. Se puede
acceder a las comparartivas realizadas en la sección 6.4 de este documento.

A pesar de los aparentes buenos resultados con las imágenes de ejemplo proporcionadas por
los desarrolladores, las pruebas con las imágenes del dataset no han alcanzado ese nivel. No
se consideran relativamente óptimos los resultados, no obstante, se decide generar un nuevo
conjunto de datos en HDF5 con una de las herramientas candidatas. De tal modo que em-
pleando la herramienta proporcionada por el paquete de ISR (4.3) se preprocesa el dataset del
mismo modo que en 5.1, con la detección y alineamiento del rostro inicialmente, añadiendo
un último paso antes de incluir la imagen en la estructura de datos, ampliarla al doble de su
resolución. Dando lugar a un nuevo dataset:

• Dataset ampliado por super-resolución: Parte como base del dataset original,
ampliando sus imágenes a 448x448.

Con este conjunto de datos se realizan entrenamientos para los niveles tanto B0 como B7
de EfficientNet. También se obtienen las métricas de evaluación comentadas en 5.3 para así
poder comparar los resultados de estos entrenamientos con los anteriores.

5.5 Test de los modelos en entorno real
De cara a comprobar el funcionamiento de los modelos entrenados fuera de los conjuntos

de datos empleados para el entrenamiento y test, se propone la predicción real con imágenes
o vídeos de muestra (Figura 5.9). Tomando una situación que concuerde con los objetivo de
desarrollar un dispositivo para la detección de tristeza en personas mayores o detección de
enfado en jóvenes debido a los videojuegos, se escogen muestras de usuarios pertenecientes a
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estas categorías. En estas pruebas se realizan las predicciones para los vídeos con cada uno de
los modelos, etiquetados en función del dataset y la arquitectura utilizados para su obtención.

(a) Comparación de modelos en personas
mayores

(b) Comparación de modelos en jóvenes
alterados

Figura 5.9: Comparación de modelos en diferentes usuarios objetivo

5.6 Desarrollo del dispositivo y aplicación
Como objetivo final estaba propuesto el desarrollo de una aplicación que se pudiera incor-

porar a un dispositivo real. Esta debería tener la capacidad de reconocer las emociones del
usuario que lo tiene en su poder, advirtiendo a sus allegados cuando ocurran variaciones no
deseadas, verbigracia aparición de tristeza o enfado. Para ello se emplearon las herramientas
comentadas en 4.4, una Raspberry Pi Zero W como HW y el framework de desarrollo de
aplicaciones web Flask.

En primer lugar, se ha de mencionar el desarrollo específico del dispositivo compacto con el
fin de implementar un prototipo de bajo coste útil. Se ha optado por la impresión 3D debido
a su facilidad para poder llevarlo a cabo y el bajo precio que supone. En la figura 5.10 se
pueden visualizar los diseños utilizados para la impresión.

A continuación se entra en detalle acerca de las partes que componen la estructura de la
aplicación, estas son dos bien diferenciadas con sus funcionalidades correspondientes.

• Módulo cliente - Dispositivo compacto con Raspberry y Webcam
Implementado con el objetivo de funcionar constantemente en la Raspberry que contiene
el dispositivo. Es el encargado de captar la imagen del usuario que lo tiene y mediante
el método de solicitud POST se pide al servidor que acepte los datos enviados. En este
caso son la imagen captada por la WebCam del rostro del usuario.

• Módulo servidor - Detección de emoción y aviso remoto
En el servidor albergado en la red local a la que también debe estar conectada la
Raspberry se recoge la información recibida, la imagen. Esta se preprocesa del mismo
modo que en 5.1 y se realiza una predicción de ella con el modelo de red escogido. Se
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(a) Contenedor del dispositivo (b) Tapa del dispositivo y soporte para
la WebCam

Figura 5.10: Diseños CAD del dispositivo

permite modificar el modelo de uso cuando se inicia el servidor de la aplicación, por
lo que se puede comprobar su funcionamiento con modelos entrenados a partir de los
datasets: original, reclasificado y ampliado por super-resolucion.
Una vez realizada la predicción de la imagen recibida, se comprueba si esta se encuentra
entre las no deseadas y si es así se envía por Telegram a sus allegados un aviso. Para
realizar esto se ha implementado un bot de esta red social, mediante el que se envía la
información. El mensaje y la imagen se mandan desde el servidor gracias a la API que
proporciona, mediante la cual, utilizando una clave generada para el bot (API key) se
pueden hacer solicitudes de tipo POST adjuntando en ellas diferentes tipos de datos,
en este caso imagen y texto.

Cabe destacar que para la utilización del dispositivo con el modelo obtenido a partir del
dataset ampliado por super-resolución se ha tenido que desarrollar otro módulo servidor. El
motivo ha sido la incompatibilidad entre el modelo de ampliación por super-resolución de
ISR utilizado y el entrenado para la detección de emociones. De tal manera que una vez se
recibe la imagen, se preprocesa para recortar y alinear el rostro, esta se envía al servidor de
super-resolución donde se amplia y se devuelve para la detección de la expresión facial y la
realización del aviso por Telegram si es conveniente.

Como ya se ha ido comentando en diversas ocasiones las potenciales aplicaciones de este
dispositivo desarrollado pueden ser diversas. Todas ellas enfocadas a la monitorización de
uno o varios usuarios y haciendo uso del HW mostrado en la figura 5.11. Pudiendo ser para
personas de la tercera edad en situaciones de soledad, de tal modo que se advierta a sus
allegados en momentos difíciles; o ser aplicada a jóvenes con adicción a los videojuegos para
que en situaciones de estrés y enfado por estos se avise a sus familiares de que debería dejar
de jugar hasta la siguiente ocasión.
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(a) Componente interno, Raspberry
Pi Zero W

(b) Apariencia externa con Webcam

Figura 5.11: Dispositivo compacto



6 Experimentación y resultados

A continuación, se procede a mostrar y detallar los diferentes procedimientos prácticos
llevados a cabo, así como los resultados de las diversas pruebas que se han realizado. Tanto
como en lo relativo a los modelos de detección de emociones entrenados haciendo uso de la
arquitectura previamente comentada EfficientNet y sus diferentes niveles, como en el campo
de la super-resolución probado con el fin de mejorar estos modelos, así como el funcionamien-
to de la aplicación desarrollada.

6.1 Configuración del entorno de trabajo
En primer lugar, es de importante mención la configuración empleada para efectuar los

siguientes procedimientos.

En cuanto al hardware se trata, todos los modelos van a ser entrenados y probados en GPUs
NVIDIA GeForce RTX 2080 Ti con 11 GB de memoria. Cuyos drivers trabajan en la versión
470.82.00 y admiten compatibilidad con CUDA 11.4. Por lo que se ha optado por configurar
el setup con:

• Cuda: 11.0

• CudNN: 8

En el caso del software, se van a emplear diversos entornos en función de las necesidades y
los requerimientos de las librerías empleadas, puesto que en algunos casos se dan incompati-
bilidades de uso que se deben solventar. Se detallan a continuación las versiones relevantes
de los paquetes o librerías a utilizar, así como la versión de Python en la que trabajan:

• Entorno para la creación del dataset con tamaños de imagen originales
Emplea procesamiento de imagen mediante las librerías de OpenCv y Dlib, así como
h5py para el manejo y almacenamiento de los datos. No se requiere ninguna versión
concreta de estas.

– Python: 3.8.10
– OpenCv: 4.6.0
– Dlib: 19.24.0

• Entorno para la creación del dataset con imágenes ampliadas por super-
resolución con el paquete ISR

31
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En este caso se necesita emplear las mismas librerías que en el anterior, añadiendo la
instalación del paquete ISR. Este trabaja con TF 2.0.0 desarrollado para Python 3.6,
por lo que la versión del anterior no es compatible. Se requiere entonces instalar la
versión de OpenCV y Dlib correspondientes a la versión de Python a utilizar.

– Python: 3.6.13
– TensorFlow: 2.0.0
– TensorFlow-gpu: 2.0.0
– Keras: 1.1.2
– OpenCv: 4.1.0
– Dlib: 19.22.0

• Entorno para el entrenamiento de modelos empleando las GPUs disponibles
Este entorno se ha configurado en base a la versión de TF soportada por los dispositivos
HW, determinada por la versión de CUDA en uso, para poder entrenar modelos de red
neuronal en ellos, gracias a TensorFlow-gpu.

– Python: 3.6.13
– TensorFlow: 2.4.0
– Tensorflow-gpu: 2.4.0
– Keras: 1.1.2
– OpenCv: 3.4.2
– Dlib: 19.24.0

6.2 Modelos entrenados con dataset original
El primero de los experimentos realizados ha supuesto un número de entrenamientos con

el dataset original (porción AffectNet, FER2013 y NHFI). La resolución de las imágenes para
el entrenamiento y la dada como entrada a las NN ha sido de 200x200

Como ya se ha mencionado con anterioridad en el apartado 5.2, la arquitectura de red neuro-
nal EfficientNet proporciona diversos niveles que definen el tamaño de la propia red, así como
la resolución esperada de imagen de entrada. Es por ello que se han realizado entrenamientos
con los tamaños pequeño y grande, B0 y B7 respectivamente, con el fin de poder obtener
diferentes resultados y sacar conclusiones de ellos.

Para cada uno de estos niveles se ha entrenado un modelo con diferentes tasas de aprendizaje,
más conocido como LR. De tal manera que se pudiera ajustar la estrategia de entrenamiento
para alcanzar la mayor precisión posible en cada caso.

Se muestran en los apartados 6.2.1 y 6.2.2 las habituales métricas de calidad de los modelos
entrenados, gráficas de precisión y pérdida para cada uno de los correspondientes niveles de
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la arquitectura de red. En adición, se han calculado las matrices de confusión, como se ano-
taba en 5.3, para poder obtener una mejor discusión y comparación de los resultados entre
modelos y categorías. Con el fin también de deducir qué tipo de emociones son las mejor o
peor detectadas para el conjunto de test.

En la Tabla 6.1 se agrupan las precisiones alcanzadas en los entrenamientos llevados a cabo
en esta parte del proyecto. Siendo la mejor alcanzada en test de 67.96% con la transferencia
de aprendizaje de EfficientNet-B7 y un LR de 0.0001.

Modelo de red Learning Rate Train Accuracy Test Accuracy

EfficientNetB0
1e-2 51.28% 60.74%
1e-4 54.83% 63.08%
1e-6 53.83% 63.67%

EfficientNetB7
1e-2 52.01% 62.50%
1e-4 57.70% 67.96%
1e-6 55.39% 66.79%

Cuadro 6.1: Máximas precisiones alcanzadas con el dataset original

Cabe destacar que en la experimentación las precisiones de test superan en estos casos las
de entrenamiento, esto puede ser por dos motivos. El primero es que el conjunto de entrena-
miento sea muy complejo y correcto, por lo que esta representando fielmente la realidad y a la
hora de testarlo funciona óptimamente. El otro motivo representa lo opuesto, el conjunto de
entrenamiento está mal clasificado, contiene confusión entre clases y muestras que no debían
estar incluidas, dado este caso la precisión de entrenamiento se estabiliza puesto que la red
no consigue generalizar ni aprender más.

Debido a la complejidad de categorización de los conjuntos de datos en la detección de emo-
ciones mediante expresiones faciales, así como la problemática de confusión entre clases y
muestras no reclasificadas ni eliminadas que contiene el conjunto empleado para estos entre-
namientos, no se considera desacertado que el motivo sea el segundo comentado, no obstante,
no se puede afirmar con certeza a priori.

6.2.1 EfficienNet-B0
Para el nivel B0 de la arquitectura empleada se dan los siguientes resultados. Pudiendo

destacar que los mejores obtenidos han sido con una tasa de aprendizaje de 1e-4 (Gráficas
6.1). Justificando que para mayores valores probados el ajuste que realiza la red de descen-
so por gradiente no consigue alcanzar la convergencia en un mínimo debido a que lo salta.
Esto se puede comprobar ya que la pérdida para el entrenamiento con LR 1e-2 (6.1b) está
ligeramente alta. Para el caso de valores menores de LR, los tiempos de entrenamientos son
desproporcionadamente mayores, así como las épocas de entrenamiento hasta conseguir una
estabilización de la red (Gráficas 6.3). Es por ello que el valor de 1e-4 ha sido considerado
como óptimo de cada a futuros experimentos, cuyas métricas se pueden comprobar en los



34 Experimentación y resultados

(a) Precisión (b) Pérdida

Figura 6.1: Resultados del modelo entrenado con el dataset original, EfficientNet B0 y LR de 1e-2

Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.405 0.084 0.083 0.016 0.048 0.09 0.032
0.096 0.537 0.068 0.036 0.042 0.099 0.049
0.034 0.035 0.31 0.011 0.019 0.033 0.069
0.147 0.124 0.121 0.841 0.195 0.16 0.108
0.115 0.037 0.114 0.035 0.519 0.116 0.089
0.163 0.15 0.132 0.045 0.136 0.464 0.069
0.039 0.034 0.172 0.016 0.041 0.039 0.584

Cuadro 6.2: Matriz de confusión del modelo entrenado con el dataset original, EfficientNet B0 y
LR de 1e-2

(a) Precisión (b) Pérdida

Figura 6.2: Resultados del modelo entrenado con el dataset original, EfficientNet B0 y LR de 1e-4
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Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.524 0.161 0.097 0.033 0.067 0.111 0.037
0.051 0.398 0.035 0.02 0.018 0.048 0.025
0.043 0.041 0.404 0.015 0.027 0.062 0.095
0.087 0.14 0.096 0.817 0.116 0.114 0.083
0.146 0.07 0.128 0.059 0.647 0.175 0.133
0.124 0.15 0.109 0.038 0.089 0.459 0.051
0.024 0.041 0.131 0.018 0.036 0.031 0.575

Cuadro 6.3: Matriz de confusión del modelo entrenado con el dataset original, EfficientNet B0 y
LR de 1e-4

(a) Precisión (b) Pérdida

Figura 6.3: Resultados del modelo entrenado con el dataset original, EfficientNet B0 y LR de 1e-6

Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.485 0.144 0.093 0.029 0.056 0.114 0.05
0.037 0.36 0.025 0.018 0.018 0.041 0.021
0.052 0.072 0.404 0.014 0.034 0.06 0.115
0.103 0.154 0.107 0.823 0.123 0.131 0.087
0.15 0.077 0.134 0.064 0.646 0.171 0.134
0.131 0.164 0.108 0.039 0.088 0.451 0.042
0.043 0.03 0.129 0.013 0.035 0.031 0.551

Cuadro 6.4: Matriz de confusión del modelo entrenado con el dataset original, EfficientNet B0 y
LR de 1e-6

gráficos 6.2

Con esta primera experimentación también se ha podido comprobar que la emoción que mejor
se detecta es la alegría, estando el porcentaje de acierto notablemente por encima del resto,
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Tablas 6.2, 6.3, 6.4. Motivo que se puede justificar por la cantidad de imágenes que contie-
ne esta categoría, superior a otras (cantidad de imágenes por categoría en 4.1). Así como
la menor subjetividad presentada a la hora etiquetarla, debido a que etiquetar entre enfa-
do, asco, tristeza o neutral genera mayor controversia y confusión a la hora de crear el dataset.

Se ha testado el modelo entrenado con un LR de 1e-4, puesto que es el que mejores métricas
de calidad ha ofrecido en esta sección, con imágenes del conjunto de datos original. El objeti-
vo es realizar un análisis visual del funcionamiento del modelo y poder obtener conclusiones
de su funcionamiento. En la Figura 6.4 se pueden observar las predicciones de este modelo
para cada una de las categorías. Destacando que la alegría (6.4d) y neutral (6.4e) tienen
bastantes aciertos, pudiendo considerarse que para ambas se han predicho correctamente las
imágenes de muestra, puesto que las confusiones mostradas se deben a una mala etiquetación
del conjunto de datos .

Se puede observar la falta de objetividad presente en la etiquetación del dataset original,
puesto que en las pocas muestras que se proporcionan ya se observan algunas confusiones
entre categorías. Siendo en algunos de estos casos más acertada la predicción del modelo que
la propia etiqueta original. Algunas de estas malas etiquetaciones podrían ser: la 1ª imagen
de enfado (6.4a) que podría ser la predicción dada de neutral, la 4ª de asco (6.4b) más consi-
derada como enfado, la 2ª de miedo (6.4c), la 3ª de alegría (6.4d) en la que es notable su no
pertenencia a esta categoría, la 4ª imagen de neutral (6.4e) que se considera asco o la última
de tristeza (6.4f) pudiendo ser entre asco y miedo.

Analizando los resultados ante las imágenes del dataset se pueden obtener conclusiones acer-
ca de aspectos como la diferencia entre precisiones de entrenamiento y test aparentes en las
gráficas 6.1, 6.2, 6.3. Observando la confusión de etiquetación en tan solo unas pocas muestras
se puede afirmar que el conjunto original presenta cierto desorden entre categorías, lo que
provoca que los modelos entrenados con él no consigan progresar. Problema procedente de
los conjuntos de datos base de AffectNet, FER2013 y NHFI.
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(a) Enfado

(b) Asco

(c) Miedo

(d) Alegría

(e) Neutral

(f) Tristeza

(g) Sorpresa

Figura 6.4: Test del modelo entrenado con EfficientNetB0 y el conjunto de datos original
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6.2.2 EfficientNet-B7

Para el nivel B7 de EfficientNet se pueden obtener diversas conclusiones resaltables. La
primera de ellas es que la precisón alcanzada está por encima del nivel empleado en el ante-
rior ensayo, por lo que se puede argumentar en base a ello que un mayor tamaño de la red
proporciona mejores resultados. Otro aspecto destacable es que con esta experimentación se
asientan las conclusiones de la previa, el LR que mejor se adapta y mejor ratio optimización
de entrenamiento y resultados depara es 1e-4 (Gráficas 6.6). Un LR mayor conlleva una esta-
bilización prematura, 6.5, mientras que uno muy pequeño supone una demasiado tardía 6.7
al igual que se ha comprobado en las experimentaciones de 6.2.1.

En cuanto a la clasificación de las diferentes categorías se mantiene la tendencia de los mejores
resultados en detección de alegría, seguida de la categoría neutral para los tres entrenamien-
tos de esta sección (Tablas 6.5, 6.6, 6.7).

(a) Precisión (b) Pérdida

Figura 6.5: Resultados del modelo entrenado con el dataset original, EfficientNet B7 y LR de 1e-2

Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.359 0.122 0.057 0.017 0.044 0.093 0.056
0.042 0.332 0.026 0.027 0.024 0.047 0.026
0.085 0.076 0.489 0.031 0.06 0.088 0.217
0.067 0.143 0.052 0.756 0.056 0.067 0.064
0.237 0.111 0.14 0.095 0.676 0.21 0.139
0.184 0.204 0.145 0.058 0.122 0.476 0.071
0.026 0.013 0.092 0.016 0.017 0.019 0.427

Cuadro 6.5: Matriz de confusión del modelo entrenado con el dataset original, EfficientNet B7 y
LR de 1e-2
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(a) Precisión (b) Pérdida

Figura 6.6: Resultados del modelo entrenado con el dataset original, EfficientNet B7 y LR de 1e-4

Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.54 0.135 0.072 0.026 0.068 0.111 0.033
0.027 0.382 0.021 0.019 0.015 0.042 0.021
0.053 0.068 0.477 0.02 0.043 0.072 0.122
0.075 0.153 0.068 0.823 0.07 0.076 0.07
0.152 0.09 0.132 0.051 0.683 0.181 0.105
0.11 0.141 0.091 0.038 0.08 0.484 0.038
0.042 0.032 0.138 0.024 0.041 0.035 0.611

Cuadro 6.6: Matriz de confusión del modelo entrenado con el dataset original, EfficientNet B7 y
LR de 1e-4

(a) Precisión (b) Pérdida

Figura 6.7: Resultados del modelo entrenado con el dataset original, EfficientNet B7 y LR de 1e-6
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Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.482 0.134 0.075 0.031 0.085 0.108 0.046
0.035 0.344 0.028 0.015 0.018 0.049 0.018
0.053 0.043 0.444 0.022 0.035 0.077 0.115
0.095 0.208 0.078 0.819 0.083 0.103 0.085
0.166 0.098 0.14 0.057 0.649 0.188 0.101
0.129 0.142 0.097 0.039 0.087 0.443 0.05
0.041 0.031 0.137 0.018 0.043 0.032 0.586

Cuadro 6.7: Matriz de confusión del modelo entrenado con el dataset original, EfficientNet B7 y
LR de 1e-6

Para el modelo entrenado con mejor precisión alcanzada mediante la arquitectura Efficient-
NetB7 y el conjunto de datos original se realiza un nuevo análisis, también con imágenes
pertenecientes a este dataset (Figura 6.8). En este caso, los resultados han sido ligeramente
superiores a los del menor nivel de la arquitectura, algo esperado ya que este modelo ha
alcanzado una mejor precisión que el anterior, en torno a un 3% por encima.

Se sigue teniendo un mayor acierto para alegría (6.8d) y neutral (6.8e) respecto al resto de
categorías. Se pueden destacar la aparición de nuevos aciertos para el enfado (6.8a), asco
(6.8b) y tristeza (6.8f), mientras que para el miedo (6.8c) se tiene el mismo número de
aciertos que con EfficientNetB0 en 6.4c con intercambio de algunas predicciones. En el caso
de la sorpresa (6.8g) para las cinco imágenes de prueba se han obtenido más fallos que con
el otro nivel de la arquitectura (6.4g), no obstante, no se considera relevante puesto que en
la matriz de confusión 6.6 se tiene que la precisión dada para la sorpresa se encuentra en
torno al 61%, superior a la alcanzada con el mejor modelo del anterior experimento siendo al
rededor de un 57% 6.3.
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(a) Enfado

(b) Asco

(c) Miedo

(d) Alegría

(e) Neutral

(f) Tristeza

(g) Sorpresa

Figura 6.8: Test del modelo entrenado con EfficientNetB7 y el conjunto de datos original
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6.3 Modelos entrenados con dataset reclasificado
Una vez realizada la experimentación de ajuste de parámetros de entrenamiento, se reali-

zan otros dos con ambos niveles de la arquitectura de red testados con anterioridad, en este
caso para el dataset reclasificado. Resultados de precisión y pérdida para EfficientNetB0 en
6.9 y para EfficientNetB7 en 6.10; matrices de confusión respectivamente en las tablas 6.9 y
6.10. El objetivo es comparar si la reclasificación realizada por Mejía-Escobar y cols. (2022a)
supone un aumento de la precisión.

Se puede observar en la Tabla 6.8 que se han alcanzado mejoras para estos nuevos entrena-
mientos con el nivel B7 tanto para train como test, sin embargo, analizando los resultados
de precisión las diferencias son poco destacables.

Modelo de red
Dataset

Original Reclasificado
Train Test Train Test

EfficientNetB0 54.83% 63.08% 54.12% 61.13%
EfficientNetB7 57.70% 67.96% 57.79% 69.53%

Cuadro 6.8: Máximas precisiones alcanzadas con el dataset original y el reclasificado

(a) Precisión (b) Pérdida

Figura 6.9: Resultados del modelo entrenado con el dataset reclasificado y EfficientNet B0

A pesar de que los resultados numéricamente no difieran en gran medida con los alcanza-
dos en 6.2.1 y 6.2.2, en las muestras (Figura 6.11) con las que se ha testado el mejor modelo
entrenado con el conjunto de datos reclasificado y EfficientNetB7 se pueden observar mejoras.

Se ha producido un aumento de aciertos notable gracias a la reclasificación del conjunto de
datos para categorías como enfado (6.11a) o asco (6.11b) en las que estos han aumentado
considerablemente. En esta última categoría se valora que en la matriz de confusión 6.10
se encuentra como la que menores aciertos presenta, tan solo un 41.6%, algo destacable
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Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.470 0.133 0.071 0.028 0.069 0.092 0.03
0.071 0.439 0.039 0.028 0.029 0.075 0.025
0.058 0.07 0.412 0.019 0.041 0.059 0.114
0.11 0.174 0.076 0.775 0.127 0.149 0.093
0.164 0.105 0.164 0.072 0.637 0.164 0.136
0.098 0.053 0.083 0.054 0.061 0.437 0.027
0.029 0.027 0.156 0.024 0.036 0.023 0.575

Cuadro 6.9: Matriz de confusión del modelo entrenado con el dataset reclasificado y EfficientNet
B0

(a) Precisión (b) Pérdida

Figura 6.10: Resultados del modelo entrenado con el dataset reclasificado y EfficientNet B7

Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.496 0.133 0.067 0.026 0.06 0.088 0.044
0.052 0.411 0.026 0.032 0.028 0.056 0.024
0.05 0.073 0.459 0.019 0.045 0.079 0.121
0.091 0.162 0.073 0.795 0.075 0.089 0.076
0.189 0.133 0.137 0.068 0.682 0.181 0.116
0.089 0.056 0.08 0.04 0.073 0.487 0.03
0.033 0.032 0.158 0.021 0.037 0.021 0.589

Cuadro 6.10: Matriz de confusión del modelo entrenado con el dataset reclasificado y EfficientNet
B7

ya que para las cinco muestras pasadas por el modelo ha acertado en un total de cuatro.
En otras como alegría (6.11d) o neutral (6.11e) se ha mantenido la tendencia ya presente
en otros experimentos de un buen funcionamiento. El miedo (6.11c) y la tristeza (6.11f)
continúan siendo clases con dificultad para el modelo como ya se podía anticipar en base a
sus porcentajes de acierto en 6.10, siendo estos de los más bajos.
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(a) Enfado

(b) Asco

(c) Miedo

(d) Alegría

(e) Neutral

(f) Tristeza

(g) Sorpresa

Figura 6.11: Test del modelo entrenado con EfficientNetB7 y el dataset reclasificado
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6.4 Ampliación del dataset mediante super-resolución
En esta sección se comentan las diferentes pruebas realizadas con diversas herramientas,

siendo modelos ya entrenados de ampliación de imágenes mediante super-resolución, para la
creación de un dataset ampliado. Es por ello que se proceden a comparar los resultados que
devuelven los modelos de los diferentes paquetes probados. Se puede acceder a las muestras
de ejemplo que proporcionan los desarrolladores de cada una de ellas en la sección 5.4, siendo
bastante competentes en los casos mostrados.

En esta experimentación se busca comprobar de manera visual con diferentes muestras del
dataset (Figura 6.12) la calidad de la ampliación mediante las herramientas comentadas en
4.3. De tal modo que se pueda emplear la que mejores resultados proporcione para la creación
del nuevo conjunto de datos.

(a) Imagen de prueba 1 (b) Imagen de prueba 2 (c) Imagen de prueba 3

Figura 6.12: Imágenes del dataset original utilizadas como muestras de prueba

6.4.1 Image Super-Resolution (ISR)
Empleando el paquete ISR Francesco Cardinale (2018) se ha probado obtener las imágenes

ampliadas mediante los 3 modelos de red que proporciona con RDN. Como se puede com-
probar en 6.13, el modelo que mejor funciona es el que implementa la cancelación de ruido.
No obstante, para imágenes con calidad bastante baja y probablemente ya reescaladas de
antemano, los resultados son mediocres (Figura 6.13l) y no comparables con los de ejemplo
que proporciona la fuente.

6.4.2 Image Super-Resolution using an Efficient Sub-Pixel CNN
En cuanto al método de Shi y cols. (2016) los resultados son similares al de ISR, es más,

ligeramente inferiores, algo que ya se visualizaba en los ejemplos proporcionados y comenta-
dos. Para la imagen de muestra 6.12b con mayor calidad de las tres mostradas, tras ampliarla
por este método (6.14f) no se alcanza el nivel de detalle obtenido con la anterior herramienta
(6.13k).
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(a) Original (b) Original (c) Original

(d) RDN small (e) RDN small (f) RDN small

(g) RDN large (h) RDN large (i) RDN large

(j) RDN large noise
cancelled

(k) RDN large noise
cancelled

(l) RDN large noise
cancelled

Figura 6.13: Resultados de ampliación mediante los diferentes modelos de ISR

6.4.3 MirNETv2

Se ha probado y los resultados obtenidos no han sido los esperados, puesto que la salida de
los modelos de super-resolucion se encontraba a la misma que la imagen de entrada. Aspecto
que ya se encontraba comentado en el repositorio oficial del proyecto. Debido a la falta de
respuesta por los desarrolladores, se desistieron las pruebas con esta herramienta.
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(a) Original (b) Original (c) Original

(d) Sub-pixel CNN (e) Sub-pixel CNN (f) Sub-pixel CNN

Figura 6.14: Resultados de ampliación mediante Efficient Sub-Pixel CNN

6.4.4 Super Resolution API - DeepAI
Los resultados obtenidos con los modelos que implementa DeepAI para la super-resolución

han sido los mejores que se han testado. Sin embargo, no se ha podido emplear para un au-
mento del conjunto de datos debido al inconveniente de que las llamadas a la API requieren
una suscripción de pago. De todos modos, se puede comprobar en 6.15 como la ampliación
de las 3 imágenes de muestra es superior al resto de metodologías.

(a) Original (b) Original (c) Original

(d) DeepAI
superresolution API

(e) DeepAI
superresolution API

(f) DeepAI
superresolution API

Figura 6.15: Resultados de ampliación mediante la API de super-resolución de DeepAI



48 Experimentación y resultados

6.4.5 Discusión sobre los métodos de super-resolución
Es claramente notable que los mejores resultados son los obtenidos a través de la API de

DeepAI. Sin embargo, no se ha podido emplear para la ampliación del dataset debido a los
costes que conllevan las llamadas a esta como ya ha sido anotado.

Descartada la mejor opción, se procede a escoger entre los modelos de ISR y el de ESPCN.
Los resultados de ambos son bastante similares como bien se recalcaba en 6.4.2, sin embargo,
se considera ligeramente superior el modelo de ISR que implementa una RDN con cancelación
de ruido. Por lo que esta ha sido la herramienta escogida para ampliar el conjunto de datos
y realizar nuevos entrenamientos con él en busca de aumentos de precisión.

Tras la la ampliación, el nuevo conjunto con mejor calidad de imagen y a una resolución ma-
yor, debería proporcionar una diferencia en los resultados a la hora de obtener nuevos modelos.

6.5 Modelos entrenados con dataset ampliado por super-resolución
Continuando con la dinámica de seguir la misma estrategia de entrenamiento ajustada en

6.2, se entrenan dos modelos para los niveles de la arquitectura con los que se ha trabajado. Se
esperaba encontrar ciertas mejoras sobre todo para EfficientNetB7 puesto que las imágenes
del nuevo conjunto de datos se aproximan en mayor medida a las resoluciones esperadas de
entrada de 600x600. Teniendo que este nuevo conjunto contiene imágenes a tamaño 400x400.

Sin embargo, los resultados estuvieron notablemente por debajo en cuanto a precisiones de
entrenamiento comparado con los otros dos conjuntos de datos (Tabla 6.11). Esto se puede
razonar y justificar debido a que la ampliación mediante super-resolución no era de calidad y
que las NN funcionan mejor a tamaños de entrada menores debido a la generalidad que pue-
den extraer de las imágenes de entrenamiento, a pesar de que el tamaño de imagen esperado
por el nivel B7 es incluso mayor al proporcionado.

Modelo de red
Dataset

Original Reclasificado Super-Resolución
Train Test Train Test Train Test

EfficientNetB0 54.83% 63.08% 54.12% 61.13% 49.93% 60.93%
EfficientNetB7 57.70% 67.96% 57.79% 69.53% 53.20% 68.75%

Cuadro 6.11: Máximas precisiones alcanzadas con los diferentes datasets

En las gráficas 6.16 y 6.17 se encuentran las métricas obtenidas de estos dos últimos entre-
namientos. Destacando en ellas que las oscilaciones y variación entre precisiones de entre-
namiento y test son mayores que en anteriores experimentaciones. En las tablas 6.12 y 6.13
también se pueden observar las matrices de confusión de los dos mejores modelos corres-
pondientes a estas pruebas, sin aspectos destacables debido a que la clase predominante en
aciertos sigue siendo la alegría.
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(a) Precisión (b) Pérdida

Figura 6.16: Resultados del modelo entrenado con el dataset ampliado por super-resolución y
EfficientNet B0

Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.388 0.121 0.066 0.035 0.064 0.085 0.037
0.046 0.357 0.027 0.023 0.018 0.051 0.019
0.053 0.066 0.381 0.021 0.04 0.057 0.112
0.132 0.195 0.102 0.734 0.134 0.144 0.092
0.178 0.103 0.117 0.093 0.606 0.179 0.127
0.165 0.125 0.127 0.071 0.095 0.451 0.045
0.037 0.034 0.18 0.022 0.043 0.033 0.569

Cuadro 6.12: Matriz de confusión del modelo entrenado con el dataset ampliado por
super-resolución y EfficientNet B0

(a) Precisión (b) Pérdida

Figura 6.17: Resultados del modelo entrenado con el dataset ampliado por super-resolución y
EfficientNet B7
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Observaciones
Enfado Asco Miedo Alegría Neutral Tristeza Sorpresa

Pr
ed

ic
ci

on
es

0.452 0.12 0.076 0.024 0.069 0.099 0.041
0.049 0.388 0.033 0.03 0.022 0.055 0.027
0.054 0.052 0.43 0.022 0.044 0.059 0.122
0.117 0.197 0.072 0.76 0.098 0.105 0.063
0.173 0.081 0.098 0.077 0.633 0.172 0.106
0.12 0.123 0.109 0.06 0.092 0.472 0.042
0.035 0.039 0.18 0.025 0.042 0.039 0.598

Cuadro 6.13: Matriz de confusión del modelo entrenado con el dataset ampliado por
super-resolución y EfficientNet B7

Se ha testado con algunas imágenes de prueba el mejor modelo de esta experimentación y los
resultados presentan aspectos destacables. Pese a que las precisiones de entrenamiento son
notablemente inferiores a las de otros modelos, en la figura 6.18 se observa un gran número
de aciertos, superior a experimentos anteriores en un gran número de categorías. Resaltando
que en cuando a las que presentaban mejores resultados en otras pruebas, alegría 6.18d y
neutral 6.18e, en este caso se ha producido un descenso, también en la categoría de asco 6.18b.

Se remarca que para enfado (6.18a) se tiene que todas las muestras de prueba han sido
correctamente etiquetadas, en miedo 6.18c se ha mejorado ligeramente, y en cuanto a tristeza
6.18f y sorpresa 6.18g la mejoría ha sido notoria.
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(a) Enfado

(b) Asco

(c) Miedo

(d) Alegría

(e) Neutral

(f) Tristeza

(g) Sorpresa

Figura 6.18: Test del modelo entrenado con el conjunto de datos original ampliado por
super-resolución
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6.6 Test de los modelos en usuarios objetivo
En esta sección se procede a mostrar una comparativa entre los modelos entrenados y sus

resultados ante imágenes no pertenecientes al conjunto de entrenamiento o test. De tal modo
que se han escogido los siguientes cuatro para esta experimentación.

• Modelo entrenado con dataset original y la arquitectura EfficientNetB0.

• Modelo entrenado con dataset original y la arquitectura EfficientNetB7.

• Modelo entrenado con dataset reclasificado y la arquitectura EfficientNetB7.

• Modelo entrenado con dataset ampliado mediante super-resolución y la arquitectura
EfficientNetB7.

(a) Comparación de modelos en personas
mayores

(b) Comparación de modelos en jóvenes
alterados

Figura 6.19: Comparación de modelos con diferentes usuarios objetivo

En primer lugar se han puesto a prueba los modelos ante sujetos de la tercera edad (Figura
6.19a) en formato de vídeo 1. En este se observa la mejora que supone el salto entre niveles
de la arquitectura, así como que la reclasificación del dataset supone una mayor cantidad de
aciertos visualizada respecto del modelo entrenado con el original para la misma arquitectura.
También es destacable que el modelo de super-resolución reduce la oscilación entre emocio-
nes y estabiliza de un mayor modo la predicción, así como mejora la detección en situaciones
donde la calidad de la imagen es notablemente baja como en la última escena que aparece en
el vídeo.

Para el caso de la detección de enfado en jóvenes 2 se tiene que en ocasiones este se confunde
con las emociones de asco, tristeza o miedo (Figura 6.19b). Cabe destacar que en muchos
casos los rostros dados en el vídeo pueden llegar a representar estas situaciones si se captura
el frame independiente como se realiza en la detección, debido a que incluso la clasificación
subjetiva de una captura momentánea del vídeo puede ser compleja para una persona. Puede
que una detección de las emociones con RNNs aportara mejores resultados para estos casos

1https://youtu.be/GNI6sPfI_G0
2https://youtu.be/_el0dpFnkOo

https://youtu.be/GNI6sPfI_G0
https://youtu.be/_el0dpFnkOo
https://youtu.be/GNI6sPfI_G0
https://youtu.be/_el0dpFnkOo
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contextualizando las detecciones previas, puesto que este enfoque toma los estados previos
más allá de la propia imagen a detectar. Así como tener en cuenta aspectos gestuales además
del rostro ayudaría en casos similares a los de esta experimentación. No obstante, los resulta-
dos conseguidos y mostrados en este ensayo son óptimos en base a las precisiones alcanzadas
con los modelos testados.

6.7 Dispositivo real
En esta sección se procede a comentar el funcionamiento del dispositivo real en un entorno

objetivo. Encontrándose situado frente al usuario a monitorizar, captando constantemente
imágenes y obteniendo la detección de la emoción que presenta en cada momento. Estando
capacitado para emitir una alerta en caso de darse la situación no deseada. Bien pudiendo
ser una situación de tristeza para el caso de un usuario de la tercera edad o una situación
de enfado para la monitorización del estado de ánimo de un niño mientras juega a videojuegos.

Se ha de remarcar que el modelo empleado para estas pruebas ha sido el entrenado con el
dataset ampliado mediante super-resolución, puesto que este es la aportación a la resolución
del problema FER en este proyecto. Es por ello que se ha de testar en el dispositivo real para
la obtención de conclusiones relevantes. En adición, el dispositivo compacto contiene una
WebCam de baja resolución por lo que se considera que aplicar la metodología de ampliarla
puede resultar en un mejor funcionamiento.

En la evaluación real de este modelo se ha comprobado que a pesar de los datos obtenidos
en la matriz de confusión (Tabla 6.13) el modelo sufre una gran predilección por la emoción
de asco, confundiendo en muchas ocasiones la neutralidad, tristeza y enfado con este (Figura
6.20). Aspecto que inicialmente no se contemplaba tras los análisis previos.

(a) Muestra 1 (b) Muestra 2

Figura 6.20: Confusión de enfado por asco

Es resaltable también que la metodología de ampliación mediante super-resolución ha per-



54 Experimentación y resultados

mitido un funcionamiento relativamente óptimo en situaciones de baja calidad. Pudiendo
ofrecer al modelo una imagen mejor que la captada para realizar la detección de la emoción
en ella. Como puede ser el caso de las imágenes contenidas en 6.21 en las que la zona donde
se encuentra la cara es de muy baja resolución.

(a) Detección alegría (b) Detección sorpresa

(c) Detección enfado (d) Detección miedo

Figura 6.21: Aciertos del modelo

A través de los enlaces a pie de página se puede acceder respectivamente a las pruebas de
funcionamiento de las dos aplicaciones (Figura 6.22) propuestas con diferentes usuarios, tanto
para detección de tristeza 3 como enfado 4. En estas se puede ver como se comentaba que
el modelo recurre a la predicción de asco habitualmente. También los aspectos mencionados
de que a pesar de tener una resolución baja de la cámara, en muchas ocasiones se realizan
detecciones acertadas para rostros que se veían a muy mala calidad. Se puede visualizar
como cuando se da una situación no deseada se envía un aviso por Telegram en ambos ca-
sos. También cabe mencionar que la frecuencia de actualización de la imagen mostrada es
notablemente baja debido a que es la captada por el dispositivo, enviada al servidor de proce-

3https://youtu.be/-67YHKpSsDo
4https://youtu.be/u_wpQdR1x2U

https://youtu.be/-67YHKpSsDo
https://youtu.be/u_wpQdR1x2U
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samiento que a su vez la envía al de super-resolución para que la devuelva ampliada y poder
obtener la predicción, y finalmente poder mostrarla. La imagen no es la ampliada mediante
super-resolución puesto que esto solo se aplica a la porción del rostro que va a ser tomado
como entrada del modelo. Este último aspecto no es relevante en el funcionamiento final del
dispositivo como se puede observar en los avisos que aparecen en la ventana de Telegram.

(a) Dispositivo de detección de tristeza

(b) Dispositivo de detección de enfados

Figura 6.22: Funcionamiento final de las dos aplicaciones propuestas

https://youtu.be/-67YHKpSsDo
https://youtu.be/u_wpQdR1x2U




7 Conclusiones
Para terminar el documento relativo a este proyecto se pretende focalizar el recorrido de

experimentaciones de cara a un aumento de precisión en los modelos de CNN para la detec-
ción de emociones mediante imágenes de expresiones faciales.

Se han propuesto ajustes iniciales para las estrategias de entrenamiento y posteriormente
modificaciones a los conjuntos de datos, puesto que en ellos radica en numerosas ocasiones la
limitación de los modelos entrenados. Más aún, tratándose del problema FER, por los motivos
mencionados a lo largo del documento, entre los que está la subjetividad de la clasificación, las
muestras erróneas que contienen los datasets utilizados en el estado del arte, el desfase de can-
tidad de imágenes entre categorías y la poca cantidad total que generalmente contienen estos.

En cuanto a la arquitectura de red se recalca que los resultados obtenidos para EfficientNet-B7
son superiores en todas las experimentaciones a los de EfficientNet-B0. Mientas que tratán-
dose del dataset se puede concluir que la ampliación de este mediante super-resolución no ha
traído consigo los resultados esperados en cuanto a precisiones, no obstante, en el funciona-
miento del dispositivo se han alcanzado mejoras.

Cabe destacar que el mejor modelo conseguido alcanza una precisión de test de un 69.53%,
entrenado mediante transfer learning de EfficientNet-B7 y el dataset reclasificado. Recor-
dando que este estaba formado por una porción de AffectNet, FER2013 y NHFI, estando
reclasificadas parte de las imágenes entre categorías que se encontraban erróneas.

El desarrollo del dispositivo real ha concluido exitosamente, implementándolo con una Web-
Cam y una Raspberry. Su funcionamiento depende del modelo de red de los entrenados que
se escoja para realizar la predicción como se ha podido observar en algunos vídeos demostra-
tivos. Destacando que la adición de la super-resolución ha traído consigo aspectos positivos
como la mejora de las detecciones ante imágenes de baja resolución, como se daba en las
captadas por el dispositivo debido a la baja resolución de la cámara.

De cara a posibles trabajos futuros a desarrollar se propone:

• Desarrollar una aplicación en un dispositivo mejorado que implemente un modelo de
red neuronal entrenado y testado, con capacidad de recolección de datos y generación
de informes del usuario.

• Desarrollar una interfaz para un uso social como demo de la aplicación. Con capacidad
de obtención datos para el aumento de los conjuntos de entrenamiento y verificación
del funcionamiento para mejoras en el modelo.
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Lista de Acrónimos y Abreviaturas

ANNs Artificial Neural Networks.
Bi-GRU Bidirectional Gated Recurrent Unit.
CK Cohn-Kanade.
CNN Convolutional Neural Network.
CNNs Convolutional Neural Networks.
CPU Central Processing Unit.
CUDA Compute Unified Device Architecture.
CuDNN NVIDIA CUDA Deep Neural Network.
DL Deep Learning.
EEG Electroencefalograma.
ESPCN Efficient Sub-Pixel CNN.
FER Facial Emotion Recognition.
GPU Graphics Processing Unit.
HDF5 Hierarchical Data Format.
Hog Histogram of Oriented Gradients.
HW HardWare.
IA Inteligencia Artificial.
ISR Image Super Resolution.
k-NN K-Nearest Neighbor.
KPs KeyPoints.
LR Learning Rate.
ML Machine Learning.
NHFI Natural Human Face Images.
NN Neural Network.
OpenCV Open Computer Vision.
PSNR Proporción Máxima de Señal a Ruido.
RDN Residual Dense Network.
RDNs Residual Dense Networks.
RNN Recurrent Neural Network.
RNNs Recurrent Neural Networks.
RRDN Residual in Residual Dense Network.
SVM Support Vector Machine.
SW SoftWare.
TCA Transtorno de la Conducta Alimentaria.
TEA Trastorno del Espectro Autista.
TF TensorFlow.
TFG Trabajo Final de Grado.
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