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Resumen

El objetivo de este Trabajo Final de Grado es la interpretación del alfabeto de la Lengua de

Signos Española mediante técnicas de deep learning apoyándose en un robot Pepper empleado

como intérprete. Para el seguimiento de los brazos y manos involucrados en el signado de los

diferentes gestos se emplea Openpose, un sistema de detección de cuerpo, cara, pies y manos

en tiempo real.

Los resultados obtenidos por Openpose son introducidos en una Red Neuronal Artificial

donde se produce el reconocimiento. En este trabajo se han estudiado y analizado distintas

arquitecturas con el fin de encontrar la más adecuada para un correcto reconocimiento de

signos.

En cuanto a la comunicación con el robot Pepper, que sirve como intérprete humanoide, se

hace uso de ROS y del protocolo STFP para establecer la recepción y el envío de imágenes.

Adicionalmente se abarca la creación completa de un dataset del alfabeto de la Lengua de

Signos Española utilizando la conexión mediante ROS con el robot Pepper y la herramienta

Openpose para la extración de los puntos necesarios en manos y brazos.
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1 Introducción

Cerca de un 5% de la población mundial (466 millones de personas) sufre pérdida de

audición discapacitante según la Organización Mundial de la Salud (OMS) y se prevé que

esta cifra aumente a más de 900 millones de personas (una de cada 10) de aquí a 2050 [1].

Dependiendo del grado de la pérdida de audición el uso de audífonos, implantes cocleares

y otros dispositivos pueden mejorar la comunicación. Sin embargo la producción mundial de

audífonos satisface menos del 10% de las necesidades mundiales y del 3% en los países en

desarrollo [1] lo que obliga a utilizar vías de comunicación alternativas como el texto escrito,

la lectura de labios o la lengua de signos.

La lengua de signos es una de las opciones más extendidas, pero aún así plantea inconve-

nientes como el hecho de que cada país tiene la suya propia además de variantes dentro de las

comunidades o estados de los países. Por tanto no hay una lengua internacional, dificultando

aún más la comunicación dentro de este colectivo.

A lo largo de este Trabajo Final de Grado (TFG) se plantea la interpretación del alfabeto

de la Lengua de Signos Española (LSE) o alfabeto dactilológico castellano mediante Redes

Neuronales Artificiales (RNA) con la idea de tener un posible intérprete de ésta a partir de

imágenes 2D.

1.1 Objetivos

Los objetivos de este TFG se pueden dividir en dos grupos, por un lado la correcta comu-

nicación con el robot Pepper y por otro la interpretación de la LSE.

En el apartado de la comunicación con Pepper se pretende abarcar principalmente el envío

y la recepción de imágenes desde el robot. Esto se debe a que Pepper actúa como un intérprete

humanoide entre el signante y el sistema de interpretación de signos. Encargándose de captar

1



2 Introducción

el signo, procesarlo y mostrar en su pantalla el resultado de la interpretación.

Respecto a la interpretación de la LSE se pretende realizar un intérprete basado en RNA,

estudiar los distintos resultados alcanzados y la viabilidad de éstos en tiempo real gracias a

la conexión con Pepper.

Para conseguir alcanzar estos objetivos se ha establecido una serie de tareas o subobjetivos

que son los siguientes:

• Estudio de la Lengua de Signos Española.

• Definición de un método de comunicación con el robot Pepper para poder intertactuar

correctamente con él en las diferentes fases del proyecto.

• Extracción de las articulaciones involucradas en el signado de letras mediante Openpose.

• Creación de un dataset de las letras de todo el alfabeto.

• Estudio de distintos métodos o estrategias para el aprendizaje de dichas letras.

• Análisis de los resultados obtenidos tras el aprendizaje.

Con todos estos objetivos en mente se pretende tener un sistema funcional para el recono-

cimiento de letras de la Lengua de Signos Española apoyado en el robot Pepper, el cual sirve

como punto intermedio entre la persona que realiza el gesto y el intérprete.



2 Estado de la cuestión

En la literatura diferentes autores han tratado el reconocimiento de signos de diferentes

idiomas y desde distintas perspectivas.

Uno de los principales problemas encontrados está relacionado con la adquisición de datos

y el tratamiento de éstos. Los primeros sistemas hacían uso de guantes y acelerómetros para

capturar datos específicos de las manos. Las medidas (x, y, z, orientación, velocidad, etc.) son

capturadas directamente mediante sensores como el rastreador Polhemos [2] o el DataGlove

[3, 4] los cuales otorgan datos suficientes para ser usados directamente. Sin embargo estos

sistemas plantean inconvenientes como las restricciones de movimiento, que impiden una

gesticulación natural, y el precio de los dispositivos. Esto ha llevado a que las alternativas

basadas en visión se hayan vuelto cada vez más populares.

Dentro de la adquisición de datos mediante métodos de visión también hay grandes dife-

rencias entre unos autores y otros. Starner et al. [5] hace uso de una cámara frontal junto con

una superior mirando hacia abajo enfocando a las manos del signante para mejorar el reco-

nocimiento. Por otro lado [6] usa un sistema de cámaras estéreo para captar la profundidad.

El seguimiento de las manos en reconocimiento de signos plantea dificultades debido a que,

en una conversación normal en lengua de signos, la velocidad de las manos es muy rápida

además de que las manos interaccionan entre ellas. Esto genera problemas como la oclusión

entre ellas o la confusión de una mano con otra. Algunos autores como Holden y Owens [7]

hacen uso de diferentes colores en los dedos para evitar estos problemas.

Dentro de la detección sin guantes ni herramientas especiales destaca la detección por el

color de la piel. Han et al. [8] muestran la robustez a oclusiones entre manos y cara del uso

de filtros de Kalman en la segmentación de la piel.

En cuanto a la interpretación de los signos, una vez solventado el problema del seguimiento

de las manos, se encuentran diferentes métodos. Uno de los más similares a lo expuesto

3



4 Estado de la cuestión

en este TFG es el presentado por Pigou et al. [9]. Éstos plantean el reconocimiento de la

Lengua de Signos Italiana mediante Redes Neuronales Convolucionales (CNN) haciendo uso

de una cámara Kinect. Para ello proponen una arquitectura consistente en dos CNN, una

para la extracción de características de la mano y otra para el cuerpo unidas en la última

capa. Aseguran el reconocimiento de 20 gestos con una precisión del 91.7 % sin importar el

signante ni su entorno.



3 Herramientas

En este capítulo se presentan las principales características del robot empleado a lo largo

del proyecto, así como cierto software necesario para el control de éste. Adicionalmente, en

la Figura 3.1 se muestra un diagrama de flujo con los diferentes pasos llevados a cabo a lo

largo de todo el proyecto.

Figura 3.1: Diagrama de flujo del proyecto.
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6 Herramientas

3.1 Robot Pepper

3.1.1 Descripción

Pepper es un robot humanoide de 120 centímetros, programable y diseñado para interactuar

con las personas. La interactividad es el concepto principal de Pepper. Sus múltiples sensores

táctiles y de sonido junto con su cámara 3D le permiten registrar e interpretar de forma

detallada el entorno. Además, su pantalla táctil permite ofrecer información visual al público.

[10]

Pepper soporta tres lenguajes de programación, C++, Python y Choregraphe (lenguaje

propio). Además de la posibilidad de controlar sus diferentes sensores y actuadores mediante

Robot Operating System (ROS).

3.1.2 Robot Operating System

ROS, al contrario de lo que su nombre indica, no es realmente un sistema operativo sino

un framework flexible para la creación de aplicaciones para robots. Es una colección de

aplicaciones, librerías y convenios que tratan de simplificar la tarea de crear comportamientos

robóticos robustos y complejos a través de una amplia variedad de plataformas robóticas [11].

Su característica clave es la manera de comunicarse puesto que ofrece una manera de

conectar un conjunto de procesos (nodos) a un eje central y recibir o enviar datos desde esos

nodos haciendo uso de suscriptores y publicadores, respectivamente. Esto ofrece la posibilidad

de trabajar sólo con aquellos nodos que son de interés para un problema en particular. En

este caso sólo se trabaja con los nodos pertenecientes a la cámara del Pepper para leer de

ellos las imágenes ya que la tablet donde se muestran estas imágenes no utiliza el sistema de

subscripción/publicación.

3.2 Lenguajes de programación

Aunque tal y como se ha citado anteriormente Pepper permite la programación en tres

lenguajes diferentes se ha optado por el uso de Python a lo largo de todo el proyecto debido,

principalmete, a las facilidades que este lenguaje aporta en el trabajo con RNA. Además,

para la captura de imágenes se hace uso del sistema ROS.
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Para la correcta comunicación con Pepper se han creado dos paquetes, el primero de ellos

haciendo uso de ROS. Éste se encarga de capturar las imágenes desde la cámara del robot.

Para ello se lee el topic perteneciente a la cámara frontal del robot y, haciendo uso del paquete

CvBridge, se convierten estas imágenes leídas a formato de OpenCV para poder trabajar con

ellas.

El segundo paquete muestra el resultado de la predicción en la pantalla de Pepper. Este

paquete no está realizado en ROS, en su lugar se hace uso de las librerías paramiko y qi de

Python. La primera es una implementación del protocolo Secure Shell (SSH) mientras que

la segunda son los drivers necesarios para el control del Pepper desde Python. Con dichas

librerías se realiza la comunicación entre el ordenador y la tablet del Pepper directamente

mediante SSH File Transfer Protocol (SFTP), de esta manera se muestra la imagen deseada

en la pantalla del robot, en este caso la predicción de los signos.

3.3 Docker

3.3.1 ¿Qué es Docker?

Docker es una plataforma de virtualización a nivel de sistema operativo. Este tipo de pla-

taformas permiten crear aplicaciones y empaquetarlas junto con sus dependencias y librerías

en un contenedor, lo cual hace que dicha aplicación se ejecute sin problemas de un entorno de

computación a otro. Los contenedores se encuentran aislados de su entorno, lo que asegura

un trabajo uniforme sin importar las diferencias entre el sistema en el que se desarrolló y en

el que se ejecuta.

Aunque hay similitudes entre la tecnología de contenedores de Docker y las máquinas

virtuales como el aislamiento no llegan a ser exactamente lo mismo. En el caso de los con-

tenedores en lugar de virtualizarse todo el sistema operativo se permite a las aplicaciones

utilizar el mismo kernel del sistema en el que se encuentra y solo se virtualizan aquellas de-

pendencias que no se encuentran en el ordenador host. Esto supone un gran ventaja tanto en

términos de rendimiento como en el tamaño de las aplicaciones generadas. En la figura 3.2

se puede ver cómo están estructurados los dos tipos de virtualización.

Otro punto que cabe mencionar a favor de Docker es el hecho de que se trate de software
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libre (open source).

(a) Contenedores de Docker. (b) Máquinas virtuales.

Figura 3.2: Tipos de virtualización.

3.3.2 Uso

En el caso de este proyecto se ha empleado Docker debido a la antigüedad de la versión de

ROS presente en el Pepper. Las nuevas versiones de Sistemas Operativos (SO) Linux tales

como Ubuntu no tienen soporte para versiones de ROS anteriores a ROS Melodic (2018),

esto supone un problema de compatibilidad el cual se puede solucionar rápidamente usando

un contenedor de Docker apropiado para la versión de ROS requerida.

El empleo de contenedores no supone ninguna diferencia frente a trabajar directamente

con la versión requerida, simplemente se trata de una solución al problema.

3.4 Openpose

Openpose es un sistema de detección de cuerpo, cara, manos y pies en tiempo real mediante

diferentes puntos de interés (keypoints), un total de 135 en el caso de la detección completa.

Este proyecto sólo se ha centrado en la detección de keypoints relativos a los brazos y

manos haciendo uso de las diferentes herramientas facilitadas por Openpose [12]. Dichas

herramientas proporcionan la capacidad de capturar los diferentes keypoints en base a mapas

de calor y de confianza como se puede apreciar en la figura 3.3. De esta manera se calculan

los mapas de calor (3.3a) y un set de vectores 2D de los mapas de afinidad (3.3b) que codifica

el grado de asociación entre las partes (3.3c) [13]. Adicionalmente, en la figura 3.4 se puede
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observar el número total de puntos de interés que es capaz de obtener Openpose a partir de

una sola imagen 2D.

(a) Mapa de calor.

(b) Mapa de afinidad.
(c) Unión de puntos.

Figura 3.3: Mapas de calor.

(a) Mano.

(b) Cara. (c) Cuerpo.

Figura 3.4: Total de keypoints.





4 Obtención del dataset

Uno de los principales inconvenientes que se han encontrado en la ejecución de este proyecto

es la carencia de bases de imágenes (dataset) para la lengua de signos castellana, lo cual ha

obligado a la creación de ésta. La falta de un dataset generalizado y los problemas de emplear

uno de otro país se debe a las grandes diferencias entre la lengua de signos de un país a otro

e incluso dentro de las diferentes comunidades de un mismo país. En la figura 4.1 se puede

observar la diferencia entre el alfabeto dactilológico americano y el castellano.

(a) Castellano. (b) Americano.

Figura 4.1: Diferencia entre alfabetos en lengua de signos en función del idioma.

Para la creación del dataset se ha empleado la cámara 2D del robot Pepper situada en la

parte superior de su cabeza. En este punto es donde se han empleado todas las herramientas

descritas en el captítulo 3.
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12 Obtención del dataset

4.1 Comunicación con Pepper

El primer paso es la correcta comunicación con el robot desde el que se van a extraer las

imágenes de los diferentes gestos. Tal como se comentó brevemente en el apartado 3.3, se ha

empleado Docker para facilitar la comunicación entre el ordenador y el robot sin importar

las diferencias entre las versiones de ROS empleadas.

La comunicación se realiza mediante ROS, de manera que desde el ordenador se puede leer

el topic relativo a la cámara, extraer la imagen capturada y realizar sobre esta imagen lo que

se desee. En la figura 4.2 se puede observar cómo se graba con el robot y que es lo que éste

está viendo (esta imagen es la que se analiza).

(a) Grabación con Pepper.
(b) Imagen capturada por Pepper.

Figura 4.2: Captura de imágenes con Pepper.

4.2 Análisis de la imagen

Una vez obtenida la imagen ésta se procesa con Openpose para extraer todos los pun-

tos característicos necesarios. La herramienta Openpose se encarga de extraer los puntos y

almacenarlos en un fichero con extensión json para posteriormente poder trabajar con ellos.

4.2.1 Mano

Con todos los puntos de interés guardados se procede a analizar la posición de la mano a

la que corresponde cada punto. Openpose genera 21 puntos para cada mano, de los cuales

cada punto es un vector de tres valores que se corresponden con las coordenadas X e Y y un
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valor de puntuación que indica la certeza que se tiene de que ese punto esté en la posición

indicada. Por tanto, en el fichero json guardado previamente se tienen un total de 63 valores

para cada mano como se puede ver en la figura 4.3.

En la figura 4.4 se puede observar como recoge Openpose los diferentes puntos. Conociendo

esto y que cada punto en la imagen se corresponde con tres valores en el fichero json (X, Y,

confianza) se puede dibujar en la imagen que estamos analizando las articulaciones y las

falanges.

Figura 4.3: Fichero json.

Figura 4.4: Puntos Openpose.
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4.2.2 Brazo

De manera similar a como se ha realizado el análisis de la mano se analizan los keypoints

de los brazos. En este caso Openpose tiene dos maneras diferentes de calcular los puntos,

dependiendo del modelo que se emplee para el cuerpo, los dos más comunes son COCO y

BODY_25 (figura 4.5) pero en este caso particular es indiferente el modelo que se use ya

que los puntos que se buscan no difieren de un modelo a otro. No obstante se ha empleado el

modelo BODY_25 ya que produce mejores resultados si se trabaja sobre una GPU, en caso

de trabajar sobre CPU el modelo COCO es mejor [14].

Igual que se ha hecho en el caso de las manos, se dibujan las articulaciones y los huesos

sobre la imagen como se puede ver en la figura 4.6c.

(a) BODY_25. (b) COCO.

Figura 4.5: Modelos de cuerpo.

4.2.3 Unión brazo-mano

Una vez se han calculado y comprobado correctamente que los puntos dibujados se corres-

ponden con las articulaciones deseadas se pueden dibujar todos los puntos juntos. En este

caso los puntos se dibujan sobre una imagen con fondo negro y usando un color para cada

lado del cuerpo, rojo para el izquierdo y azul para el derecho (figura 4.6d). Ésta es la imagen

que se guarda para el dataset.
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(a) Original. (b) Mano.

(c) Brazo. (d) Completo.

Figura 4.6: Proceso de análisis de la imagen.

4.3 Clasificación de las imágenes

Comprobado que el análisis de las imágenes funciona de manera correcta se procede a

clasificarlas. Para ello se han realizado dos grabaciones, por un lado los signos realizados con

la mano derecha y por otro los realizados con la mano izquierda. Se ha hecho de esta manera

debido a que dependiendo de si una persona es diestra o zurda realizará el gesto con la mano

dominante.

En la creación del dataset han participado un total de 12 personas (3 mujeres y 9 hombres)

las cuales han sido grabadas durante un intervalo de 10-20 segundos para los gestos estáticos

y aproximadamente 30-40 segundos para los gestos que requieren de movimiento ya que en

estos últimos son necesarias secuencias completas de los signos. Casos especiales como la H, X

y Z han requerido de una grabación más larga (60-70 segundos) ya que se trata de signos con
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mayor movimiento y, por tanto, secuencias más largas. En la tabla 4.1a se puede observar el

número de imágenes grabadas, además, en la figura 4.7 se puede ver a algunas de las personas

que han participado en la grabación signando diferentes letras.

(a) Letra P. (b) Letra M.

(c) Letra N. (d) Letra O

Figura 4.7: Imágenes dataset.

4.3.1 Aumento del dataset

Adicionalmente se ha optado por generar imágenes espejo de cada imagen guardada con el

fin de aumentar el número de muestras del dataset. En la figura 4.8 se puede ver el proceso

seguido. Primero se voltea verticalmente la imagen (figura 4.8b) y después se cambian los

colores de los brazos (figura 4.8c) para que lo que antes era una imagen generada con la mano

derecha ahora se corresponda con una imagen de la mano izquierda. Así, en la tabla 4.1b se

puede ver el número total de imágenes con las que se ha trabajado.
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(a) Imagen original. (b) Imagen original volteada. (c) Imagen final.

Figura 4.8: Proceso de generación de imágenes espejo.

4.4 Problemas

La captura del dataset no está exenta de problemas, entre los más característicos que se

han encontrado cabe destacar los siguientes:

• Iluminación. Una fuente de luz directa sobre la cámara o un reflejo lumínico grande

en la ropa de la persona genera falsos keypoints y en algunos casos no es capaz de

detectar ninguno. En la figura 4.9 se puede ver como, debido al color blanco de la ropa,

se genera una luminosidad elevada y los keypoints obtenidos no son los deseados. Una

de las soluciones tomadas ha sido el control de la iluminación y el uso de ropa negra o

gris para facilitar la captura.

• Ángulo de las letras. Ciertas letras es mejor grabarlas con un cierto ángulo a como se

haría normalmente. Esto se hace para disminuir el número de oclusiones en la captura

de la imagen y, por tanto, conseguir una mejor captura.

(a) Imagen capturada. (b) Keypoints obtenidos. (c) Keypoints esperados.

Figura 4.9: Error debido a la iluminación.



18 Obtención del dataset

Letra Brazo Brazo Totalizquierdo derecho
A 83 173 256
B 157 162 319
C 145 165 280

CH 366 347 713
D 198 182 380
E 217 158 375
F 234 220 454
G 303 245 548
H 698 737 1435
I 172 90 262
J 322 299 621
K 104 113 217
L 104 143 247

LL 354 312 666
M 232 188 420
N 178 142 320
Ñ 397 404 801
O 207 195 402
P 95 109 204
Q 156 127 283
R 73 104 177

RR 330 359 689
S 112 134 246
T 114 201 315
U 143 137 280
V 288 450 738
W 222 255 477
X 402 539 941
Y 189 178 367
Z 569 429 998

(a) Imágenes grabadas.

Letra Brazo Brazo Totalizquierdo derecho
A 256 256 512
B 319 319 638
C 280 280 560

CH 713 713 1426
D 380 380 760
E 375 375 750
F 454 454 908
G 548 548 1096
H 1435 1435 2870
I 262 262 524
J 621 621 1242
K 217 217 434
L 247 247 494

LL 666 666 1322
M 420 420 840
N 320 320 640
Ñ 801 801 1602
O 402 402 804
P 204 204 408
Q 283 283 566
R 177 177 354

RR 689 689 1378
S 246 246 492
T 315 315 630
U 280 280 560
V 738 738 1476
W 477 477 954
X 941 941 1882
Y 367 367 734
Z 998 998 1996

(b) Imágenes totales.

Tabla 4.1: Conjuntos de datos.



5 Redes Neuronales Artificiales

En este capítulo se plantean las diferentes arquitecturas empleadas para la interpretación

de signos.

5.1 ResNet

La primera arquitectura con la que se ha probado es ResNet, abreviatura de Residual

Network [15]. Esta arquitectura fue ganadora del desafío ImageNet1 en 2015. El principal

potencial de ResNet es la posibilidad de entrenar redes con una profundidad superior a 150

capas sin perder información.

Las redes profundas son complicadas de entrenar debido al problema del desvanecimiento

del gradiente, esto es, cuando el gradiente es propagado hacia las capas anteriores el número

de multiplicaciones que sufre hace que llegue a valores infinitesimales. Como resultado, cuando

se aumenta la profundidad de la red su rendimiento se comienza a saturar o incluso decaer.

ResNet soluciona este problema introduciendo una conexión residual o capa identidad que

salta una o más capas como se puede ver en la figura 5.1. Los autores argumentan que la

introducción de esta capa identidad no altera el comportamiento de la red [15].

Figura 5.1: A la izquierda conexión tradicional, a la derecha conexión residual

1El desafío de reconocimiento visual de gran escala (ILSVRC por sus siglas en inglés) evalúa diferentes
algoritmos para la detección de objetos y clasificación de imágenes a gran escala.

19
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En este caso se ha probado con el modelo ResNet-50, una versión con 50 capas de esta

arquitectura que suele dar buenos resultados en tareas como el reconocimiento de objetos y

formas.

Se han probado dos configuraciones diferentes para ver cuál proporciona mejores resultados.

Por un lado se ha entrenado la red distinguiendo la mano derecha de la izquierda y por otro

sin hacer esta distinción. Hay que destacar que dado que este tipo de RNA sólo sirve para

el reconocimiento de imágenes estáticas únicamente se reconocen los signos que no posean

ningún tipo de movimiento (18 en total, como se puede observar en la figura 5.2).

Figura 5.2: Signos estáticos.

La tradicional división del dataset en entrenamiento y test puede plantear ciertos inconve-

nientes como la repetición de datos en ambos conjuntos o una mejor generalización de la red

en función de qué porcentaje se haya dividido para cada conjunto. Por ello, en los dos casos

propuestos se ha optado por usar un método diferente, el llamado k-fold cross validation.

En este método se divide el conjunto de datos en K subconjutos donde se entrena la red con

K-1 de estos subconjuntos y se emplea para test el subconjunto restante. Este procedimiento

se realiza K veces y en cada ocasión se coge un subconjuto diferente de datos, en la figura 5.3

se puede ver un ejemplo de cómo se seleccionan los grupos de datos para un valor de K=5.

Se ha empleado este valor de K ya que los valores habituales son K=5 o K=10 ya que se ha

demostrado empíricamente que estos valores proporcionan buenos resultados, aunque no se

trata de una norma como tal [16]. Además, al aumentar el valor de K se va disminuyendo

el tamaño de los subconjuntos y por consiguiente el número de imágenes en el conjunto de

test, esto ha llevado a escoger un valor de 5 para K en lugar de 10 ya que, aunque ambos

suelen propocionar buenos resultados, se ha preferido el de menor divisiones dado el tamaño

del dataset.
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Si bien se trata de un método computacionalmente más costoso que el tradicional los

resultados que se obtienen son mejores ya que se entrenan diferentes modelos con distinto

orden del conjunto de datos, lo que permite extraer una media de valores como el porcentaje

de error y tener una idea más realista de cómo es capaz de generalizar la red.

Además, dado que la idea es la clasificación de imágenes, se ha empleado una variante de

k-fold cross validation llamada stratified cross validation. La particularidad de esta variante

es que organiza los subconjuntos de datos de manera que haya una buena representación del

dataset completo. Dicho de otra manera, se asegura de que todas las clases que forman el

dataset aparezcan en los subconjutos, de manera que no haya exceso de una clase ni carencia

de otra.

Figura 5.3: K-fold cross validation para K=5.

5.2 Xception

Se trata de una arquitectura de red neuronal convolucional basada completamente en capas

convolucionales separables en profundidad [17]. Una capa convolucional separable en profun-

didad está contruida por una convolución profunda (depthwise convolution) seguida de una

convolución puntiaguda (pointwise convolution).

• Una convolución profunda es una convolución de n×n separada en canales. Por ejemplo,

en el caso de haber 3 canales se tendrían 3 convoluciones de n×n.

• Una convolución puntiaguda es una convolución 1×1 usada para cambiar la dimensión.

Aunque en el caso de Xception estas convoluciones se hacen al contrario, primero la convo-

lución puntiaguda seguida de la profunda (figura 5.4). Además, las convoluciones se hacen con
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un tamaño de n=3. Estas dos modificaciones están motivadas por la arquitectura Inception-V3

[18] en la cual se basa Xception. También se hace uso de las conexiones residuales propuestas

por ResNet [15].

Figura 5.4: Convoluciones separables en profundidad utilizadas por Xception.

Esta arquitectura se ha posicionado como una alternativa a ResNet en el desafío ImageNet

[19] obteniendo resultados ligeramente superiores, por ello se ha decidido experimentar con

ella.

Al contrario que en el caso de ResNet sólo se ha entrenado la red con una configura-

ción, usando la misma etiqueta para cada mano. Esto se debe principalmente al tiempo de

entrenamiento requerido por la arquitectura, bastante superior al empleado por ResNet.

El alto coste computacional que presenta radica en el hecho de que se trata tanto de una

arquitectura profunda (muchas capas) como amplia (muchas operaciones paralelas).
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En este capítulo se van a comentar los resultados obtenidos con las diferentes arquitecturas

expuestas en el capítulo 5.

Todos los experimentos se han realizado en un sistema con un procesador de cuatro núcleos

(Intel Core i7-3770), 8GB de RAM y una GPU NVIDIA GeForce GTX 1070 con 8GB de

memoria.

6.1 ResNet

Tal como se ha comentado en el apartado 5.1 en esta arquitectura se han probado dos

configuraciones distintas, una distinguiendo la mano derecha de la izquierda y otra sin dis-

tinguirlas.

En ambos casos se ha entrenado la red mediante K-fold cross validation para un valor de

K=5, 50 épocas y un batch size o número de datos de 20 por época.

6.1.1 Sin distinguir las manos

En este caso se emplea la misma etiqueta tanto para los gestos realizados con la mano

izquierda como para los realizados con la mano derecha, es decir, se tiene un total de 18

etiquetas, una por cada letra que se va a interpretar.

En general se trata de una arquitectura con un entrenamiento bastante rápido, entorno a

los 110 segundos por época (cerca de 2 horas el entrenamiento completo). Además, como se

puede apreciar en las gráficas de los diferentes entrenamientos (figura 6.1) se obtienen de una

manera bastante rápida valores altos de precisión (accuracy) y bajos de error (loss) para el

conjunto de validación lo cual indica que se trata de una red que es bastante probable que

proporcione buenos resultados.

23
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(a) Subconjunto 1.

(b) Subconjunto 3.

(c) Subconjunto 5.

Figura 6.1: Gráficas de error (loss) y precisión (accuracy).
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Sin embargo estos resultados, aunque son buenos, no dan una interpretación directa de

cómo generaliza la red. Para ello es necesario probar el resultado de distintos modelos frente

a un conjunto de datos completamente nuevo para la red. En este caso se han almacenado

los pesos de la red que ofrecen mejores valores en función al error de validación (cuanto más

pequeño mejor) y éstos son los modelos que se comprueban. En la tabla 6.1 se indica el

porcentaje de acierto de los diferentes subconjuntos (folds) así como el acierto medio que se

obtiene.

Fold Acierto entrenamiento Acierto test Acierto promedio test
1 99.91 % 99.40 %

99.494 % (+/- 0.145 %)
2 99.99 % 99.27 %
3 99.89 % 99.54 %
4 99.85 % 99.59 %
5 99.93 % 99.68 %

Tabla 6.1: Promedio de acierto.

Aunque con estos valores se tiene una idea del desempeño de la red aún se hace necesario

profundizar más en los resultados para ver cómo se comporta en realidad. Para ello se hace

uso de la matriz de confusión, en ella cada columna representa el número de predicciones de

cada clase mientras que cada fila representa las instancias en la clase real, de esta manera

cuantos más números se encuentren en la diagonal principal mayor es el índice de aciertos de

la red.

En la tabla 6.2 se puede observar la matriz de confusión para la red de la gráfica 6.1b ya

que tras comparar los resultados obtenidos con los diferentes entrenamientos se ha visto que

es la que genera mejores predicciones. Aún así, la red no está exenta de errores aunque la

gran mayoría se encuentran focalizados en ciertas letras que son muy similares.

Por ejemplo, entre las letras O y S, aunque son gestos diferentes uno de otro, dependiendo

de cómo se gesticulen pueden confundirse, en la figura 6.2 se puede apreciar la diferencia

entre una gesticulación que no lleva a error de otra que sí, ambas de la letra S. Otro claro

ejemplo es el de las letras F y T, en este caso se trata de un error imposible de solventar

sin el uso de una cámara 3D ya que ambos signos son iguales pero cambiando la posición del

pulgar, esto se puede ver en la figura 6.3.
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A B C D E F I K L M N O P Q R S T U
A 24 0 5 0 1 0 1 0 0 0 0 7 0 0 0 0 0 0
B 0 63 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
C 0 0 32 0 0 0 0 1 0 0 4 0 0 0 0 0 0 0
D 0 0 0 25 0 0 0 0 0 0 0 0 0 0 0 0 0 0
E 0 0 0 0 24 0 0 0 0 0 0 0 0 0 0 4 0 0
F 0 0 0 3 0 6 0 0 0 0 0 1 0 0 0 0 1 0
I 6 0 1 0 0 0 6 0 1 0 0 2 0 0 0 0 0 0
K 0 0 0 0 0 1 0 17 0 0 0 0 0 0 0 0 0 0
L 0 0 0 0 0 0 0 0 15 0 0 0 0 0 4 0 0 0
M 0 0 0 0 1 0 0 0 0 43 2 0 1 0 1 0 0 0
N 0 0 0 0 0 0 0 0 0 10 27 0 0 0 0 0 0 0
O 0 0 0 2 0 0 0 0 0 0 0 12 0 1 0 10 0 1
P 0 0 0 0 0 0 0 0 0 0 0 0 14 0 1 0 0 3
Q 1 0 0 0 0 0 0 0 0 0 0 0 0 13 0 0 0 0
R 0 0 0 0 0 0 0 0 0 0 0 0 3 0 6 0 0 2
S 0 0 0 0 3 7 0 0 0 0 0 0 0 5 0 1 0 0
T 0 0 0 0 0 5 0 0 0 0 0 0 0 0 0 1 2 1
U 0 0 0 0 0 0 0 0 0 0 0 0 1 0 5 0 0 7

Tabla 6.2: Matriz de confusión.

(a) Letra O. (b) Letra S con una mala ges-
ticulación (posible error).

(c) Letra S con una buena
gesticulación (no error).

(d) Letra O vista con Open-
pose.

(e) Letra S vista con Openpo-
se con una mala gesticula-
ción (posible error).

(f) Letra S vista con Openpo-
se con una buena gesticu-
lación (no error).

Figura 6.2: Diferencia letras O y S.
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(a) Letra F. (b) Letra T.

(c) Letra F vista con Openpose. (d) Letra T vista con Openpose.

Figura 6.3: Diferencia letras F y T.

6.1.2 Distinguiendo las manos

En esta configuración se distinguen los gestos según con qué mano se realizan. De esta

manera se tiene el doble de etiquetas que en el caso previo, un total de 36. En la tabla 6.3 se

puede observar el número de imágenes de las que se dispone para cada mano y letra.

En la figura 6.4 se pueden observar las gráficas de loss y accuracy de los diferentes entre-

namientos y, de manera similar a como sucede en el caso de la misma etiqueta para cada

mano, se trata de una red con un aprendizaje bastante rápido. En la tabla 6.4 se muestra el

porcentaje de error de los entrenamientos y su error medio.

Cabe destacar que se obtiene un mejor resultado en los gestos realizados con la mano

izquierda que en los de la mano derecha, esto se debe principalmente a que la mayor parte

de signantes en la construcción del dataset son diestros y, por ello, prestan más atención a la

hora de signar con su mano no dominante (izquierda) lo cual genera unas imágenes con una

visualización más clara.

Analizando la matriz de confusión (tabla 6.5) se observa que en términos generales se



28 Experimentación

obtienen mejores resultados que usando la misma etiqueta para ambos brazos, a excepción

de errores como el de la T y la F que, como se ha comentado previamente, no se puede

solventar de ninguna manera al usar imágenes 2D.

Donde aumenta el error esta vez es entre las letras N y M. Este nuevo error se debe

a que a la hora de signar puede no contraerse debidamente el dedo anular lo que lleva a

capturar esta mala contracción como si se tratase del dedo extendido. Esto produce que la

letra N (dedo anular contraído) se confunda con la letra M (dedo anular sin contraer), en

la figura 6.5 se puede observar esta confusión. Los buenos resultados obtenidos de la mano

izquierda compensan los de la derecha cuando no se distingue entre manos, por este motivo al

distinguirlas se ve un aumento del error, especialmente en la mano derecha (mano dominante).

Letra Brazo Brazo
izquierdo derecho

A 256 256
B 319 319
C 280 280
D 380 380
E 375 375
F 454 454
I 262 262
K 217 217
L 247 247
M 420 420
N 320 320
O 402 402
P 204 204
Q 283 283
R 177 177
S 246 246
T 315 315
U 280 280

Tabla 6.3: Imágenes para entrenar la red.
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(a) Subconjunto 3.

(b) Subconjunto 4.

(c) Subconjunto 5.

Figura 6.4: Gráficas de error (loss) y precisión (accuracy).
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Fold Acierto entrenamiento Acierto test Acierto promedio test
1 99.72 % 98.68 %

98.894 % (+/- 0.274 %)
2 99.77 % 98.78 %
3 99.96 % 99.12 %
4 99.99 % 99.25 %
5 99.75 % 98.64 %

Tabla 6.4: Promedio de acierto.

(a) Letra M. (b) Letra N con el dedo anu-
lar sin contraer completa-
mente.

(c) Letra N con el dedo anular
completamente contraído.

(d) Letra M vista con Open-
pose.

(e) Letra N vista con Open-
pose con el dedo anular sin
contraer completamente.

(f) Letra N vista con Openpo-
se con el dedo anular com-
pletamente contraído.

Figura 6.5: Diferencia letras M y N.
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6.2 Xception

Como se ha comentado en el apartado 5.2, se trata de una arquitectura con un coste

computacional muy elevado, por ese motivo no se ha realizado K-fold cross validation sino

que se ha usado una división fija de 80 % para entrenamiento y 20 % para test. El número

de épocas se ha mantenido igual, en 50.

En la figura 6.6 se pueden observar las gráficas de accuracy y loss que se han obtenido.

Como se ha mencionado se trata de una red computacionalmente costosa y eso se observa

en el tiempo requerido para el entrenamiento, entorno a 1.3 horas por época lo que hace

un entrenamiento completo de aproximadamente tres días. Aunque los resultados son muy

positivos.

La tabla 6.6 muestra la matriz de confusión para las mismas imágenes que las usadas con

ResNet (tabla 6.2) y se aprecia un mayor acierto en esta red, solucionando fallos como la

confusión entre S y O o entre M y N que anteriormente sí sucedían.

Figura 6.6: Gráficas de loss y accuracy.
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A B C D E F I K L M N O P Q R S T U
A 19 1 2 0 4 0 3 0 0 0 0 9 0 0 0 0 0 0
B 0 63 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
C 0 0 37 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
D 0 0 0 25 0 0 0 0 0 0 0 0 0 0 0 0 0 0
E 0 0 0 0 24 0 0 0 0 0 0 3 0 0 0 1 0 0
F 0 1 0 1 0 4 0 0 0 0 0 3 0 0 0 2 0 0
I 0 0 0 0 0 0 6 0 0 0 0 0 0 0 4 0 0 0
K 0 0 0 0 0 0 0 18 0 0 0 0 0 0 0 0 0 0
L 0 0 0 0 0 0 0 0 19 0 0 0 0 0 0 0 0 0
M 0 0 0 0 0 0 0 0 0 48 0 0 0 0 0 0 0 0
N 0 0 0 0 0 0 0 0 0 0 37 0 0 0 0 0 0 0
O 0 0 0 0 0 0 0 0 0 0 0 21 0 0 0 5 0 0
P 0 0 0 0 0 0 0 0 0 0 0 0 13 5 0 0 0 0
Q 0 0 0 0 0 0 0 0 0 0 0 5 1 8 0 0 0 0
R 0 0 0 0 0 0 0 0 0 0 0 2 0 0 7 0 0 2
S 0 0 0 0 0 1 0 0 0 0 0 0 0 0 0 15 0 0
T 0 0 0 0 0 6 0 0 0 0 0 0 1 0 0 0 2 0
U 0 0 0 0 0 0 0 0 0 0 0 0 0 0 4 0 0 9

Tabla 6.6: Matriz de confusión.





7 Unión con Pepper

Una vez entrenadas las diferentes redes y comparado sus resultados es el momento de pasar

a probarlo en el robot Pepper y ver cómo funciona la interpretación en tiempo real.

Para ello se capturan las imágenes desde la cámara del Pepper y se procesan con Openpose

de igual manera que se hizo para la obtención del dataset (apartado 4.1). Cada imagen

procesada se pasa a la red para que ésta prediga de qué letra se trata. Finalmente, esta

imagen predicha se devuelve a Pepper para que muestre en su pantalla la letra en cuestión.

Aunque se ha implementado tanto la parte encargada de leer la cámara del Pepper mediante

ROS (ya usado en la toma de datos) como la parte de visualización de imágenes en la tablet

del robot haciendo uso del protocolo SFTP, ha sido imposible realizar la conexión final (con

la red ya entrenada) debido a la situación generada por el Covid-19.

Por este motivo los resultados que se van a mostrar a continuación se han realizado usando

una webcam, la cual publica las imágenes en un topic de ROS con el fin de simular la cámara

del Pepper. Por ello los resultados pueden diferir de los que se obtendrían con el robot real.

Primero se ha probado con los dos mejores resultados obtenidos con la arquitectura ResNet,

uno perteneciente al caso de usar la misma etiqueta para ambas manos y otro al caso de usar

etiquetas diferentes, para ver si la ligera diferencia de uno a otro es influyente. Posteriormente

se ha comparado el mejor de éstos con el resultado de la aquitectura Xception que es el más

prometedor.

7.1 Resultados ResNet

Dado que la diferencia entre las redes es la distinción entre una mano y otra se va a

comentar por un lado los errores encontrados en cada mano y por otro los encontrados en

común entre ambas.

35
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A partir de ahora se va a referir como modelo 1 a la red entrenada sin distinción de manos

y como modelo 2 a la entrenada distinguiendo las manos.

7.1.1 Mano derecha

El primer error que se encuentra sucede en el modelo 1 con la letra E ya que la confunde

con la C. Dependiendo de la posición en la que se realice el gesto la red es capaz de identificar

(o no) la letra. En la figura 7.1 se puede apreciar cómo la posición influye en la identificación.

Este error no sucede en el modelo 2, el cual es capaz de identificar la letra sin problema.

Con la letra L aparece otro error de posición igual que el anterior. Nuevamente sólo afecta

al modelo 1.

En general el modelo 2 se comporta mejor con la mano derecha.

(a) Correcta identificación.

(b) Error en la identificación.

Figura 7.1: Letra E.

7.1.2 Mano izquierda

En el caso de la izquierda es el modelo 1 el que aporta unos resultados ligeramente mejores.

El modelo 2 confunde ocasionalmente la N con la M, en este caso el error no depende de la
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posición en la que se realiza el gesto, y la Q con la P como se puede ver en la figura 7.2 en

este caso si se trata de un error de posición y se soluciona signando con un ligero ángulo en

lugar de poniendo el brazo perpendicular a la cámara.

Ambos errores no afectan al modelo 1.

(a) Correcta identificación.

(b) Error en la identificación.

Figura 7.2: Letra Q.

7.1.3 Común

Uno de los errores que más se produce en ambas manos es la confusión de la D con la K.

Este error depende de la posición en la que se realiza el gesto, sucendiendo el error cuando se

signa más hacia el centro del cuerpo (figura 7.3). Aunque ambos modelos fallan en este caso

el modelo 2 es el que menos lo hace.

Algo similar sucede con la I, que si se signa hacia el centro del cuerpo da error (figura 7.4).

De nuevo el modelo que se ve más afectado es el 1.

Otro fallo bastante recurrente y que afecta principalmente al modelo 1 es la confusión entre

las letras O y S. En el modelo 2 también aparece pero con menor frecuencia.

Por todo esto se ha escogido el modelo 2, el que distingue entre las manos, para enfrentarlo

al modelo de la aquitectura Xception. Aunque el modelo 1 tenga un mejor comportamiento
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con la mano izquierda y corrija la confusión entre M y N en términos generales el modelo 2

se comporta mejor.

(a) Correcta identificación.

(b) Error en la identificación.

Figura 7.3: Letra D.

(a) Correcta identificación.

(b) Error en la identificación.

Figura 7.4: Letra I.
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7.2 ResNet vs Xception

A continuación se van a exponer las diferencias encontradas entre el modelo de ResNet que

distingue entre las manos (de ahora en adelante modelo 1) y el modelo de Xception (modelo

2). Se van a comparar los casos en los que el modelo 1 fallaba anteriormente con el modelo 2

para ver si éste es capaz de solventarlos.

El modelo 2 soluciona todos los casos en los que falla el modelo 1 y, además, no presenta

ningún error destacable. Casos como la confusión entre D y K según la posición del gesto no

aparecen ahora. El único error que se sigue manteniendo ligeramente es la confusión entre la

S y la O pero a un nivel muy bajo, nada comparable con el modelo 1. En la figura 7.5 se

muestran un par de casos en los que falla el modelo 1 y los resultados obtenidos por ambos

modelos en cada caso donde el valor numérico indica el grado de confianza en la medida por

parte de la red.

Por tanto, se puede confirmar que el mejor modelo encontrado es el de la arquitectura

Xception.

(a) Letra O; Modelo 1: S (0.8452); Modelo 2: O (0.9887).

(b) Letra D; Modelo 1: K (0.9998); Modelo 2: D (0.9999).

Figura 7.5: Interpretación de diferentes letras.
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7.3 Problemas con Openpose

Aunque se han comparado los modelos y se ha encontrado el más adecuado, uno de los

mayores problemas que se ha visto al probar la red en tiempo real no son los diferentes

modelos y la tasa de aciertos de éstos sino del propio sistema de procesamiento de imagen

usado, Openpose.

Todas las pruebas para encontrar el mejor modelo se han realizado comprobando que

Openpose no falle, es decir, que no dibuje keypoints donde no los hay, por el motivo que sea.

Para ello se ha intentado controlar la iluminación y usar ropa lisa con la menor presencia de

colores blancos que puedan suponer un reflejo de luz para la cámara.

Pero con todo ello en ocasiones siguen apareciendo falsos keypoints lo que se convierte en

entradas erróneas a la red y que, por tanto, causarán fallo en la predicción. En la figura

7.6 se pueden observar dos instantáneas con menos de 1 segundo de diferencia entre ellas y

sin movimiento en las que, por fallo de Openpose, las imágenes que entran a la red son dos

diferentes.

En el primer caso (figura 7.6a) se muestra una U, el gesto que se está realizando, y la red

predice con exactitud ese valor; en el segundo caso (figura 7.6b) hay un fallo, se dibuja otra

cosa diferente y por tanto la predicción de la red es errónea.

(a) Comportamiento normal.

(b) Error de Openpose.

Figura 7.6: Fallo Openpose.
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Aunque se intenta evitar en la medida de lo posible que Openpose falle, muchas veces es

inevitable y, por muy bien que funcione la red, los resultados que devuelve pueden no ser los

esperados debido a un error en la entrada.





8 Conclusiones

Gran parte de los objetivos planteados al inicio de este TFG se han conseguido alcanzar de

manera satisfactoria. Así, se ha realizado la construcción de un dataset para el alfabeto de la

LSE, inexistente hasta el momento, y la correcta comunicación con el robot Pepper empleado

como intérprete humanoide.

En cuanto al objetivo principal, la interpretación del alfabeto, se puede decir que ha sido

cumplido con éxito de manera parcial. Se ha conseguido desarrollar un sistema funcional

basado en RNA con un alto porcentaje de acierto pero sólo para aquellos signos que son

estáticos y no requieren de movimiento.

Respecto a los que requieren movimiento se plantea como trabajo futuro el uso de Re-

des Neuronales Recurrentes (RNN). Éstas, en lugar de buscar solamente características en el

espacio como en el caso de las CNNs, estudian las relaciones temporales entre las distintas en-

tradas para mejorar la tarea de clasificación. Son redes empleadas en el análisis de secuencias

como el reconocimiento de voz y vídeo.

Además, también se plantea junto con el análisis de las secuencias mediante RNN el au-

mento de signos a aprender incluyendo, por ejemplo, preguntas y verbos sencillos.
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