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Resumen: En este articulo se presentan una serie de experimentos aplicando la
técnica de deteccion de multi-palabras para categorizacion de texto en un dominio
cientifico. Para ello, se ha utilizado parte de la colecciéon de articulos cientificos de
Fisica de Altas Energias (HEP) proporcionada por el Laboratorio Europeo de Fisica
de Particulas (CERN). Los algoritmos de aprendizaje supervisado empleados para
la experimentaciéon han sido Rocchio y PLAUM. La técnica de deteccion de multi-
palabras utilizada se ha limitado a secuencias fijas de dos términos como méximo, es
decir, lo que se conoce como bigramas. El objetivo de este trabajo ha sido comprobar
si el uso de bigramas frecuentes como términos caracteristicos puede ser una mejora
para la tarea de categorizacién de textos en este dominio especifico, llegando a la
conclusion de que la deteccion de multi-palabras no merece la pena ser usada para
esta tarea en el dominio HEP.
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Abstract: This paper presents some experiments using the technique of multi-words
detection for text categorization in scientific domain. We have used part of the col-
lection of scientific papers of High Energy Physics (HEP) provided by the European
Laboratory for Particle Physics (CERN). The supervised machine learning algo-
rithms employed have been Rocchio and PLAUM. The technique of multi-words
detection used has been limited to fixed sequences of maximum two terms, known
as bigrams. The aim of this study is to determine whether the use of frequent bi-
grams as unique features may be an improvement for text categorization task in this
specific domain. Our conclusion is that multi-words detection should not be used for
this task in the HEP domain.
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La asignacién automatica de palabras clave a
documentos de texto se ha enmarcado den-
tro de la creciente area de la categorizacion
de texto (Text Categorization, TC), un area
donde las técnicas de recuperacién de infor-
macion y los algoritmos de aprendizaje au-
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tomatico estan relacionados, ofreciendo solu-
ciones a problemas que utilizan colecciones
de documentos del mundo real (Sebastiani,
2002).

La categorizaciéon de texto es la disciplina
encargada de la clasificaciéon automatica de
documentos de texto bajo categorias o clases
predefinidas (puede verse una introduccion en
(Buenaga, Goémez, y Diaz, 1997)). La tarea
de la categorizaciéon de texto se enmarca den-
tro del problema de la clasificacién autométi-
ca (Automatic Classification), también cono-
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cido como reconocimiento de patrones (Pat-
tern Recognition). Es una tarea que se englo-
ba también dentro del aprendizaje automati-
co. Se consideran principalmente dos tipos de
clasificacion automética: supervisada y no su-
pervisada. Cuando se opta por aplicar una
clasificacion no supervisada, no existe posibi-
lidad de conocer las clases o categorias finales
a priori. Precisamente, uno de los objetivos
de las técnicas de aprendizaje no supervisado
como clustering de documentos es descubrir
las posibles categorias o clases finales en un
problema de clasificaciéon. Sin embargo, si es-
tas categorias o clases ya se encuentran pre-
definidas, es recomendable utilizar técnicas
supervisadas para lograr una aproximacion a
la solucién del problema. El uso de apren-
dizaje supervisado también es ideal cuando
se dispone de una coleccién de entrenamiento.
Esto tltimo es lo que comtinmente se conoce
como categorizaciéon de texto, considerando el
clustering de documentos como una disciplina
diferente.

Normalmente, el significado de una pala-
bra no tiene sentido sin las palabras adya-
centes que le acompanan en cualquier texto.
En algunos casos, un concepto queda mejor
representado mediante la combinacion de las
palabras que rodean al término principal, es
decir, utilizando lo que se conoce como multi-
palabras o n-gramas. Dentro de la catego-
rizacion de texto, la identificacion de carac-
teristicas se puede mejorar detectando estas
multi-palabras y formando un tnico término
a partir de ellas. Las multi-palabras pueden
estar formadas por dos o més términos.

En este trabajo vamos a analizar la con-
veniencia que la deteccion de multi-palabras
puede tener en la categorizacion de docu-
mentos en un dominio cientifico especifico. El
articulo se organiza de la siguiente manera:
en primer lugar, se explica la identificacién
de caracteristicas mediante el reconocimiento
de multi-palabras. Seguidamente, se describe
la coleccién de documentos utilizada para los
experimentos de este trabajo. A continuacion,
se muestran los experimentos y resultados
obtenidos, haciendo un anélisis comparativo.
Finalmente, se comentan las conclusiones.

2. Identificacion de caracteristicas
mediante el reconocimiento de
multi-palabras

El reconocimiento de multi-palabras o la
deteccion de n-gramas es una técnica que
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Bigrama POS Decisiéon
offer-some VB-DT | No valido
potential-advantages | JJ-NNS Valido
in-the IN-DT | No valido
nuclear-power NP-NP Vélido
be-placed VB-VBN | No valido
power-station NP-NP Valido

Tabla 1: Algunos bigramas candidatos con sus
etiquetas POS y la decision tomada

tiene en cuenta la posicién entre ciertas pala-
bras del texto, de forma que una secuencia fija
de éstas puede representar un concepto tnico
(Church y Hanks, 1990; Kilgarriff y Tugwell,
2001). Por tanto, se podria utilizar esta técni-
ca como método de identificacion de caracte-
risticas (términos o conceptos) en una colec-
cibn empleada para categorizaciéon de texto.
Por ejemplo, los pares “top quark” o “Higgs
boson” se refieren a nombres de particula (ha-
cen referencia al mismo concepto pero estan
formados por més de un término). En algunos
trabajos se han alcanzado buenos resultados
utilizando la informacién proporcionada por
el Part Of Speech (POS) para seleccionar las
multi-palabras candidatas (Cavnar y Trenkle,
1994; Peng y Schuurmans, 2003). Un ejemplo
de estas técnicas hace uso de ciertos patrones
POS (un verbo, un nombre més un adjeti-
vo, etc.) junto con un indice de co-ocurrencia
(Informacion Mutua), que debe ser superior
a un umbral preestablecido.

Para la experimentacion llevada a cabo en
este trabajo hemos considerado tinicamente
multi-palabras de dos componentes, es de-
cir, bigramas, utilizando dos tipos de pa-
trones basados en el POS: nombre-nombre
v adjetivo-nombre. Estas dos posibles com-
binaciones de términos son detectadas de-
spués de aplicar un etiquetado POS a la colec-
ci6én, marcando las posibles multi-palabras
candidatas. La razoén para explorar sélo los
bigramas es debido a que los modelos de
mas de dos palabras son més complejos y
menos frecuentes. Un resultado satisfactorio,
no obstante, animaria a explorar cadenas més
largas. La Tabla 1 muestra algunos ejemp-
los de posibles bigramas junto con la decisién
tomada (valido o no valido), dependiendo del
patréon POS identificado.

También ha sido necesario el calculo de la
Informacion Mutua (IM) (MacKay, 2003) en-
tre cada par de términos de toda la coleccion
de documentos. La Informacion Mutua entre
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Figura 1: Ejemplo de la primera pagina de un documento HEP

dos términos z e y se puede calcular mediante
la siguiente formula:

p(z,y) (1)
p(@)p(y)

donde p(z,y) es la probabilidad de que los
términos z e y aparezcan juntos. Esto puede
ser computado como la frecuencia de ambos
términos seguidos en toda la coleccion divi-
dido por el nimero total de posibles pares
(bigramas):

IM(.’L‘,:I/) = 10g2

freq(z,y
p(z,y) = #.9)
bigramas

p(z) y p(y) son las probabilidades de los
términos z e y respectivamente. La probabi-
lidad de un término sera la frecuencia de ese
término dividido por el namero total de tér-
minos de la coleccion:

p(z) = freq(x)

N, palabras

p(y) = freq(y)

Npalabras

Cada bigrama se ha clasificado en dos lis-
tas: una ordenada por el valor de Informacion
Mutua y otra por el valor de la frecuencia de
apariciéon. El objetivo de este trabajo es com-
probar si el uso de bigramas frecuentes como
caracteristicas tnicas puede ser una mejora
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para el sistema de categorizacion de textos
en el dominio cientifico.

3. La coleccion HEP

Para este trabajo se ha utilizado la colecciéon
de articulos de Fisica de Alta Energial (High
Energy Physics, HEP) (Vassilevskaya, 2002).
Esta coleccion trata de recoger la mayoria
de articulos o documentos publicados y pre-
publicados en revistas, conferencias, comités
cientificos, etc., que tienen que ver con la fisi-
ca de particulas y tecnologias relacionadas.
La colecciéon contiene alrededor de 400.000
documentos, de los cuales el 50 % son accesi-
bles electronicamente. Los documentos HEP
son articulos técnicos que normalmente con-
tienen abundantes gréaficas, diagramas, for-
mulas y otras notaciones cientificas. Su vo-
cabulario deberia tener, en nuestra opinion,
un bajo grado de ambigiiedad, debido a la es-
pecializacion de los textos en cada area (prin-
cipalmente Astrofisica, Fisica Teérica y Fisica
Experimental).

La coleccién usada en el presente traba-
jo consiste en 22.903 documentos etiqueta-
dos (6,1 gigabytes), convertidos a texto plano

'Estos documentos estan libremente disponibles
en el Servidor de Documentos del CERN (CDS), en
la direccién http://cds.cern.ch
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Figura 2: Distribucién de clases por documentos en la particion HEP-EX

usando la herramienta pdftotexrt incluida en
el paquete apdf? (version 2.01). Los ficheros
que contienen las palabras clave (etiquetas)
para ese conjunto de articulos representa 112
megabytes de ficheros. En la Figura 1 se
muestra un ejemplo de la primera pégina de
un articulo HEP tipico.

3.1. La particion HEP-EX

Es importante destacar que, debido al
tamano de la colecciéon descrita anterior-
mente, el tiempo necesario para realizar los
diferentes célculos podria ser prohibitivo. Es
por ello que hemos considerado la posibili-
dad de trabajar con una particion generada a
partir de la coleccion principal. A esta parti-
cion la hemos denominado HEP-EX, y ha si-
do obtenida manteniendo tinicamente algunos
de los articulos experimentales de la colec-
cion principal HEP. Los articulos completos
de esta particion producen més de 300.000
caracteristicas después de aplicar el proceso
de extraccion de raices (stemming) y de eli-
minar las palabras vacias. Por tanto, esta al-
ta dimensionalidad hace necesario aplicar un
método que decremente este ntmero de ca-
racteristicas si nuestra intenciéon es utilizar
algoritmos de aprendizaje supervisado en un
tiempo de computacién razonable.

La particion HEP-EX esta formada por
2.839 documentos relacionados con la Fisica
experimental de alta energia, que estan in-
dexados con 1.093 palabras clave (las cate-
gorias). Las Figuras 2a y 2b muestran la dis-
tribucion de las palabras clave en la particiéon
HEP-EX. Como se puede observar, esta parti-
cion estd muy desbalanceada: inicamente 84

2El paquete apdf  esta
http://www.foolabs.com /xpdf

disponible  en

94

categorias estan representadas por méas de 100
documentos y s6lo cinco clases por mas de
1.000 documentos.

Otra posibilidad para acelerar el tiempo de
experimentacién es considerar, en lugar del
texto completo de los articulos, solamente el
abstract de los mismos. Cualquier documen-
to HEP incluye una secciéon (abstract) donde
los autores resumen el contenido del texto del
articulo y su tamano varia desde unas pocas
lineas hasta una pagina entera. En este traba-
jo, los experimentos se han llevado a cabo uti-
lizando tanto el texto completo de los articu-
los, como el abstract de forma aislada.

4. FEzxperimentos y resultados

Los algoritmos de aprendizaje supervisado
utilizados han sido el algoritmo de clasifi-
cacion de Rocchio y el algoritmo de PLAUM
(Li et al., 2002). A partir de todos los posi-
bles pares bien formados que aparecen en
la particion HEP-EX, se han generado dos
listas de bigramas clasificados de mayor a
menor valor de Informacion Mutua y de ma-
yor a menor frecuencia de apariciéon. Por
otro lado, es necesario determinar cudles de
esos bigramas serdn detectados como multi-
palabras en el corpus, considerando tnica-
mente los primeros clasificados (top-ranked)
como bigramas relevantes. Durante la experi-
mentacion, hemos probado diferentes valores
de top-ranked: 50, 100, 500 y 1.000. Por tan-
to, se han ejecutado un total de 16 experi-
mentos como combinaciéon de los dos clasifi-
cadores base utilizados (Rocchio y PLAUM),
los cuatro valores de top-ranked selecciona-
dos y las dos listas de bigramas candidatos
(por frecuencia y por valor de Informacion
Mutua).
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Precision Recall F1 BEP Accuracy % clases n-top Valor Algoritmo
0.6961 0.4122 0.4910 0.5541 0.9819 53.28 0 ninguno PLAUM
0.6921 0.4167 0.4931 0.5544 0.9820 52.58 50 IM PLAUM
0.6925 0.4111 0.4880 0.5518 0.9818 52.50 100 IM PLAUM
0.6860 0.4121 0.4883 0.5490 0.9817 52.15 500 IM PLAUM
0.6890 0.4082 0.4862 0.5486 0.9818 51.50 1000 IM PLAUM
0.6850 0.4101 0.4869 0.5475 0.9818 52.89 50 Frec. PLAUM
0.6911 0.4173  0.4937 0.5542 0.9819 51.94 100 Frec. PLAUM
0.6935 0.4028 0.4821 0.5481 0.9819 51.16 500 Frec. PLAUM
0.6923 0.3952 0.4762 0.5437 0.9818 52.41 1000 Frec. PLAUM
0.4668 0.5410 0.4570 0.5039 0.9720 88.15 50 IM Rocchio
0.4683 0.5420 0.4581 0.5051 0.9719 87.30 100 IM Rocchio
0.4656 0.5367 0.4545 0.5012 0.9717 87.53 500 IM Rocchio
0.4647 0.5390 0.4543 0.5018 0.9716 87.60 1000 IM Rocchio
0.4764 0.5454  0.4648 0.5109 0.9727 88.19 50 Frec. Rocchio
0.4767 0.5487 0.4683 0.5127 0.9727 88.12 100 Frec. Rocchio
0.4721 0.5484 0.4678 0.5103 0.9728 87.84 500 Frec. Rocchio
0.4813 0.5469 0.4706 0.5141 0.9730 89.12 1000 Frec. Rocchio

Tabla 2: Resultados de los experimentos usando los abstracts como corpus

Precision Recall Fi BEP Accuracy % clases n-top Valor Algoritmo
0.6961 0.4122 0.4910 0.5541 0.9819 53.28 0 ninguno PLAUM
0.7114 0.4387 0.5147 0.5751 0.9828 58.90 50 IM PLAUM
0.7081 0.4382 0.5140 0.5732 0.9827 59.80 100 IM PLAUM
0.5565 0.1857 0.2633 0.3711 0.9261 31.35 500 IM PLAUM
0.5723 0.2045 0.2820 0.3884 0.9261 34.14 1000 IM PLAUM
0.7122 0.4395 0.5172 0.5759 0.9828 59.04 50 Frec. PLAUM
0.7051 0.4325 0.5091 0.5688 0.9826 57.82 100 Frec. PLAUM
0.7081 0.4365 0.5123 0.5723 0.9828 58.47 500 Frec. PLAUM
0.7028 0.4347 0.5099 0.5687 0.9825 56.75 1000 Frec. PLAUM
0.4242 0.5223 0.4268 0.4733 0.9699 86.92 50 IM Rocchio
0.4216 0.5199 0.4236 0.4708 0.9693 86.92 100 IM Rocchio
0.3257 0.5128 0.3695 0.4192 0.8750 91.04 500 IM Rocchio
0.3464 0.5143 0.3853 0.4304 0.8783 91.78 1000 IM Rocchio
0.4256 0.5204 0.4261 0.4730 0.9698 85.74 50 Frec. Rocchio
0.4232 0.5188 0.4244 0.4710 0.9696 86.89 100 Frec. Rocchio
0.4310 0.5240 0.4321 0.4775 0.9703 87.44 500 Frec. Rocchio
0.4227 0.5235 0.4307 0.4731 0.9700 86.55 1000 Frec. Rocchio

Tabla 3: Resultados de los experimentos usando los textos completos como corpus

Ademaés, como se ha comentado anterior-
mente, haremos uso de dos corpus a partir de
la particion HEP-EX: uno con los textos com-
pletos de los articulos y otro con los abstracts
solamente. Por un lado, cuanto mayor sea el
tamafio del corpus, la Informacion Mutua lle-
ga a ser mas representativa, pero el objetivo
de este trabajo no es establecer conclusiones
acerca del uso de abstracts o de textos com-
pletos, sino determinar si merece la pena con-
siderar la identificacion de multi-palabras du-
rante el proceso de clasificaciéon en el dominio
de la Fisica de altas energias.
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En las Tablas 2 y 3 se muestran los re-
sultados obtenidos utilizando el corpus de
abstracts y el de textos completos respectiva-
mente. Para ambas tablas, las medidas dadas
son:

» Precision (media por documento del co-
ciente “clases acertadas” entre “clases
propuestas” por el sistema)

» Cobertura (Recall) (media por documen-
to del cociente “clases acertadas” entre
“clases esperadas”)

n F1
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» Break-Even-Point (BEP), computado
como la media entre precision y recall

» Accuracy

= El porcentaje de clases entrenadas satis-
factoriamente

= El ntmero de bigramas top-ranked con-
siderados

» El valor de clasificacion empleado (IM
para Informacion Mutua y Frec. para
frecuencia)

= El algoritmo de clasificaciéon utilizado

Existe una fila en cada tabla de resultados
en la que no se ha considerado el uso de bi-
gramas, es decir, no se ha llevado a cabo la
deteccion de multi-palabras. Esos resultados
nos permiten realizar un analisis completo so-
bre la técnica empleada en este trabajo para
la coleccion HEP.

5. Andlisis y conclusiones de los
resultados

En las Figuras 3a y 3b se muestra una re-
presentaciéon grafica de la precision, recall y
medida F1 para el algoritmo de clasificaciéon
Rocchio utilizando el corpus de abstracts de
la particion HEP-EX. Las Figuras 4a y 4b
muestran el mismo tipo de graficas calcu-
ladas para el otro algoritmo de aprendizaje
utilizado (PLAUM), usando el mismo cor-
pus (abstracts). Por ultimo, las Figuras Ha
y bb muestran las graficas de los resultados
obtenidos empleando PLAUM como algorit-
mo de clasificaciéon y usando el corpus de los
textos completos.

Analizando estos graficos, se puede obte-
ner una conclusiéon simple: el uso de la téc-
nica de deteccion de multi-palabras descrita
con anterioridad, no reporta mejoras signi-
ficativas para la categorizacién de textos en el
dominio HEP. Ademaés, los experimentos que
utilizan el corpus de documentos completos
obtienen peores resultados, como puede com-
probarse en la Figura 5. Estos resultados son
coherentes con las conclusiones obtenidas por
Lewis (Lewis, 1992) en su estudio sobre la se-
leccion de caracteristicas en categorizacion de
texto. La utilizacion de frases y la seleccidon
de caracteristicas con un alto ratio de valor
de Informacion Mutua no es un argumento
lo suficientemente fuerte como para justificar
su uso. Por tanto, para categorizacion de tex-
to en el dominio HEP, la deteccién de multi-
palabras no parece recomendable.
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Figura 3: Influencia de la deteccion de multi-palabras sobre el corpus de abstracts para el algoritmo
Rocchio usando la lista ordenada por (a) Informacion Mutua, o (b) Frecuencia
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