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1 Introducción

En la actualidad, disponemos de múltiples herramientas mediante las cuales podemos reali-
zar tareas de todo tipo con nuestros dispositivos. Esto provoca la necesidad de una adaptación
continua de la sociedad a nuevos elementos y aplicaciones, tarea que puede ser difícil para
determinada población, como por ejemplo, para personas con problemas visuales.
El aumento de la población en situación de dependencia debido a discapacidades congéni-

tas o adquiridas, o bien simplemente por el paso de los años es una realidad. De esta forma,
aparecen cada vez más métodos de adaptación de nuestros dispositivos para gente con disca-
pacidad visual. Así pues, la finalidad de este proyecto es la búsqueda de la mejora en el día a
día en personas con tal discapacidad, proporcionando a esta población ayuda en la realización
de tareas en exteriores.
En los últimos años, el término Inteligencia Artificial (IA) es uno de los términos con más

repercusión en el mundo de la tecnología, esto es debido a su avance imparable en multitud
de campos. Uno de los pilares de la IA es el deep learning, expresión que define algoritmos
complejos que intentan imitar el razonamiento humano.
Existen diferentes algoritmos de reconocimiento para conseguir comprender el entorno de

una forma eficaz, y así ser capaces de identificar y localizar los elementos que aparecen
en una imagen. De esta forma, en este proyecto se abordan técnicas de deep learning para
reconocer vehículos como coches o camiones y, a partir de esto, realizar un seguimiento robusto
de los vehículos que pueden ser peligrosos para el peatón. La encargada de la detección y
localización de los vehículos es la red neuronal convolucional YOLOv3, implementada dentro
del framework Darknet.
En cuanto a las técnicas utilizadas para el seguimiento del vehículo, se hace uso del algo-

ritmo Speeded-Up Robust Features (SURF) para detectar keypoints y sus respectivos des-
criptores en las áreas donde YoloV3 detecte un vehículo. Posteriormente, se realiza el em-
parejamiento de los keypoints calculados para cada vehículo mediante Brute-Force Matcher
(BFM) y se aplican filtros para eliminar falsas correspondencias.
Finalmente, se ha creado un sistema cliente/servidor delegando así el coste computacional

en un servidor con mayor potencia de procesamiento. Para ayudar al usuario en la circulación,
se muestra una imagen señalando los vehículos que se han considerado peligrosos para el
peatón. Además, se añaden una serie de alarmas que puedan ser de utilidad.
A lo largo de este documento se profundiza en las técnicas utilizadas. Haciéndose referencia

a los problemas encontrados y a las soluciones que se han efectuado para conseguir completar
los objetivos.

1.1 Objetivos
El objetivo principal del trabajo es el desarrollo de un algoritmo que permita la detección

y seguimiento de vehículos desde el punto de vista de un peatón, detectando aquellos que
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2 Introducción

pueden ser potencialmente peligrosos para él.
Para su realización se requiere de la captura de una gran cantidad de información, recibida

mediante imágenes a través de una cámara IP, además de su posterior procesamiento em-
pleando principalmente técnicas de deep learning. Es por esto que el proyecto se ha dividido
en dos subobjetivos.

El primer subobjetivo de este TFG es el desarrollo de un sistema cliente/servidor a partir
de una cámara vestible.

1. Configuración y puesta en marcha de un elemento vestible, en concreto una cámara IP,
mediante la cual el peatón obtendrá imágenes de su entorno.

2. Desarrollo de un sistema cliente/servidor mediante un socket bidireccional. El cliente
será el encargado de la conexión con la cámara y el envío de datos al servidor, y el
servidor analizará cada frame en tiempo real y devolverá la respuesta al cliente.

3. Integración del sistema, prueba real de su funcionamiento y validación.

El segundo subobjetivo de este TFG es el estudio y aplicación de técnicas de deep learning
para realizar el seguimiento del vehículo, estimar su distancia y velocidad y generar las alarmas
pertinentes.

1. Selección de métodos de deep learning para el estudio del entorno.

2. Generación de alarmas para alertar al usuario de los posibles peligros relacionados con
vehículos. Mostrar en tiempo real dónde puede estar el peligro y el nivel de peligro.

3. Integración del sistema, prueba real y validación.

1.2 Motivación
Este proyecto tiene dos motivaciones principales que han marcado los objetivos en mi

trabajo final de carrera y los métodos a llevar a cabo para realizarlos. Estas son una clara
motivación social y el aprendizaje y profundización de técnicas de visión por computador.

La atención a la población en situación de dependencia es un fenómeno en incesante creci-
miento que ya afecta al 15% de la población mundial de todas las edades (OMS-Discapacidad
y salud, 2018). Por un lado, nos encontramos con personas con discapacidades congénitas o
adquiridas por accidentes (unos 3,5 millones de personas) y, por otro, tenemos personas que
con el paso de los años necesitan de atención personalizada (más de 8 millones). El deterioro
de las habilidades físicas y cognitivas limita la vida autónoma de las personas, considerándose
un problema primordial ante el cual los países desarrollados han decidido actuar. La primera
motivación de este proyecto es intentar dar una solución a una parte de este colectivo.

Por consiguiente, el proyecto tiene un alto interés social, ya que se busca el incremento de
la autonomía en entornos exteriores de personas con necesidades especiales. Esto se pretende
lograr ayudando en la circulación del usuario gracias al estudio y procesamiento del entorno,
generando alarmas para asegurar su seguridad como peatones y detectando los vehículos que
pueden suponer un peligro.
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En cuanto a la segunda motivación, a lo largo de la carrera de Ingeniería robótica he
cursado asignaturas como visión por computador o sistemas de percepción, las cuales han
despertado mi interés en técnicas de procesamiento de imágenes. Así pues, una de las metas
era la de profundizar en lo aprendido aplicándolo a un proyecto de mayor complejidad, y así
aprender nuevas técnicas con las que conseguir cumplir los objetivos marcados.





2 Estado del arte

La visión por computador ha dado lugar a numerosas técnicas dedicadas al estudio de
imágenes. A modo de introducción, en este apartado se trata de hacer un breve repaso a los
algoritmos y técnicas utilizadas para cumplir con los objetivos de este trabajo.

2.1 Descriptores
A lo largo de las últimas décadas, se han desarrollado diferentes detectores y descriptores

de características, los cuales codifican información relevante de la imagen y son de vital
importancia para la realización de tareas de alto nivel como detección de correspondencias
entre imágenes, reconocimiento, localización, seguimiento de objetos en vídeo, etc.
Estos descriptores, dependiendo de la forma en la que obtienen estas características, pueden

ser locales o globales. Los descriptores locales son utilizados para describir la información
de un píxel teniendo en cuenta sus vecinos, es decir su entorno local, a diferencia de los
descriptores globales que describen la imagen como un todo. Dentro de los descriptores locales
hay diferentes formas de analizar dicho píxel en función de sus características. En la subsección
2.1.1 se describe el funcionamiento interno del descriptor local aplicado en nuestro TFG.

2.1.1 Speeded-Up Robust Features (SURF)
Este algoritmo fue descrito por primera vez en el año 2008 por Herbert Bay (Bay y cols.,

2008). Actúa tanto detector como descriptor y es muy rápido y preciso. A continuación se
explica el funcionamiento dea cada una de sus etapas:

1. Detección:
El mecanismo que utiliza SURF para la detección de puntos de interés es la matriz
Hessiana. La idea principal es usar el determinante de esta matriz como indicador de
los cambios locales que suceden alrededor de un determinado punto de interés. La matriz
Hessiana H(x, σ), en un punto x=(x,y) a escala σ viene definida por la ecuación 2.1,
donde Lxx(x, σ) es la convolución de la derivada parcial de segundo orden de la función
Gaussiana con la imagen I en el punto x con respecto al eje x, siendo Lxy(x, σ) respecto
a los ejes x e y, y Lyy(x, σ) respecto al eje y.

H(x, σ) =

[
Lxx(x, σ) Lxy(x, σ)
Lxy(x, σ) Lyy(x, σ)

]
(2.1)

SURF implementa filtros de tipo caja, los cuales aproximan las derivadas parciales
de segundo orden de la función Gaussiana con un coste computacional bajo usando
la imagen integral [Ecuación 2.2], que básicamente es una imagen nueva en la que
para cada punto de la imagen, guardamos en ese punto la suma acumulada de todas
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6 Estado del arte

las intensidades de la imagen desde el punto de origen hasta el punto de interés. La
imagen integral permite convolucionar cualquier imagen con un filtro de caja en tres
operaciones.
En la Figura 2.1 se puede ver una demostración de la aproximación de las derivadas
parciales de segundo orden de la función Gaussiana.

ii(x, y) =
∑

x′≤x, y′≤y

i(x′, y′) (2.2)

Figura 2.1: De izquierda a derecha: segunda derivada parcial respecto a la dirección y y a la dirección
xy, y sus aproximaciones usando filtros de caja. (Bay y cols., 2008)

2. Descriptor:
Con el fin de ser invariante a rotación, se identifica la orientación del punto de interés.
Para esto, se calcula la respuesta de Wavelet Haar en las direcciones x e y, en una región
circular de radio 6s, siendo s es la escala del punto de interés.
Una vez las respuestas de Wavelet son calculadas y ponderadas con un Gaussiano
centrado en el punto de interés, las respuestas se representan como vectores en el espacio
donde la respuesta horizontal se muestra a lo largo de la abscisa y la respuesta vertical
a lo largo de la ordenada. La orientación dominante es estimada calculando la suma de
todas las respuestas con una ventana deslizante que cubre un ángulo de pi/3 [Figura
2.2]. Por último, la respuesta horizontal y vertical se suman formando un nuevo vector,
y la respuesta más larga del vector es la que nos da la orientación del punto de interés.
El tamaño de esta ventana deslizante influye en gran medida ya que si es pequeña,
tendrá un solo gradiente dominante y si es grande, tenderá a dar tamaños de vector
máximo que no representan la realidad correctamente.

Figura 2.2: Asignación de la orientación de cada sector (Introduction to SURF (Speeded-Up Robust
Features), s.f.)
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Para la extracción de los componentes del descriptor, el primer paso consiste en construir
una ventana centrada a lo largo del punto de interés con un tamaño 20s, y orientado a
lo largo de la orientación calculada previamente. Esta ventana se divide en subregiones
4x4s y para cada subregión se calculan características simples.

Por razones de simplicidad, a las respuestas Wavelet Haar en la dirección horizontal
se llaman dx y en la vertical dy, definiéndose horizontal y vertical en relación a la
orientación del punto de interés. Por tanto, las respuestas Wavelet en dx y dy se suman
en cada subregión y forman las primeras entradas del vector descriptor. Las siguientes
características se obtienen de los valores absolutos |dx| y |dy|, de los que se obtienen
información sobre la polaridad de los cambios de intensidad. Por tanto, para cada
subregión se calcula un vector descriptor de cuatro dimensiones:

v =
∑

dx,
∑

dy,
∑

|dx|,
∑

|dy| (2.3)

Concatenando las 4x4 subregiones, se obtiene un vector descriptor de 64 valores para
cada punto de interés. Este vector es que el finalmente guarda la información que
describe el punto de interés y puede ser utilizado para realizar el emparejamiento con
otros puntos.

2.2 Optical Flow

En cuanto al seguimiento de objetos en un vídeo, uno de los algoritmos más conocidos en
la visión por computador es Optical Flow. Optical flow se define como el movimiento de los
objetos entre una secuencia de frames consecutivos, causado por el movimiento relativo entre
el objeto y la cámara. Está formado por un conjunto de vectores 2D en el que cada vector
muestra el movimiento de los puntos característicos desde un frame a otro. En la Figura 2.3
se puede observar el movimiento de un objeto circular a lo largo de 5 frames.

Figura 2.3: Ejemplo Optical Flow (OpenCV: Optical Flow, 2020)

Optical Flow trabaja con varios supuestos:

1. Las intensidades de píxel de un objeto no cambian entre fotogramas consecutivos.

2. Los píxeles vecinos tienen movimiento similar.
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2.2.1 Problema de Optical Flow

Si expresamos la intensidad de un píxel en función del espacio y del tiempo, I(x, y, t), y
lo movemos una distancia(dx, dy) a traves de un tiempo dt, se obtiene una nueva intensidad
I(x+ dx, y + dy, t+ dt). Haciendo uso del primer supuesto: I1 = I2.

I(x, y, t) = I(x+ dx, y + dy, t+ dt)

A continuación, realizando la serie de taylor al lado derecho de la ecuación y eliminando los
términos comunes se obtiene la ecuación de Optical Flow [Ecuación 2.4].

fxu+ fxu+ fxu = 0 (2.4)

donde

fx =
∂f

∂
fy =

∂f

∂y

u =
∂f

∂y
v =

∂f

∂y

El problema radica en que no se puede resolver u y v para determinar el movimiento a través
del tiempo debido a que solo hay una ecuación y dos incógnitas. De esta forma, aparecen
métodos de aplicación de Optical Flow que tratan de solucionar este problema como el método
de Lucas-Kanade.

2.2.2 Solución de Lucas-Kanade

Lucas-Kanade hace uso del segundo supuesto, el cual dice que todos los píxeles vecinos
tienen un movimiento similar. Este método de Lucas-Kanade toma una ventana de 3x3 alre-
dedor del punto característico, esta ventana por tanto está formada por 9 puntos los cuales
tienen el mismo movimiento. Las variables fx, fy, ft son conocidas. Ahora bien, disponemos
de 9 ecuaciones para resolver las 2 variables sin determinar: u y v. El método de Lucas-
Kanade obtiene una solución óptima utilizando el principio de mínimos cuadrados [Ecuación
2.5], reduciendo así el sistema a un tamaño 2x2.[

u
v

]
=

[ ∑
i fx

2
i

∑
i fxifyi∑

i fxifyi
∑

i fy
2
i

]−1 [−∑
i fxifti

−
∑

i fyifti

]
(2.5)

Es un algoritmo altamente extendido por lo que dispone de una implementación sencilla en
OpenCV. Tiene dos variantes, disperso o denso.
Optical Flow disperso proporciona los vectores del flujo de algunas características de interés,

como pueden ser píxeles que representan bordes o esquinas de un objeto, mientras que Optical
Flow denso proporciona los vectores de flujo de todo el frame, es decir, de todos los píxeles,
por lo que nos da un vector de flujo por píxel. Esto nos lleva al coste computacional de Optical
Flow denso, el cual será mucho mayor que el disperso teniendo así mayor precisión.
Si pensamos en nuestro TFG, el cual tiene como objetivo el seguimiento de vehículos, una
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de las formas de aplicar Optical Flow de Lucas-Kanade podría ser determinando primero las
zonas de la imagen donde hay un vehículo. Aquí es donde damos paso al deep learning, un
conjunto de algoritmos de aprendizaje utilizados en múltiples tareas, como el reconocimiento
de objetos.

2.3 Deep learning

El deep learning es una rama del machine learning que trata de imitar el funcionamiento
del cerebro humano, a través del comportamiento de las neuronas, para resolver problemas
de forma más rápida y precisa. Generalmente, los algoritmos basados en deep learning están
formados por una red neuronal con numerosas capas, por lo que de ahí viene la categorización
de ”aprendizaje profundo”.

2.3.1 Redes neuronales artificiales

Las redes neuronales artificiales son un modelo computacional capaz de aprender y for-
marse a sí mismas de manera autónoma a partir de ejemplos. Están inspiradas en las redes
neuronales biológicas y consisten en un conjunto de neuronas artificiales que se transmiten
señales entre sí.
La unidad básica de la que partimos para crear una Red Neuronal Artificial es una neurona,

y su funcionamiento es sencillo[Figura 2.4]

Figura 2.4: Modelo matemático de una neurona

Para la resolución de problemas complejos aparece la idea de red neuronal, la cual está
formada por numerosas neuronas artificiales interconectadas.
Una red neuronal está constituida por tres capas, capa de entrada, capas ocultas y capa de
salida.

1. Capa de entrada: capa por la que entran los datos iniciales, la cantidad de neuronas
determinada por la forma de representación de la información del dataset. Solo hay una
capa.
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2. Capas ocultas: se encarga de procesar los datos iniciales para conseguir los resultados
deseados. No hay limite de capas ni neuronas por capa.

3. Capa de salida: devuelve los datos finales. Solo hay una capa y tiene tantas neuronas
como salidas deseadas.

Figura 2.5: Red neuronal de tres capas

En general, la configuración de las capas se suelen determinar por prueba y error, teniendo
en cuenta que, aunque un número mayor de neuronas puede ser capaz de resolver problemas
más complejos, el tiempo de entrenamiento se verá incrementado.

2.3.2 Redes neuronales convolucionales (CNN)
Una vez explicado el funcionamiento más básico de una red neuronal, se procede a comentar

lo que son las Convolutional Neural Network (CNN) para después hacer énfasis en las Region-
based Convolutional Neural Networks (R-CNN), asentando así las bases de la red neuronal
utilizada en nuestro proyecto, YoloV3.
Las CNN son redes neuronales muy efectivas para tareas de detección de objetos y clasi-

ficación y segmentación de imágenes. Tienen una arquitectura similar a las redes neuronales
ordinarias, siendo la principal diferencia la aparición diferencia de capas especializadas en la
extracción de características de manera automática. Para el estudio de imágenes, las CNN
contienen varias capas ocultas especializadas en la detección de características a distintos
niveles de detalle. Esto quiere decir que las primeras capas pueden detectar formas simples
como líneas y curvas, y se van especializando hasta llegar a capas más profundas donde se
reconocen formas complejas como un rostro o la forma de un animal. Las capas ocultas se
dividen en las siguientes:

• Capas convolucionales: se aplican filtros de convolución a las imágenes para reconocer
determinados patrones.

• Capa de pooling: se encarga de reducir el tamaño de los datos y resumir las caracterís-
ticas extraídas.
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Figura 2.6: Capas red neuronal convolucional (Calvo, 2017)

• Capa clasificadora: proporciona el resultado final de clasificación de la imagen.

2.3.2.1 Capas convolucionales

Esta capa es la que distingue a las CNN de cualquier otra red neuronal, debido a la
aplicación de la operación de convolución. La convolución consiste en aplicar un filtro o kernel
a la imagen de entrada para obtener un mapa de las características de la imagen original. Un
kernel se desliza a través de la imagen de entrada, de forma que se desplazará de izquierda a
derecha y de arriba a abajo hasta pasar por toda la imagen. Se calcula el producto entre cada
elemento de la imagen y el elemento del filtro que se superpone en esa posición y se suman
los resultados.

Figura 2.7: Ejemplo de aplicación de un filtro convolucional (Calvo, 2017)

Tras aplicar este operador, se transforma la imagen de tal manera que ciertas características
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se vuelven más dominantes en la imagen convolucionada al tener un valor numérico más alto
en los píxeles que las representan. Estas características vendrán dadas por la forma del filtro.

2.3.2.2 Capa de pooling

La capa de pooling conforma otra parte importante de las CNN. Las capas de pooling
reducen el tamaño los de mapas de características mediante el uso de alguna función para
resumir subregiones.

Existen 3 formas principales de aplicar pooling:

1. Max-pooling: devuelve el máximo valor de entre todos los píxeles cubiertos por el kernel.

2. Min-pooling: devuelve el valor mínimo de entre todos los píxeles cubiertos por el kernel

3. Average pooling: se calcula el valor medio de entre todos los píxeles cubiertos por el
kernel.

Figura 2.8: Ejemplo de aplicación de max-pooling (Calvo, 2017)

2.3.2.3 Capa clasificadora

Despues de la aplicación de sucesiva de capas de convolución y de pooling, las redes utilizan
generalmente capas completamente conectadas (fully connected) para realizar la inferencia.
La última capa de la fully connected tendrá tantas neuronas como el número de clases que se
quiere predecir.

2.3.3 Redes neuronales convolucionales basadas en región (R-CNN)

La idea principal de las R-CNN es detectar objetos dentro de subregiones de la imagen
principal. En primer lugar, se lleva a cabo una búsqueda selectiva para identificar las regiones
de interés y finalmente, se clasifican estas regiones de interés mediante la extracción de las
características CNN de cada región de forma independiente.
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Figura 2.9: Arquitectura R-CNN (Girshick y cols., 2014)

A continuación, se resumen los pasos que resumen el funcionamiento de las R-CNN:

1. Elección de una CNN para clasificación de imágenes. Se pueden usar redes redes pre-
entrenadas, o bien entrenar una red que cumpla la función requerida.

2. Se estudia la imagen de entrada mediante una búsqueda selectiva, y se generan regiones
de interés. Se extraen alrededor de 2000 regiones candidatas las cuales son pequeñas
subimágenes que potencialmente pueden contener un objeto.

3. Se redimensionan las regiones candidatas al tamaño requerido por la CNN, se envían a la
CNN para la extracción de características. La CNN genera un vector de características
de 4096 dimensiones.

4. Se envía este vector de características extraído a un Support Vector Machines (SVM),
donde cada SVM está diseñado para clasificar una sola clase de objeto. Es decir, hay
un SVM entrenado para cada objeto a detectar.
Cada SVM genera una salida que puntúa la probabilidad pertenencia a una clase. Se
puede observar gráficamente cómo funciona este paso con una región candidata en la
Figura 2.10.

Figura 2.10: Ejemplo salida SVM para una región candidata (Eric, 2018)
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5. Se etiqueta cada región candidata con la clase que corresponde al SVM con mayor
probabilidad de pertenencia, y finalmente, para reducir el error de localización, se utiliza
un modelo de regresión lineal proporcionando así el resultado final de los bounding boxes
de los objetos detectados en la imagen para cada región identificada.

Este es el funcionamiento básico de las R-CNN, un tipo de redes muy útiles para detección
de objetos y sus respectivos bounding box en la imagen.

2.4 YoloV3
You Only Look Once (Yolo) es un tipo de R-CNN que, tal y como su nombre indica, solo

requiere “ver” la imagen una sola vez, consiguiendo gran velocidad a cambio de una pequeña
pérdida de precisión. YoloV3 es la última versión de Yolo cuya fecha de salida tuvo lugar en
2018.
En comparación con algoritmos de reconocimiento, un algoritmo de detección no solo pre-

dice la clase a la que pertenece el objeto, sino también la localización del objeto en la imagen.
YoloV3 es capaz de detectar múltiples objetos en una imagen a través de una única red

neuronal. Además, es uno de los algoritmos de detección más rápidos, posicionándose en una
de las mejores elecciones cuando se busca detección en tiempo real.
Por tanto, las características que lo hacen de interés en relación a nuestro proyecto, son:

• Elevado porcentaje de acierto.

• Proporciona la posición en la imagen del objeto detectado.

• Integración sencilla en OpenCV.

• Gran velocidad de detección.

A continuación, se explican las tareas específicas de YoloV3 con el objetivo de entender su
funcionamiento.

2.4.1 Predicción del bounding box
YoloV3 no predice directamente el ancho y alto del bounding box ya que en la práctica esto

puede conducir a gradientes inestables durante el entrenamiento. La red neuronal devuelve 4
coordenadas para cada bounding box tx, ty, tw, th. Si la celda está desplazada desde la esquina
superior izquierda una distancia cx y cy, y el bounding box prior tiene un ancho y alto pw y
py, entonces la predicción se corresponde con la Ecuación 2.6.

bx = σ (tx) + cx

by = σ (ty) + cy

bw = pwe
tw

bh = phe
th

(2.6)

Siendo bx, by, bw y bh el centro de coordenadas (x,y), y el ancho y alto de la predicción
respectivamente.
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Figura 2.11: Bounding boxes con dimensiones priors y localización de predicción (Redmon y Farhadi,
2018)

En la Figura 2.11 se puede observar como se predice el ancho y alto del recuadro de la
detección como desplazamientos de los centroides de los clusters. La predicción del centro
de coordenadas de las cajas se hace en relación con la localización de la aplicación del filtro
usando una función sigmoide.

2.4.2 Predicción de las clases
Cada recuadro predice la clase a la que es posible que pertenezca haciendo uso de un

clasificador con múltiples etiquetas. Ya no se hará uso de la función softmax como en Yolo
anterior, ya que se ha encontrado que es algo innecesario para un buen rendimiento, además de
que imponía la suposición de que cada caja tiene exactamente una clase, cosa que a menudo
no se da. Ahora en cambio simplemente se emplearán clasificadores logísticos. Durante el
entrenamiento se usa la función de pérdida binaria de entropía cruzada (binary cross-entropy
loss) [Ecuación 2.7] para la predicción de las clases. Esta formulación ayuda cuando se trabaja
con datasets complejos, en los que pueden haber etiquetas superpuestas como mujer y persona,
o coche y camión.

L(θ) = − 1

N

N∑
i=1

[yi log(pi) + (1− yi) log(1− pi)] (2.7)

Donde:

• N es el número de clases

• y es la etiqueta de la muestra(1 correcto, 0 no)

• pi es la probabilidad de pertenencia

2.4.3 Predicción a través de escalas
YoloV3 es capaz de predecir los recuadros en tres escalas diferentes. El sistema extrae

características de estas escalas usando un concepto parecido a Feature Pyramid Network
(FPN).
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La capa de detección es usada para realizar la detección en mapas de características de tres
tamaños diferentes, con un paso de 32, 16 y 8 respectivamente. Lo que significa que con una
imagen entrada de 416x416 (esta es la entrada en nuestro proyecto), se hacen detecciones en
escalas de 13x13, 26x26 y 52x52.

La red reduce el tamaño de la imagen de entrada hasta la primera capa de detección, donde
se realiza la detección utilizando mapas de características de una capa con paso 32(primera
escala). Después, se realiza upsampling con un factor x2 en las capas y se concatenan con
mapas de características de las capas previas. Ahora se vuelve a realizar la detección con un
paso 16(segunda escala). Por último se repite el upsampling, y se hace una detección final con
una capa de paso 8.
El autor afirma que esto ayuda a la detección de objeto pequeños, mejorando este tipo de

detecciones frente a las versiones previas de Yolo.

2.4.4 Arquitectura de la red
Yolo está formado únicamente por capas convolucionales, lo que es apodado como Fully

Convolutional Network (FCN).
En YoloV3 se utiliza una nueva arquitectura más profunda que la de su predecesor, lla-

mada Darknet-53[Figura 2.12], la cual, como su nombre indica está formada por 53 capas
convolucionales.

Figura 2.12: Darknet-53 (Redmon y Farhadi, 2018)
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3.1 Hardware
3.1.1 Cámara IP

Una de las decisiones a tomar para la realización de este proyecto es cómo se captarán
datos del exterior. Es importante que el sistema utilice un dispositivo capaz de ser llevado
por el sujeto cómodamente, que tenga autonomía suficiente para realizar tareas en el exterior,
que la calidad de la imagen sea buena para conseguir una mayor efectividad en la detección
de vehículos, y que proporcione una cantidad de imágenes por segundo razonable, para poder
realizar un seguimiento de vehículos en tiempo real eficiente y tener la capacidad de alertar
al usuario lo más rápido posible.
Para recibir información del entorno, se situará una cámara IP en un lado del peatón. Se
desea que la cámara a utilizar sea del menor tamaño/peso posible para ser capaces de llevarla
encima y que no cause fatiga al usuario.
Debido a lo previamente mencionado, el dispositivo elegido es una mini cámara espía de la
tienda WiseUp, modelo WIFI21 [Figura 3.1] cuyas especificaciones son las siguientes (Camera
User Guide:Model Number: WIFI21, s.f.):

• Método de emisión de datos de alta compresión H264.

• Carga mediante USB. Carga completa en aproximadamente 5 horas.

• Grabación de videos a color de hasta 3.5 horas continuadas con carga completa.

• Resolución de video 1080*720P, 640*480p.

• Capacidad de conexión multicámara.

• Admite tarjeta SD para grabar vídeos de hasta 32 gb.

• Frecuencia a la cual la cámara muestra imágenes: 25-30fps.

Esta cámara, por tanto, es la encargada de captar imágenes y publicarlas en una dirección
ip para que que sean recibidas por otro programa conectado a dicha dirección. Hay dos formas
mediante las cuales se publicará el flujo de datos. La primera será creando su propia red wifi,
por lo que tendremos que conectar el dispositivo a su red (nombre por defecto de la red:
KDBA75-B2A1E9434238-A99B14). La segunda forma será mediante conexión a una Local
Area Network (LAN). Mediante este método se conectará la cámara a una red local y, estando
conectados a la red local, se podrá obtener el flujo de datos de la cámara manteniendo esta
conexión.

17
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Figura 3.1: Cámara IP utilizada (Imagen cámara IP, s.f.).

3.1.2 Características del ordenador
El ordenador sobre el que se han realizado la totalidad de las pruebas consta de las siguientes

características:

• Procesador i7-7700HQ

• 8 GB RAM

• Nvidia GTX 1050 2Gb

Además, el sistema operativo empleado para todas las pruebas en este ordenador ha sido
Ubuntu 16.04.

3.2 Software
3.2.1 Python

Python ha sido el lenguaje de programación sobre el que hemos desarrollado todo el sistema,
tanto el socket cliente/servidor como la implementación de técnicas de deep learning.

Python(Python, s.f.) es un lenguaje de programación creado a finales de los ochenta por
Guido Van Rossum, aunque su popularidad bien podría decirse que ha sido algo reciente.
Es un lenguaje multiplataforma y multiparadigma lo que lo hace especialmente interesante.
En nuestro caso es ejecutado en GNU Linux, lo cual nos permite facilidad de instalación
tanto del lenguaje de programación como de las librerías necesarias mediante entornos como
Anaconda.
Tiene licencia de código abierto administrada por Python Software Foundation (PSF) (Pyt-
hon. Introducción al lenguaje Python, s.f.), por lo que lo tenemos a nuestra disposición la
utilización y distribución libre, incluso para uso comercial, de las herramientas desarrolladas.
Este hecho ha provocado que Python tenga una gran comunidad detrás.
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Una de las características que nos ha hecho decantarnos por este lenguaje de programación
es que tiene implementadas gran cantidad de utilidades de machine learning y es un lenguaje
muy ágil para prototipar.

3.2.2 Framework Darknet
En este proyecto se hará uso Darknet (Redmon, s.f.-a), un framework de deep learning

de código abierto. Está escrito en C/CUDA por lo que permite el uso de CPU y GPU para
acelerar el procesamiento.
Darknet, Darknet, por tanto, es el framework utilizado para el entrenamiento de Yolo, lo

que significa que establece la arquitectura de la red.[Figura 2.12]
Para utilizar Darknet en nuestro sistema se hace uso de la librería DNN la cual fue imple-

mentada a partir de OpenCV 3.3 con diferentes frameworks. En nuestro caso, se ha tenido
que instalar la versión 4.0.0 para que la función ReadNet del módulo comentado con los ar-
chivos específicos de YoloV3 nos funcione sin problemas en las diferentes pruebas realizadas.
En la Sección 4 se comenta a fondo lo necesario para el correcto funcionamiento de DarkNet.

3.2.3 Open Source Computer Vision (OpenCV)
Open Source Computer Vision (OpenCV) [(OpenCV official page, 2020)] es una biblioteca

multiplataforma desarrollada por Intel. Está disponible para Windows, Mac, Linux y An-
droid, y es distribuido bajo licencia BSD lo que permite que sea usado libremente para fines
comerciales y de investigación. Puede programarse con C++, C, Python, Java y Matlab. Esta
librería tiene más de 2500 algoritmos optimizados, entre los que se incluyen algoritmos de
visión por computador y aprendizaje automático tanto clásicos como de última generación.
Principalmente, se centra en procesamiento de imágenes, captura de vídeo y análisis, siendo
especialmente útil en aplicaciones en tiempo real.
En relación a nuestro proyecto, la biblioteca OpenCV utilizada en Python es la base de

todo, proporcionando múltiples posibilidades a la hora de trabajar con imágenes para su
edición, y cantidad de módulos para diferentes tareas como la aplicación de técnicas de deep
learning de clasificación, estudio de puntos las características, etc.

3.2.3.1 Módulo DNN

El módulo DNN (Deep Neural Network module, s.f.) sufrió un gran cambio a partir de
la salida de la versión 3.3 de OpenCV, a partir de la cual se añadió soporte a numerosos
frameworks de deep learning, haciendo sencilla la aplicación de estos en sistema siguiendo
tres sencillos pasos:

1. Cargar el modelo de la red desde nuestro disco.

2. Preprocesar la imagen para adecuarla a la entrada de la red.

3. Enviar la imagen a la red y obtener las clasificaciones de salida.

Por tanto, OpenCV mediante el módulo DNN pretende facilitar el uso de redes preentrenadas
con una fácil implementación en tres sencillos pasos.
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Dependiendo del framework que se desee implementar, el módulo dnn requerirá ciertos
archivos.

1. Modelo: archivo binario que contiene los pesos entrenados:
• *.caffemodel (Caffe, s.f.)
• *.pb (TensorFlow, s.f.)
• *.t7 | *.net (Torch, s.f.)
• *.weights (Redmon, s.f.-a)
• *.bin (DLDT , s.f.)
• *.onnx (ONNX, s.f.)

2. Configuración: archivo de texto que contiene la configuración de la red. Debe de ser un
archivo con las siguientes extensiones:
• *.prototxt (Caffe, s.f.)
• *.pbtxt (TensorFlow, s.f.)
• *.cfg (Redmon, s.f.-a)
• *.xml (DLDT , s.f.)

En este TFG, se requiere de los archivos con las extensiones demandadas por Darknet
(.weights y .cfg) para su correcta utilización mediante el módulo DNN.

3.2.4 Arquitectura cliente-servidor
Una arquitectura cliente-servidor consiste básicamente en el envío de peticiones por parte

de un programa hacia otro programa, que la procesa y le devuelve una respuesta, siendo el
que realiza la petición el cliente y el que responde el servidor. Esta idea se puede aplicar tanto
a programas que se ejecutan en un mismo ordenador como para una red de ordenadores.

Las partes principales que componen este sistema son dos muy diferenciadas: cliente y
servidor.

• Cliente: Programa que realiza la petición de conexión al servidor. Envía un mensaje al
servidor y espera una respuesta.

• Servidor: Programa que ofrece un servicio. Se mantiene en espera hasta que el cliente
realiza una petición, la acepta y realiza el procesamiento adecuado. Finalmente, devuel-
ve el resultado al cliente. Los servidores pueden ejecutar tareas sencillas o complejas en
las que se realizan operaciones previas a la devolución de la respuesta.

Esta arquitectura persigue el objetivo de procesar la información de un modo distribuido.
Es de interés que el servidor tenga gran capacidad de cómputo para tener la capacidad de
proporcionar servicios complejos al cliente, que será el que los utilice.

Con el fin de explicar el funcionamiento básico de un sistema cliente/servidor, a continua-
ción se comentan los pasos principales que conforman el esquema de esta arquitectura.

1. Inicio del servidor, que se mantiene en espera hasta que el cliente solicita una informa-
ción.
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2. El servidor recibe la petición del cliente

3. El servidor procesa la solicitud. En el caso de que la tarea sea compleja, realiza las
operaciones necesarias.

4. El servidor envía el resultado obtenido al cliente.

5. El cliente recibe el resultado y lo procesa





4 Desarrollo

A lo largo del proyecto se han utilizado diferentes técnicas para el cumplimiento de los
objetivos. En este apartado se trata de explicar como se han preparado e implementado,
tratando de detallar paso a paso todo lo realizado.
Lo primero a comentar es cómo configurar y conectar el flujo de datos de la cámara mediante

OpenCV. Una vez conectada al cliente, se envía la imagen al servidor, el cual hace uso de la
red convolucional YoloV3 para llevar a cabo la detección de los vehículos. Con los vehículos ya
localizados en la imagen, comienza el seguimiento en las áreas donde se encuentran. Resulta
importante efectuar un matching robusto, por lo que explicaremos cómo se han utilizado tanto
el descriptor SURF como BFmatcher y KNN. Por último, una vez completado el algoritmo de
detección e identificación, finalizaremos el apartado explicando los detalles la conexión entre
cliente y servidor.

4.1 Conexión de la cámara IP
Tras la selección de la cámara IP a utilizar en el proyecto, comentada en la sección 3, se

debe obtener la dirección IP donde publica los datos para así poder recibir el flujo de datos
en tiempo real. Así pues, a continuación se procede a comentar cómo se ha configurado y
conectado nuestro sistema a la cámara.
En el manual oficial [(Camera User Guide:Model Number: WIFI21, s.f.)], se muestran los

pasos a seguir para configurarlo en un smartphone mediantes dos aplicaciones, BVCAM y
P2PLiveCam, de forma que se puede conectar la cámara al smartphone sencillamente sin la
necesidad de introducir la contraseña, ya que la aplicación hace uso de un código QR que se
encuentra en el propio dispositivo y que se encarga de ello.
Puesto que necesitamos el flujo de datos en nuestro ordenador en tiempo real, no nos sirve

la conexión a una aplicación externa, obligándonos a encontrar la manera de conseguir extraer
esos sin ninguna información por parte del fabricante. El mayor problema que se ha tenido en
esta tarea ha sido el desconocimiento del usuario y la contraseña, ya que en la documentación
se hace referencia a una contraseña que únicamente funciona en las apps móviles comentadas,
que sigue un protocolo de conexión con la cámara desconocido. Esto se ha podido solventar
tras buscar en la red cámaras de la misma marca. Aunque no todas estaban configuradas con
las mismas credenciales, finalmente se ha conseguido la forma de acceder a la cámara.
Para conseguir la IP donde se encuentra el menú de configuración de la cámara así como

el flujo de datos, se debe conectar el ordenador a la red wifi creada por el propio dispositivo,
llamada DBA75-B2A1E9434238-A99B14, y ejecutar el comando iwconfig en el terminal de
ubuntu. La IP en el ejemplo mostrado [Figura 4.1] es 192.168.10.10, y donde se publica el
flujo de datos es en 192.168.10.1, con el puerto 80 por defecto. Esta configuración es algo
usual en cámaras IP.
Una vez averiguada la forma de entrar a la configuración de la cámara, se puede ver el menú
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Figura 4.1: Obtención dirección IP.

Figura 4.2: Menú cámara IP.

de la Figura 4.2. Existen diferentes formas de obtención del flujo dependiendo del dispositivo
que se requiera y de los plugins instalados.

En cuanto a la configuración de la cámara, accediendo al menú de ajustes se pueden crear
usuarios y contraseñas a gusto del usuario[Figura 4.3]. Además, se pueden asignar roles me-
diante los cuales se tendrán diferentes permisos de acceso a la cámara, aunque cualquier rol
puede acceder al flujo de datos. Los roles son: administrador, operador e invitado. Además,
la cámara puede publicar el flujo de datos en otras redes wifi aparte de la suya mediante
una configuración simple, la cual proporciona una nueva IP a la cámara. En la Figura 4.4 se
muestra un ejemplo con la red MiFibra-E532, siendo la nueva IP 192.168.1.147:
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Figura 4.3: Gestión de usuarios cámara IP.

Figura 4.4: Conexión cámara IP a wifi.

4.1.1 Conexión al flujo de datos de la cámara

Tras la explicación básica de la configuración de la cámara para ser capaces de conectarnos
correctamente, se procede a hablar de cómo el programa cliente realiza la conexión mediante
OpenCV al flujo de datos en la dirección IP obtenida. Para una correcta implementación, se
ha tenido que actualizar la librería Gstreamer de Python, además de instalar la herramienta
de audio y vídeo ffmpeg.
La opción del menú[Figure 4.2] utilizada en nuestro código es la segunda, la cual es compa-

tible con OpenCV, y cuyo enlace es http://192.168.1.147/media/?action=stream (para
la dirección IP 192.168.1.147).
La conexión con OpenCV y Python puede resultar sencilla una vez llevados a cabo los pasos

previos de configuración. Se debe determinar el usuario, la contraseña y la dirección ip. A
continuación se dejará una muestra de como conectar nuestra cámara IP en python mediante
OpenCV, habiendo creado dos variables previamente: ”admin” y ”contraseña”, las cuales
dependerán de la configuración de la cámara. En nuestro código se tomará como ejemplo la
dirección IP 192.168.10.1.

Código 4.1: Conexión cámara IP

1 cap = cv2.VideoCapture(”http://”contraseña”:”password ”@192.168.10.1/media/?action=stream”)

A partir de estas imágenes, se puede comenzar con el siguiente paso, el cual realiza la
localización de vehículos.

http://192.168.1.147/media/?action=stream
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4.2 Implementación YoloV3
En este proyecto, una vez se ha preparado la recepción del flujo de datos de la cámara, se

utilizan diferentes técnicas para cumplir con los objetivos del sistema.
Se emplea la red neuronal YoloV3 para la obtención de los bounding box de los vehículos

en cada frame del vídeo. Como ya se ha comentado en la Sección 3, para utilizar YoloV3 se
hará uso del módulo dnn de OpenCV. Para esto, son necesarios tres archivos, los cuales son
fáciles de obtener en la página oficial de Darknet-Yolo (Redmon, s.f.-b): weight, cfg y classes.
El primer archivo contiene los pesos del modelo entrenado, donde se encuentra el corazón
del algoritmo de detección; en el archivo de configuración, vendrán los ajustes del algoritmo,
teniendo que adecuarlo al resto de archivos utilizados y, finalmente, el archivo classes esdonde
se ubicarán los nombres de las posibles detecciones. En nuestro caso nos quedaremos con las
clases ”car” y ”truck”, que son las predicciones de interés para nuestro proyecto.
Una vez tenemos los archivos preparados, se inicia la red cargando los pesos y la configu-

ración. El siguiente paso es preparar la entrada de la red. Para esto, se convierte la imagen
a un blob con la resolución adecuada a una de las admitidas por Yolo:

• 320×320px. Menor precisión frente a mayor velocidad de procesamiento.

• 416×416px. Mejor relación precisión/velocidad de procesamiento.

• 609×609px. Mayor precisión frente a menor velocidad de procesamiento.

Se va a utilizar la opción de tamaño medio para asegurar una precisión suficiente como para
no perder de vista a un coche y, al mismo tiempo, que pueda ser procesada en tiempo real
para poder ser capaces de generar la alarma necesaria que advierta al peatón frente a un
riesgo.

Una vez se tiene lista la entrada a la red, la detección es tan simple como asignar el blob
como entrada y enviarlo a la red neuronal cargada. La inicialización de la red neuronal se
hace solo una vez, mientras que se debe que convertir la imagen a un blob y enviarla a la red
en cada instante de tiempo.

Así pues, una vez la detección se ha completado, se pueden mostrar los bounding boxes de
los objetos detectados y la clase a la que pertenecen. Las detecciones de interés son filtradas y
enviadas para su procesamiento en la siguiente fase del sistema. De esta forma se cumple con
un primer requisito del proyecto, siendo capaces de detectar y localizar dónde se encuentran
los vehículos en el entorno.

4.3 Identificación de los vehículos
Tras realizar en primera instancia pruebas de seguimiento con el algoritmo Optical Flow,

hemos llegado a la conclusión de que requerimos de unos resultados diferentes, centrándonos
en el estudio del vehículo en sí y no en todos los puntos de la escena, por lo que hemos decidido
realizar un algoritmo de seguimiento desde cero. Este algoritmo no solo debe detectar la
posición de cada vehículo frame a frame, sino que también debe ser capaz de etiquetar cada
vehículo de manera inequívoca a lo largo del tiempo.

El proceso a seguir para el emparejamiento de vehículos es el siguiente:
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1. Detección de puntos de interés.

2. Emparejamiento.

3. Filtrado de correspondencias.

4.3.1 Obtención de puntos de interés y emparejamiento
Lo primero que se hace con los bounding box de las regiones de interés que nos ha propor-

cionado YoloV3, es obtener los puntos de interés y sus descriptores con el algoritmo SURF.
Para esto se usa el módulo de OpenCV llamado xfeatures2d, el cual implementa diferentes
algoritmos extractores de características.
La aplicación de este algoritmo de detección de puntos clave es sencilla en Python, tenien-

do que especificarle el umbral del Hessiano del cual dependen la cantidad y calidad de los
keypoints detectados, y la imagen donde se desea que se efectúe la detección, siendo esta
las zonas donde se encuentran los vehículos. En la Sección 5 se hace una comparación con
diferentes valores del Hessiano.
Una vez cumplido el paso de obtención de características, la siguiente tarea consiste en el

emparejamiento de estas características con las de los vehículos de frames anteriores.
Para el cálculo de las correspondencias se aplica BFM. Este método compara los descrip-

tores del último frame con los del frame anterior y simplemente devuelve un vector con las
distancias entre descriptores.
Puesto que no nos interesan todas las distancias entre las correspondencias del primer

conjunto y las del segundo, solo nos quedamos con las dos que más se asemejen, como se
explicará más adelante. Así pues, se emplea KNN, este algoritmo nos devolverá las k mejores
correspondencias, siendo k un valor determinado por nosotros en nuestro código.
Puesto que no se pueden dar por válidas todas las correspondencias sin antes haber compro-
bado su robustez, en el apartado 4.3.2 se explican los filtros aplicados.

4.3.2 Filtrado de correspondencias
A continuación, se comentarán los filtrados que se han llevado a cabo para eliminar las

correspondencias erróneas.

1. Umbral de relación entre candidatos.
En este primer filtrado de correspondencias, se aplica la relación definida por David
Lowe en su paper (Lowe, 2004).
Un algoritmo típico utilizado para el cálculo de emparejamientos como el aplicado en
este proyecto BFM calcula la distancia entre los descriptores de una imagen a los de
otra imagen. Sería lógico establecer un umbral a partir del cual esta distancia entre los
descriptores de los keypoints es válida o no, y eliminar los emparejamientos que no lo
superen, pero no es tan simple porque no todas las variables dentro de los descriptores
son igual de discriminantes (recordemos que el descriptor de SURF tiene 64 variables),
una solución puede ser estudiar cada variable de los descriptores y ponderarlas en
función de la importancia, pero David Lowe propuso una solución más simple:
Suponiendo que un punto en una imagen no puede tener más de una correspondencia
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en la siguiente, se lleva a cabo una comparación entre las dos mejores correspondencias.
En nuestro caso, se aplica KNN para la obtención de las dos mejores. Lo que Lowe dice
es que, si la coincidencia más cercana no puede distinguirse de la segunda mejor se debe
rechazar porque no aporta nada interesante en cuanto a información. En resumen, debe
haber una diferencia notable entre las dos mejores correspondencias.

Esta diferencia, normalmente viene expresada por un ratio entre dos distancias.

if(distancia.correspondencia1 < distancia.correspondencia2 ∗ ratio) (4.1)

Siendo:

• ratio: valor entre 0 y 1 y

• distancia.correspondencia1 y distancia.correspondencia2: mejor y segunda mejor
correspondencia respectivamente.

2. Comprobación bidireccional.

En las correspondencias, puede darse el caso de que el keypoint1 sea el más cercano al
keypoint2, pero el keypoint2 no sea el más cercano al keypoint1, esto da lugar a una
potencial confusión. Es por esto que debemos asegurarnos de que la correspondencia
sea simétrica, eliminando así ambigüedad en nuestro algoritmo.

Para la aplicación de este filtrado se debe llevar a cabo el cálculo de correspondencias
de las características desde una imagen en un instante de tiempo t hacia otra imagen
en t+1 y viceversa, es decir, en ambos sentidos. Esta comprobación, por tanto, consiste
en filtrar únicamente las correspondencias que han sido encontradas en ambos sentidos
mediante un filtro de reciprocidad.

3. Coherencia espacial y dimensional.

En este último paso de nuestro filtrado se tiene en cuenta posición en el espacio y el
tamaño de los bounding boxes de cada vehículo, lo cual viene dado por los siguientes
parámetros:

• Posición (x,y)

• Área (alto*ancho).

Al pasar de un frame a otro, es técnicamente imposible que el vehículo haya sufrido
un cambio de posición muy grande. Es por esto que se analiza la posición del vehículo
que se quiere comparar en el último frame con la del vehículo que se está comparando
del frame anterior. Se calcula la distancia euclídea[Ecuación 4.2] entre ambas posiciones
para así obtener lo que ha cambiado.

dist =

√
(xt − xt−1)

2 + (yt − yt−1)
2 (4.2)

Lo que se hace en nuestro algoritmo es, para cada vehículo en el último frame, se
comparan los vehículos del frame anterior en función de su posición, de forma que los
que han sufrido menor cambio de posición se estudian antes.
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Una vez se empareja un vehículo, no se estudian los siguientes. De este modo se logra
ahorrar tiempo de cómputo al no analizar el resto de vehículos. Debido al orden en
el que se comparan, las probabilidades de que el vehículo sea el mismo van a ser más
elevadas en la primera iteración. Así se consigue que se estudien primero los vehículos
con más probabilidad de éxito y se evitan falsos emparejamientos con vehículos en una
parte de la imagen a la cual puede ser ilógica que se haya llegado.
En segundo lugar, la coherencia dimensional va ligada a la coherencia espacial, ya que
si el coche cambia de posición, se alejará o se acercará a la cámara, pero su tamaño
no debería de variar drásticamente entre frames consecutivos. Pese a tener relación,
hay que tratarlo a parte, ya que aparece un problema al estudiar el emparejamiento
de los vehículos, el cual consiste en que un vehículo entre dentro del área de otro
vehículo[Figura 4.5].

Figura 4.5: Ejemplo de detección de áreas que se superponen

Observando la Figura 4.5, ambos vehículos serían cercanos, y los keypoints de esa zona
coincidirían ya que el área del vehículo5 cubre el área del vehículo1, por lo que se
podría dar un matching que fuera capaz de traspasar los filtros efectuados hasta ahora.
Para solucionar este inconveniente surgido, se impone una última regla al realizar los
emparejamientos, mediante la cual la diferencia entre el tamaño de los vehículos a
corresponder no debe pasar un umbral para ser considerados como válidos.

4.3.3 Memoria de vehículos a lo largo del tiempo
Para ser capaces de realizar un correcto seguimiento, se deben solucionar una serie de

problemas relacionados con la pérdida de visibilidad de un vehículo. Esto puede darse prin-
cipalmente por dos motivos: oclusión o fallo en la detección. En el caso de la oclusión, por
ejemplo, en un paso de cebra puede cruzarse gente entre la visión de la cámara y la carretera,
provocando así que el coche esté una cantidad de frames tapado y se pierda su rastro en
nuestro algoritmo. En el caso de un error de detección de la red neuronal, el vehículo está
visible pero el sistema no ha sido capaz de detectarlo.
Por tanto, a no ser que el coche esté en todo momento visible y sea detectado correctamente

por la red neuronal, se imposibilitaría el adecuado seguimiento y etiquetado del vehículo. Para
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solucionar este problema, creamos una memoria de datos en la cual se guarda la información
necesaria de cada vehículo detectado en cada frame, y de esta forma seremos capaces de
comparar vehículos a lo largo del tiempo y no solo del frame anterior.

El valor de frames de nuestra memoria temporal debe depender de la capacidad de cómputo
del ordenador y de la cantidad de vehículos que se encuentren en la escena. En la Figura 4.6,
podemos ver como está programada esta memoria de datos con una cadencia de 6 frames;
es decir, en nuestro programa tendremos datos de los vehículos de los últimos 6 instantes de
tiempo estudiados.

Figura 4.6: Ejemplo del funcionamiento de la memoria de datos entre frames

La información que se almacena en memoria para cada vehículo es la siguiente:

• Posición y tamaño del recuadro, que vendrán dados por las coordenadas (x, y) y su
respectivo ancho y alto.

• Puntos de interés y descriptores.

• Etiqueta del coche para identificarlo y seguirlo.

• Color de recuadro y letras que lo acompañan.

• Máscara donde se ira pintando el flujo de movimiento del punto central del coche.

• Velocidad instantánea.

Una vez la memoria ha guardado la información del máximo de frames programados, en
cada instante de tiempo se borra la información del frame más antiguo, dejando espacio para
seguir guardando la información más reciente. De esta manera, si un coche desaparece por
completo de escena, también desaparece su información y, por tanto deja de mostrarse su flujo
de movimiento, ya que se emplean máscaras individuales de movimiento para cada vehículo.
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4.4 Estimación de velocidades

No se dispone de ningún sensor para la tarea del cálculo de las velocidades de los vehículos
cercanos al usuario, por lo que únicamente se cuenta con la información obtenida de las
imágenes. Esta información, tras el procesado previo, nos proporciona una estimación de la
posición y tamaño de los vehículos en cada imagen, que se utilizará para la estimación de
velocidades.
La velocidad de cada vehículo, por tanto, es calculada en unidades de píxels/frame[Ecuación

4.3], ya que se obtiene los píxels que se ha movido el vehículo desde el frame actual hasta el
frame en el que se ha encontrado su correspondencia previa.

v (i, j) =
(
√
(xvi − xvj)

2 + (yvi − yvj)
2)

(i− j)
[
pixels

frame
] (4.3)

Siendo i el último frame obtenido por la cámara, j el frame en el que se ha obtenido la
correspondencia, y (xvi, yvi) y (xvj , yvj) las posiciones de los vehículos en los frames i y j
respectivamente, se obtiene la Ecuación 4.3.

4.5 Socket cliente/servidor

Debido a que el usuario no puede llevar ningún dispositivo capaz de realizar todo el proce-
samiento en tiempo real, se implementa un sistema cliente servidor en el que se dividen las
tareas.
Se utiliza la librería socket de Python, que permite crear un socket bidireccional en el que

ambas partes sean capaces de enviar y recibir datos.

Figura 4.7: Esquema básico del sistema cliente/servidor

En cuanto al desarrollo de este sistema[Figura 4.7], el servidor se prepara para escuchar
peticiones en una dirección ip y puerto, y el cliente debe enviar una petición de conexión.
Tras aceptar la conexión, el servidor está preparado para recibir y enviar datos.
Ya que la librería socket solo acepta cadenas de bytes, el envío y recepción de datos puede

resultar una tarea tediosa. Para esto, se usa el módulo pickle de Python. Este módulo permite
serializar casi cualquier objeto Python directamente en un archivo o cadena sin necesidad de
realizar ninguna conversión adicional. Por tanto, para obtener el objeto original, basta con
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realizar el proceso inverso, unpicklear.
El objetivo de la implementación de esta arquitectura en el sistema consiste en tratar de

delegar el todo el esfuerzo de cómputo a un ordenador con mejores características, que sea
capaz de procesar la mayor cantidad de frames en el menor tiempo posible, dejando que el
cliente únicamente se centre en la conexión con la cámara y la ejecución de alarmas.
En nuestro caso, pese a que la librería socket de python permite trabajar con diferentes

ordenadores no solo en la misma red sino en redes diferentes trabajando con la IP de estos,
la simulación se ha llevado a cabo únicamente en un ordenador por motivos de comodidad
en las pruebas. Se ha trabajado haciendo uso de un localhost, de forma que tanto el cliente
como el servidor trabajan en el mismo ordenador pero en diferentes programas.
El comportamiento de ambos programas se puede observar en los diagramas de la Figura

4.8. En los cuales, inicialmente se prepara la conexión, para una vez que se ha establecido
correctamente iniciar el ciclo de recibir-envíar datos entre sí con su respectivo procesado.
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(b) Comportamiento cliente

Figura 4.8: Esquemas servidor y cliente





5 Experimentación y resultados

Tras explicar el funcionamiento e implementación de las técnicas utilizadas a lo largo
del proyecto, en este apartado se trata de mostrar gráficamente los resultados obtenidos
comentando cada una de las pruebas que se han llevado a cabo en este TFG

5.1 Experimentación con Yolo
La elección de la red neuronal es uno de los pasos más importantes. Es por esto que en

este apartado se explican los criterios utilizado para la selección de la red que encargada
de la detección de vehículos en nuestro sistema. Teniendo en cuenta que se va a emplear
Yolo debido a su adecuada relación entre velocidad y precisión, debemos elegir entre varias
implementaciones existentes.
Los dos modelos de redes neuronales con los que se ejecutarán los experimentos son:

• YoloV3-tiny

• YoloV3

Una de las principales diferencias internas en cuanto a la arquitectura es la forma de realizar
downsampling. En Yolov3-tiny se realiza downsampling en las capas Max-Pooling. En cambio,
en Yolov3 se lleva a cabo en las capas de convolución.
El primer parámetro a comentar es la velocidad de detección por imagen. La velocidad con

la que se detecta la imagen depende en cierta medida con las características del ordenador
donde se llevan a cabo las pruebas, en nuestro caso han sido comentadas en la Sección 3.1.2.

Ahora bien, para el cálculo de la velocidad de detección se ha programado un script de
Python mediante el cual se carga la imagen a estudiar y los parámetros del modelo (cfg y
weights). En este script se calcula el tiempo medio que tarda en realizar la detección, sin
tener en cuenta el tiempo que se tarda en cargar los pesos de la red ya que este paso se
efectúa únicamente una vez. De esta forma, se comparan los resultados tras un número alto
de detecciones. Para obtener una medida del tiempo fiable, se va a comparar la media de
ambos modelos tras mil detecciones.

Modelo tiempo de detección medio(s)
YoloV3-tiny 0.037
YoloV3 0.401

Tabla 5.1: Velocidad de detección media YoloV3 y YoloV3-tiny.
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Con yolov3-tiny la velocidad de detección es 10 veces mayor [Tabla 5.1]. A esa velocidad
sería capaz de realizar la detección a 27 imágenes por segundo, lo que nos ha dado un resultado
mejor de lo esperado en este aspecto, siendo yolov3 solamente capaz de procesar 2,5 imágenes
por segundo.
Ahora queda comprobar la calidad de estas detecciones, ya que la velocidad es primordial

pero sin precisión no es de utilidad.

Modelo Ejemplo 1 Ejemplo 2

YoloV3-tiny

YoloV3

Tabla 5.2: Ejemplos detección YoloV3 y YoloV3-tiny.

La precisión de la detección al utilizar YoloV3-tiny [Tabla 5.2] es demasiado baja, dejando
vehículos sin identificar e incluso identificando vehículos diferentes dentro de la misma región.
Es por esto que, pese a la increíble velocidad de este modelo, no se puede utilizar para nuestros
propósitos.
Puesto que YoloV3 es capaz de detectar vehículos a una distancia realmente lejana, se

ha limitado el tamaño de los coches que se analizan, ya que los vehículos que no superan
un tamaño mínimo (que estén cerca de la cámara) no resultan un peligro para el peatón y
pueden acarrear un coste computacional innecesario. Se ha tratado de generalizar este filtro
para cualquier tamaño de imagen. Teniendo en cuenta que el ancho y alto de la cámara viene
dado por los parámetros width y height respectivamente, solo se admiten aquellos vehículos
cuyo tamaño supere el valor mínimo que viene dado por la Ecuación 5.1.

tammin = width ∗ height ∗ 0.02 (5.1)
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De esta forma, se analizan únicamente aquellos vehículos que ocupen al menos un 2% de la
imagen. Puede parecer un valor bajo, pero YoloV3 es capaz de detectar objetos realmente
pequeños.

5.2 Pruebas con Lucas-Kanade Optical Flow

En la búsqueda de realizar el seguimiento del movimiento de los vehículos, inicialmente se
plantea utilizar el algoritmo Optical Flow mediante el cual se estima el movimiento de los
píxeles entre frames. Se trata de aplicar el algoritmo Lucas-Kanade:Optical Flow ya imple-
mentado en OpenCV el cual, pasándole las imágenes y los puntos clave de la primera imagen,
busca esos puntos en la siguiente (OpenCV: Optical Flow, 2020). Esto puede ser interesante
ya que, como podemos ver, es capaz de realizar un seguimiento de puntos de interés de las
zonas que estudiemos.
Tras la primera implementación, se proponen diferentes objetivos a llevar a cabo, como

la necesidad de un buen detector y descriptor de keypoints. Además, no buscamos pintar el
flujo de estos keypoints[Figura 5.1], sino de los vehículos en su totalidad, por lo que debemos
etiquetar cada vehículo para ser capaz de tratarlo de forma individual y unir los puntos
centrales de cada vehículo en cada frame con los del siguiente frame.

Figura 5.1: Ejemplo Optical Flow en vehículos

Uno de los problemas obtenidos mediante este método es la falta de robustez ante oclusiones
ya que cuando, por ejemplo, un peatón aparece delante del coche tapándolo por completo o
parcialmente, deja de calcular su flujo de movimiento.
Por todo lo comentado, a partir de este primera experimentación se decide llevar a cabo un

algoritmo que estudie los coches detectados previamente, extrayendo los keypoints y empa-
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rejándolos con diferentes filtrados definidos por nosotros. Además, a consecuencia de esto se
diseña una memoria de vehículos a lo largo del tiempo para que sea robusto a oclusiones, y un
sistema de etiquetado de coches que permite realizarles un seguimiento de forma única. De
esta forma, ya mostraremos el flujo de los keypoints en los que se ha detectado movimiento,
sino que mostraremos el flujo de movimiento de cada coche, representando el movimiento
que ha experimentado su punto central.

5.3 Seguimiento

En este apartado, una vez explicado el funcionamiento e implementación de los algoritmos
utilizados previamente, se muestran los primeros pasos de ejecución de nuestro algoritmo
para realizar el seguimiento tras la detección del vehículo.
Para llevar a cabo el seguimiento de los vehículos se realizan tres tareas principales:

1. Detector y descriptor SURF.

2. Matching de las detecciones con BFM.

3. Memoria de datos.

5.3.1 Detección de puntos clave

En este primer paso se aplica SURF a cada vehículo detectado. Este algoritmo a su vez
lleva a cabo dos funciones: detección y descripción de puntos de interés.

SURF utiliza el hessiano para determinar los puntos de interés, y mediante la implemen-
tación de OpenCV se puede determinar el tamaño de la salida del Hessiano para obtener el
punto de interés. Un valor alto debería dar como resultados menos puntos de interés pero
más interesantes. Sin embargo, un valor menor debería dar como resultado un mayor número
de puntos pero menos interesantes.
En este experimento se prueba un umbral hessiano alto y uno bajo y se comparan los key-
points para quedarnos con el que más nos convenga. Los valores con los que se experimenta
son 200 y 1400.
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Valor del hessiano Vehículo 1 Vehículo 2

200

1400

Tabla 5.3: Resultados SURF con valor diferentes valores del hessiano

Como se puede observar en la Tabla 5.3, se cumple lo comentado previamente, obteniendo
mayor cantidad de keypoints con un valor del hessiano bajo, siendo estos keypoints, ge-
neralmente, con menos información. En nuestro proyecto se busca que los keypoints sean
distinguibles y que se obtenga el menor número posible debido a la necesidad de que sean
procesados en tiempo real. Puesto que es de vital importancia que las detecciones tengan la
mayor información posible sin sobrecargar al ordenador, nos quedaremos con un umbral de
1400, consiguiendo así un número suficiente de puntos interesantes.

5.3.2 Matching de las detecciones.

A continuación, se efectúa el emparejamiento de los puntos de interés, obtenidos en dos
frames distintos, para buscar las correspondencias a través del tiempo y poder localizar ha-
cia dónde se ha movido el coche. Tras ejecutar BFM en una primera instancia y mostrar el
resultado[Figura 5.2], se puede ver que debido a la gran cantidad de keypoints hay empare-
jamientos erróneos, e incluso emparejamientos múltiples hacia un mismo keypoint. Además,
debido a que darknet nos proporciona el bounding box donde se encuentra el vehículo, fuera
del contorno del vehículo también hay puntos de interés que no nos son de utilidad. Para
solucionar estos problemas se aplica el filtrado explicado en la sección 4.3.2. Se muestran, por
tanto, las correspondencias antes[Figura 5.2] y después[Figura 5.3] del filtrado(se muestran
tanto los puntos clave totales detectados como los matchings entre estos) tratando de asegu-
rar robustez en la relación.
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(a) Coche 1

(b) Coche 2

Figura 5.2: Matching antes del filtrado

(a) Coche 1

(b) Coche 2

Figura 5.3: Matching después del filtrado

Comparando las imágenes antes y después del filtrado se ve claramente la cantidad de co-
rrespondencias que han sido eliminadas por nuestro filtrado exhaustivo, dejando únicamente
las correctas tal y como se muestra en las imágenes de la Figura 5.3 donde solo hay corres-
pondencias correctas de puntos clave en zonas como ventanas, matrículas, ruedas etc. De esta
forma, han quedado solamente aquellas que han superado los filtros: distancia a las demás
correspondencias, biyección y coherencia espacial y dimensional.

5.3.3 Seguimiento a lo largo del tiempo

En este último paso, se trata de mantener un seguimiento de vehículos robusto frente a
oclusiones y errores de detección. Para esto, se aplica la memoria explicada en la Sección 4.3.3.
La cadencia, es decir, el número de frames de los que se guarda información en memoria, debe
ser relativamente alta. En el ejemplo que se muestra en la Figura 5.5 es de 50 frames, por lo
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que requiere una capacidad de cómputo alta por parte del servidor para guardar datos de los
vehículos a lo largo de más de 50 frames y estudiarlos en consecuencia.
Para seguir cuidadosamente a cada vehículo tratándolo de forma individual, se realiza un

etiquetado de vehículos[Figura 5.4]. Esto consiste en etiquetar un vehículo con un número, y
mantener esa etiqueta a lo largo del tiempo. Para realizar esta tarea, cuando se encuentre un
vehículo que no ha aparecido previamente en nuestro algoritmo se le determina un número.
Los números van en orden ascendente a partir de 0. Si el vehículo con el que se ha corres-
pondido en el frame previo posee una etiqueta, se asigna esta al vehículo actual ya que es el
mismo.

Figura 5.4: Ejemplo etiquetado vehículo0 y vehículo1

Como la memoria va borrando los datos de los frames más antiguos para introducir nuevos,
toda la información de los vehículos en esta desaparecen. Al borrar la información de los
vehículos que ya no aparecen en la imagen, desaparece a su vez su flujo de movimiento. Esto
es debido a que la máscara individual de esos vehículos se ha borrado. Este es uno de los
problemas del algoritmo inicial aplicado en la Sección 5.2, en el cual no estaba implementada
esta memoria y el flujo no desaparecía. Se puede ver un ejemplo de cómo funciona la máscara
en nuestra memoria de datos en la Figura 5.6.

Es importante una correcta implentación de esta memoria de vehículos para no sobrecargar
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Figura 5.5: Ejemplo de aplicación de la memoria de frames a lo largo del tiempo

(a) Frame tiempo t (b) Máscara tiempo t

(c) Frame tiempo t+1 (d) Máscara tiempo t+1

Figura 5.6: Funcionamiento máscara de flujo de movimiento
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el servidor, de lo contrario no solo no seríamos capaces de lograr esa robustez comentada sino
que, si únicamente guardaramos datos en lugar de borrarlos cada cierto tiempo el algoritmo
no funcionaría correctamente debido al límite de memoria impuesto por el propio servidor.

5.4 Resultados del socket cliente/servidor
Una vez realizado el algoritmo base encargado del procesamiento de las imágenes, se cumple

el segundo subobjetivo propuesto para el proyecto.
Con el fin de simular la forma en la que el peatón comparte la información de la cámara a

un ordenador para su procesamiento, se aplica este método.
Por tanto, este apartado muestra la implementación del sistema cliente/servidor, el cual lle-

va a cabo la integración de la cámara IP y todo nuestro sistema. Para esto, se va a profundizar
en el esquema de la Figura 4.7, detallando cómo funciona cada tarea.

5.4.1 Comportamiento del servidor
El servidor es el programa que se encarga de la parte con mayor carga computacional. Su

función consiste en recibir el flujo de datos del cliente frame a frame, procesarlos y devolver
la respuesta al cliente.
El servidor realiza las siguientes tareas:

• El programa, inicialmente, inicia la dirección donde se prepara la conexión con el cliente.
A partir de ese momento, se mantiene en espera hasta que el cliente no realiza la
conexión. Por pantalla se muestran mensajes informativos [Figura 5.7] .

Figura 5.7: Mensajes informativos al inicio del servidor

• Una vez el cliente se conecta al servidor se prepara para recibir la imagen. El servidor
automáticamente entra en el bucle del algoritmo que se encarga del estudio.

• Tras la recepción de la imagen se ejecuta el algoritmo encargado de procesarla y, por
tanto, se extrae la información de interés para el peatón. La respuesta al cliente está
formada por la siguiente información:

– Etiqueta de vehículo.
– Estimación de velocidad.
– Posición actual (xt, yt)
– Posición en el frame donde se ha emparejado el vehículo (xt−i, yt−i), siendo i la

diferencia de frames, por ejemplo si ha sido en el frame anterior i = 1.
– Ancho y alto actuales.
– Ancho y alto en el frame donde se ha emparejado el vehículo.
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Una vez se prepara la respuesta, se envía al cliente y se vuelve a repetir el ciclo, espe-
rando a la próxima imagen.

5.4.2 Comportamiento del cliente

En cuanto a las tareas del programa cliente, se ha tratado de hacer un programa ágil con
el menor número de cálculos para proporcionar la mayor velocidad de respuesta al usuario.

• Al ejecutar este programa, la primera tarea es establecer la conexión con el servidor.
Para esto, el servidor ha de haberse iniciado antes y estar preparado para tal conexión.
Tras esto, se conecta al flujo de datos de la cámara.

• Una vez se han realizado las conexiones oportunas, se envía la imagen al servidor.

• El cliente espera a la recepción de la respuesta. Una vez llega la respuesta, se procesa
para mostrar las alarmas pertinentes al usuario y repetir el ciclo enviando la siguiente
imagen.

5.4.2.1 Alarmas

Una vez entendido el comportamiento del sistema, se procede a explicar las alarmas creadas
por el programa cliente junto a la salida que se muestra por pantalla.

Puesto que no se desea saturar de información al peatón, no todas las alarmas se mostrarán
siempre, sino que dependen de la situación del entorno.

Por tanto, las alarmas son:

• Velocidad[distance/frame]:
La velocidad ha sido calculada previamente por el servidor como se ha explicado en la
Sección 4.4. Es uno de los datos que el servidor envía al cliente, por lo que el cliente no
debe hacer ningún cálculo extra para obtenerla.

• Distancia hasta mí[pixels]:
Teniendo en cuenta el alto y ancho de la imagen, la posición del usuario se encuentra
en el punto(ancho/2, alto), tal y como se observa en la figura 5.8. El cliente recibe
los datos suficientes para calcular la posición del vehículo, por lo que se calcula la
distancia entre el vehículo y la posición del usuario mediante la fórmula de la distancia
euclídea[Ecuación 4.2]. Cuando el vehículo supere una distancia límite, se muestra la
alarma.

Usuario
Figura 5.8: Posición del usuario en la imagen
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• El vehículo se está [acercando o alejando]:
Esta alarma es de vital importancia. El método de calcularla consta de dos comproba-
ciones:
1. La primera comprobación consiste en el estudio del tamaño del bounding box del

vehículo. Si el vehículo aumenta su tamaño es un indicio de que se está acercando,
de lo contrario, de que se está alejando. Esto se comprueba teniendo en cuenta las
áreas de la siguiente forma: siendo at el área de un frame en un tiempo t, y at−1

el área en el frame inmediatamente anterior, si at−1 − at < 0, el vehículo estará
viniendo hacia nosotros, y si at−1 − at > 0 se estará alejando.

2. La segunda comprobación tiene en cuenta la dirección del vehículo. Puesto que el
usuario se posiciona en la posición central inferior como se muestra en la Figura
5.8, si la posición del bounding box actual está más cerca que la del frame donde
se ha detectado previamente, tenemos el segundo indicio de que se esta acercando
a nosotros, de la misma forma, si se da el caso contrario, de que se está alejando.

Una vez se han llevado a cabo ambas comprobaciones, si se da el caso de que se está
acercando en ambas o de que se está alejando en ambas, se muestra la alarma corres-
pondiente.

• Cuidado, vehículo avanzando a alta velocidad por la [izquierda o derecha]:
Se aprovecha el cálculo realizado en la alarma que indica si se acerca o se aleja el vehícu-
lo. Este cálculo nos indica si viene por la derecha o por la izquierda. Esta alarma sólo
se muestra cuando supera un umbral de velocidad. Además, el umbral se ha calculado
observando las velocidades que se obtienen en las pruebas, ya que puesto que no se
obtiene una medida común de velocidad no hay otra forma de declarar que la velocidad
es alta o baja.

A modo de ejemplificar el funcionamiento del algoritmo, en la Figura 5.9 se muestra la
terminal de Ubuntu donde el programa cliente publica las alarmas constantemente, junto con
las salidas del cliente y servidor.

(a) Mensaje mostrado por el
cliente (b) Salida del cliente (c) Salida del servidor

Figura 5.9: Ejemplo de resultados finales

El bounding box de la salida del cliente es de color rojo, identificando así un posible peligro,
y muestra la palabra CUIDADO junto al número del vehículo proporcionado por el servidor.
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En la alarma mostrada por pantalla en la Figura 5.9 no aparece el mensaje de precaución
debido a la velocidad porque se ha calculado que va a 1 pixel/frame, por lo que no se ha visto
necesario sobrecargar los mensajes por pantalla.
Uno de los problemas experimentados ha sido a la hora de mostrar hacia donde se dirige el

vehículo. Inicialmente se han pensado dos estrategias a partir de las cuales se ha dado lugar
a la comentada en la explicación de su alarma. La primera en relación al tamaño del vehículo
teniendo en cuenta el cambio en su bounding box, y la segunda en relación a la posición
del mismo a lo largo de los frames haciendo uso de la distancia euclídea[Ecuación 4.2], si se
obtiene una distancia positiva, el vehículo avanza hacia la derecha, de lo contrario hacia la
izquierda.
Sin embargo, el verdadero interés es saber si el vehículo se acerca o se aleja de nosotros,

por lo que la opción únicamente de saber si va hacia la derecha o hacia la izquierda no
sería útil. Pese a esto, debido a que el bounding box proporcionado por YoloV3 no recubre
perfectamente al vehículo, resultaría difícil obtener una precisión alta en esta alarma haciendo
uso únicamente de los tamaños, sobre todo cuando el coche esta parado o a una baja velocidad,
ya que apenas debería cambiar su bounding box pero la red neuronal puede dar detecciones
con un tamaño diferente.
Es por lo comentado, que la solución final consiste en comprobar tanto el cambio en el

tamaño de los bounding box como la dirección del vehículo, de esta forma se hace una doble
comprobación y si se cumple que el coche aumenta de tamaño y se mueve hacia el centro de
la imagen(y por tanto hacia donde se encuentra el usuario) el porcentaje de error es menor
que solo con una comprobación.



6 Conclusiones

A lo largo de este trabajo se ha tratado de desarrollar un sistema capaz de detectar y seguir
vehículos desde el punto del peatón con la ayuda de elementos vestibles. Para estructurar
este objetivo principal, se han dividido las tareas en dos subobjetivos. El primer subobjetivo
planteado es el desarrollo de un sistema cliente/servidor, el cual divide delega las operaciones
complejas a un servidor preparado para tal efecto, mientras que el cliente se encarga de la
conexión con la cámara IP y de mostrar la salida. El segundo subobjetivo es el encargado de
aplicar técnicas de deep learning para el estudio de los vehículos.
La conexión de la cámara ha sido una tarea tedioso debido a la poca información de su guía

de usuario, la cual únicamente hace referencia a la captura de datos mediante una aplicación
móvil y en ningún momento habla del usuario/contraseña de su dirección IP ni de como ser
usada con ordenadores. Pese a esto, se ha logrado solventar la falta de información y se ha
logrado una integración completa en el sistema.
La detección de vehículos mediante deep learning ha sido todo un éxito gracias a la eficacia

de YoloV3, la cual ha mostrado una increíble relación entre velocidad y precisión, lo que nos
ha permitido emplear diferentes técnicas de reconocimiento sobre los respectivos bounding
box detectados.
Se ha desarrollado un sistema cliente servidor para dividir las tareas, delegando al servidor

las tareas con mayor carga computacional Siendo el cliente, el encargado de la conexión a
la cámara y las alarmas. Se ha tratado de mostrar información relevante en relación a los
vehículos mayormente cuando se calcula una alta probabilidad de peligro.
En general, las motivaciones que han llevado a hacer este TFG han sido cubiertas. Se ha

realizado un estudio de diferentes técnicas, aprendiendo nuevos algoritmos relacionados con
la visión por computador y profundizando en los conocimientos adquiridos durante la carrera.
Además, no solo se ha realizado un estudio teórico sino que se ha aplicado a un proyecto de
complejidad notable, aplicable directamente a problemas del mundo real.
Tras analizar los resultados de nuestro proyecto, se puede afirmar que se ha logrado desa-

rrollar un sistema capaz de llevar a cabo los objetivos iniciales propuestos.
Si bien es cierto que el sistema tiene ciertas limitaciones en cuanto a que la cámara debe

estar fija si se desea que el flujo del coche no muestre oscilaciones, esto no debería limitar que
los coches pueden seguir siendo detectados por YoloV3 y por tanto etiquetados correctamente
por nuestro algoritmo, por lo que las alarmas todavía pueden resultar útiles.
Otra de las limitaciones es debida principalmente a la imposibilidad de salir a la calle en
los últimos meses por la cuarentena, teniendo que probar nuestro algoritmo haciendo uso
únicamente de los vídeos que se grabaron en meses previos, e incluso con vídeos de internet
que nos han proporcionado escenarios diferentes para testear el funcionamiento.
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6.0.1 Trabajos futuros
Tras exponer las conclusiones del sistema desarrollado, se procede a comentar las posibles

mejoras futuras del mismo teniendo en cuenta sus limitaciones y errores.
En relación a la cámara, la condición de mantenerse sin oscilaciones puede ser importante,

por lo que se plantea la implementación de un estabilizador, ya sea en el programa mediante
técnicas de visión por computador, o bien uno físico, aunque este último supondría un gasto
de dinero extra. Esto podría solucionar errores en el cálculo de la dirección del vehículo.

Una de las mejoras más importantes es la implementación del programa cliente en una
app para Android e Ios. Teniendo en cuenta la portabilidad y comodidad que aporta un
smartphone al usuario supondría un gran salto de calidad en el sistema.

La velocidad es uno de los principales parámetros a tener en cuenta, ya que se desea
una aplicación capaz de trabajar en tiempo real. YoloV3 ha sido la mejor opción en cuanto a
velocidad y precisión, aún así no ha conseguido asemejarse a los increíbles tiempos de YoloV3-
tiny. Sería una mejora notable una red neuronal con la velocidad de YoloV3-tiny(hasta 10
veces más rápida que YoloV3) y una precisión al nivel de YoloV3.
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Lista de Acrónimos y Abreviaturas

BFM Brute-Force Matcher.
BSD Berkeley Software Distribution.
CNN Convolutional Neural Network.
DNN Deep Neural Network.
FCN Fully Convolutional Network.
FPN Feature Pyramid Network.
IA Inteligencia Artificial.
KNN K-Nearest Neighbors.
LAN Local Area Network.
OpenCV Open Source Computer Vision.
PSF Python Software Foundation.
R-CNN Region-based Convolutional Neural Networks.
SIFT Scale-Invariant Feature Transform.
SURF Speeded-Up Robust Features.
SVM Support Vector Machines.
TFG Trabajo Final de Grado.
Yolo You Only Look Once.

51


	Introducción
	Objetivos
	Motivación

	Estado del arte
	Descriptores
	Speeded-Up Robust Features (SURF)

	Optical Flow
	Problema de Optical Flow
	Solución de Lucas-Kanade

	Deep learning
	Redes neuronales artificiales
	Redes neuronales convolucionales (CNN)
	Capas convolucionales
	Capa de pooling
	Capa clasificadora

	Redes neuronales convolucionales basadas en región (R-CNN)

	YoloV3
	Predicción del bounding box
	Predicción de las clases
	Predicción a través de escalas
	Arquitectura de la red


	Metodología
	Hardware
	Cámara IP
	Características del ordenador

	Software
	Python
	Framework Darknet
	Open Source Computer Vision (OpenCV)
	Módulo DNN

	Arquitectura cliente-servidor


	Desarrollo
	Conexión de la cámara IP
	Conexión al flujo de datos de la cámara

	Implementación YoloV3
	Identificación de los vehículos
	Obtención de puntos de interés y emparejamiento
	Filtrado de correspondencias
	Memoria de vehículos a lo largo del tiempo

	Estimación de velocidades
	Socket cliente/servidor

	Experimentación y resultados
	Experimentación con Yolo
	Pruebas con Lucas-Kanade Optical Flow
	Seguimiento
	Detección de puntos clave
	Matching de las detecciones.
	Seguimiento a lo largo del tiempo

	Resultados del socket cliente/servidor
	Comportamiento del servidor
	Comportamiento del cliente
	Alarmas



	Conclusiones
	Trabajos futuros

	Bibliografía
	Lista de Acrónimos y Abreviaturas

