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Preámbulo
“La razón por la que se ha llevado a cabo este proyecto es el interés propio hacia
los robots humanoides y las nuevas tecnologías. La finalidad es poder realizar
la teleoperación de un robot, mediante un sensor, los cuales no están diseñados
específicamente para esa tarea.”
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1 Introducción

Hoy en día existen muchas situaciones en las que el entorno no permite a las personas
trabajar adecuadamente, ya sea por temperaturas extremas, toxicidad del ambiente, radiación
o cualquier otro aspecto de nuestro alrededor que nos ponga en peligro. De ahí nace la
necesidad de controlar robots a distancia, es decir, la teleoperación.

En la teleoperación podemos diferenciar tres elementos básicos. En primer lugar, el Maestro,
es decir, el operador que controlará el sistema. El segundo elemento es el Esclavo, el que recibe
las ordenes del Maestro, opera según estas y le puede devolver en forma de realimentación
el estado de la tarea que está realizando. Por último, hablamos de las barreras, que vienen
impuestas por lo que separa el Maestro y el Esclavo, como entornos peligrosos, distancia,
diferencia entre escalas de trabajo, etc...

Como se ha mencionado anteriormente el primer elemento es el encargado de controlar
el sistema. Para hacerlo dispone de una serie de sensores o displays, que le permiten recibir
información de cómo se está realizando la tarea y de los controles que él mismo está utilizando
.

El segundo elemento es el que realiza la acción tras recibir la orden, sin embargo, dispone
de una realimentación local para aportarle al sistema remoto cierta autonomía a la hora de
llevar a cabo la tarea.

En la Figura 1.1 se muestra una síntesis de los 3 elementos.

Figura 1.1: Elementos de un sistema de teleoperación.

Por eso mismo, el avance en la teleoperación es crucial para poder trabajar donde sea, sin
importar las características del entorno que nos rodea. Para ello, es necesario un sistema lo
más intuitivo posible para que al operador le resulte sencillo enviar las órdenes y controlar
al esclavo. De la misma manera, el sistema remoto (esclavo) debe devolverle al maestro el
feedback correcto para mantenerle informado del transcurso de la tarea, su finalización o

1



2 Introducción

situaciones de error.
Por lo que la finalidad inicial de esta investigación era lograr la teleoperación de un robot,

en este caso el Pepper de Aldebaran and Softbank Robotics mediante el dispositivo Leap
Motion, para llevar a cabo tareas sin necesidad de compartir espacio. Sin embargo, tras la
inesperada medida del confinamiento debido al COVID, el objetivo principal se reformuló
hacia la creación de un sistema de teleoperación más basado en la aplicación de métodos de
realidad aumentada.

En este trabajo vamos a aplicar la teleoperación sobre el robot Pepper para que pueda
actuar sobre posibles entornos donde el ser humano no podría trabajar o, al menos, no
durante tanto tiempo como un robot. Una vez ahí, realizará el reconocimiento de objetos
mediante códigos QR, que servirá tanto para tener en cuenta el inventario de herramientas
del que se dispone, como para saber cuándo no quedan productos en el almacén. Esto sería
totalmente ajustable al entorno en el que nos encontremos. Por otra parte, puede ser que
haya algún trabajador o alguna persona no deseada en la zona por la que vamos a teleoperar
el robot, por lo que se ha implantado un sistema de reconocimiento facial e identificación.
Esto nos permitiría saber quién es el que se ha adentrado en una zona que no debe o, en el
peor de los casos, identificar un intruso.

Así pues en la Sección 2 se habla del status quo de la teleoperación, explicando varios
ejemplos de proyectos cuyo objetivo es similar al de este. En la Sección 3 se proponen todos
y cada uno de los objetivos que se pretenden alcanzar en la realización de este trabajo, tanto
personales, como el aprendizaje y la mejora de lenguajes de programación, como del trabajo
en sí a la hora de hacer funcionar el sistema. En la Sección 4 hablamos sobre la metodología
empleada, es decir, los elementos que utilizamos para llevar a cabo este trabajo. La siguiente,
sección 5, exponemos de como hemos utilizado esos elementos y herramientas aplicados al
proyecto. Después, pasamos a la Sección 6, donde haremos diferentes pruebas del sistema
en funcionamiento para comprobar sus límites y cuándo funciona mejor. Una vez explicado
todo, en la Sección 7 realizaremos una serie de conclusiones, haciendo referencia a todo el
transcurso del proyecto. Para terminar, en la sección 8, expondremos las ideas de futuro que
se han pensado llevar a cabo teniendo en cuenta el estado final del proyecto. Y por último,
mostraremos la Bibliografía con todos los enlaces útiles que han ayudado en el desarrollo del
trabajo.



2 Estado del Arte.

A día de hoy, la teleoperación es un tema muy investigado con tal de hacer que sea lo más
óptima posible, es decir, se pretende reducir todo lo posible los retrasos de las comunicaciones,
que las realimentaciones que recibe el usuario sean lo más precisas posibles, entre otros muchos
aspectos más. Por lo que en este apartado hablaremos de varios proyectos que tratan este
tema.

En primer lugar, hablaremos del robot Taurus Dexterous [Figura 2.1] de SRI Robotics. A
diferencia de los ejemplos que se explicarán más adelante, este es un robot móvil y se utiliza
sobre todo para desactivación de bombas.

(a) Modo móvil.

(b) Modo laboratorio.

Figura 2.1: Diferentes configuraciones del robot Taurus Dexterous.

3



4 Estado del Arte.

La ventaja que tiene este robot, es su versatilidad, ya que se puede colocar también en una
disposición que lo permite situarse en una base para operar en entornos cerrados. Además,
puede ser teleoperado por una gran variedad de dispositivos que hace posible mover la cabeza
donde está la cámara, abrir, cerrar y girar las pinzas que tiene en los brazos, entre otros
movimientos más. Este robot es muy sofisticado y como hemos mencionado anteriormente,
está diseñado expresamente para tareas de teleoperación.

Otro proyecto de robots teleoperados es el siguiente: TraumaPod llevado a cabo por la
Agencia de Investigación de Proyectos de Defensa Avanzada (o en inglés, Defense Advanced
Research Projects Agency) DARPA.

Figura 2.2: TraumaPod.

Se trata de una estación entera, compuesta por varios brazos robots, cámaras, camilla,
etc... Este proyecto fue creado para aplicar cirugía en el campo de batalla, para así eliminar
la presencia de humanos médicos en ese terreno tan hostil. Es capaz de ser controlado por
voz y mediante gestos. El mismo robot es quien cambia de herramienta y se encarga de los
cuidados del paciente.

A nivel nacional, la Universidad de Almería llevó a cabo un proyecto en el cual se tele-
operaba un brazo robótico mediante una cámara Kinect, lo que resulta muy interesante, ya
que la cámara capta la posición del brazo del usuario y lo replica en el robot. Sin embargo,
lo que hace este sensor es escanear todo el entorno en 3D, a la par que llevar a cabo el reco-
nocimiento facial y de movimientos concretos, lo que deriva en una caída en la velocidad de
respuesta del sistema, además de una transmisión de datos enorme que no son necesarios, ya
que el brazo robótico en cuestión posee 6 grados de libertad y no necesita tanta información
para realizar el movimiento. Es decir, el sensor realiza más tareas de las que en realidad se
necesitan. Por otra parte, en nuestro trabajo no se cometen esos errores. En este caso, nuestro
sensor se utiliza únicamente para detectar manos y así extraer información de ellas (posición,
orientación, gestos...). De esta forma, la respuesta por parte del sensor es inmediata.

Otro trabajo que se llevó a cabo en la Universidad Politécnica de Cartagena realizaba una
función similar al ejemplo anterior, la teleoperación de un brazo robot, pero en este caso,
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en vez de una Kinect, utilizaban un mando de la videoconsola Wii. Esto suponía utilizar
una conexión Bluetooth para conectar ambos dispositivos. Este protocolo de comunicación es
muy utilizado hoy en día, sin embargo, tiene su serie de desventajas, como la velocidad de
transmisión de datos y su corto alcance. Esto conllevaría a tener que realizar la teleoperación
relativamente cerca de donde trabaja el robot, lo que no siempre es posible debido a las
condiciones del entorno. Como en este trabajo la conexión con el robot se realiza mediante
WLAN, que es un protocolo muy escalable, podemos aumentar la distancia de la teleoperación
considerablemente. Además, el usuario no tiene que estar en contacto todo el rato con el sensor
como en el ejemplo anterior con el mando de la Wii, sino que en nuestro caso, al ser un sensor
que capta imágenes, lo colocamos en una superficie, ya sea el suelo o una mesa y a partir de
ahí, el operario realiza su tarea sin estar pendiente apenas del sensor.

Actualmente existen muchos más proyectos que tienen que ver con la teleoperación de
robots, ya que, como hemos dicho antes, es un tema muy importante de investigación. Sin
embargo, aún existen muchos fallos, que se pueden ver en los ejemplos anteriores. Por una
parte, el robot Taurus (Figura 2.1) no es capaz por sí solo de cambiar de forma móvil a la
acoplada para el laboratorio, lo que en pruebas reales, hace que pierda esa versatilidad de la
que hablábamos. Después, el TraumaPod (Figura 2.2) es toda una estación entera. Si su idea
era aplicarlo en el campo de batalla, no es de extrañar que el enemigo pudiera localizarla
sin problema e inutilizarla, por lo que vemos como, otra vez, en la práctica real no son tan
aplicables como se suponía. En cuanto a los proyectos de Almería y Cartagena, reiteramos
la importancia del canal de comunicación y de los datos que se transmiten a través de él. A
diferencia de estos proyectos, el nuestro procesa únicamente la información necesaria.





3 Objetivos y motivación
La motivación de este trabajo se basa en el aprendizaje de nuevas técnicas de programa-

ción y del uso de dispositivos tecnológicos, que no están diseñados expresamente para la
teleoperación. De esta forma, la motivación personal para el desarrollo de este trabajo ha
sido:

• Mejorar el nivel del lenguaje de programación Python.

• Emplear técnicas de visión artificial y realidad aumentada en el proyecto.

• Profundizar en el uso de ROS.

• Emplear redes neuronales y comprobar su precisión según la base de datos que utilice.

De esta forma podemos reunir todos los objetivos en la siguiente lista:

• Integrar y programar diferentes dispositivos para lograr un sistema capaz de ser tele-
operado.

– Robot Pepper
– Sensor Leap Motion

• Desarrollar un sistema de teleoperación que, mediante realidad aumentada, permita
proporcionar información al usuario.
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4 Metodología

En esta sección hablaremos de cada uno de los componentes y herramientas que hacen
funcionar nuestro sistema.

4.1 Leap Motion Controller.

El controlador de la marca Leap Motion es un sensor de seguimiento de manos y captura de
sus movimientos, con una muy buena precisión. Consta de 2 sensores ópticos de infrarrojos,
separadas entre sí 40 milímetros. Estos sensores son dirigidos a lo largo del eje Y con un
campo de visión de 150º.

Figura 4.1: Sistema de coordenadas del Leap Motion.

Las unidades de medida de la información que nos proporciona son las siguientes:

• Distancia: Milímetros (mm).

• Tiempo: Microsegundos (µs).

• Velocidad: Milímetros/segundo (mm/s).

• Ángulos: Radianes (rad).

9
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El rango de las cámaras permite crear lo que se denomina 3D interactive box (Figura
4.2).

Figura 4.2: Interactive box del Leap Motion.

Esta zona de interacción hace referencia al rango de trabajo del sensor, por lo que si la
disposición de nuestras manos no recae sobre ese espacio, no las detectará. Ahora bien, a con-
tinuación explicamos qué puede detectar concretamente y cómo nos muestra esa información.

Manos
Las manos son el principal objeto que este sensor es capaz de detectar y nos interesa. Aparte

de la posición de la mano (punto central de la palma), nos puede mostrar su orientación,
información sobre el brazo al que pertenece, sus cinco dedos, etc...

Pese a que se pueden capturar más de dos manos a la vez (más de una persona usando
el sensor), su funcionamiento no sería el óptimo, por eso la compañía sugiere no superar la
cantidad de dos manos al mismo tiempo.
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Brazos

El controlador Leap Motion no solo puede darnos información sobre las manos, sino que
también puede hacerlo de los brazos, proporcionándonos su orientación, longitud, anchura y
posición final del brazo. Si nuestro codo no está en el campo de visión del sensor, este estima
su posición basándose en las observaciones pasadas y la proporción estándar humana.

Dedos

Sobre los dedos, podemos saber incluso más cosas. Este sensor es capaz de indicar la
posición de la punta de los dedos y hacia donde están apuntando. Pero no solo eso, también
puede calcular la posición y longitud de cada uno de los huesos que componen los dedos.

Este sensor se utiliza en muchas ocasiones para proyectos relacionados con realidad virtual
o aumentada, ya que su gran precisión nos proporciona un feedback muy fiable y convierte la
aplicación que estemos creando en una aplicación realista.

Figura 4.3: Ejemplo de uso del Leap Motion con VR.

En el siguiente capítulo veremos cómo utilizamos nosotros este dispositivo para nuestro
trabajo.

4.2 ROS.

La comunicación entre los elementos es un factor clave del sistema, por lo que vamos a
explicar la forma de establecer esta comunicación hemos elegido. A continuación, vamos a
hablar de ROS (Robot Operating Sistem).

ROS es un framework que nos permite trabajar con robots a través de lo que se denominan
mensajes. Estos mensajes son datos, y se envían a través de canales entre dos nodos.
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La estructura general de ROS es la siguiente: un nodo publica un mensaje en un canal
y otro nodo se suscribe a ese mismo canal para recibir dicho mensaje. No obstante, hay
variaciones en el concepto de ”canal”, concretamente, tres, Topics, Servicios y Acciones.

Los Topics implementan un mecanismo de comunicación publicación-suscripción constante,
es decir, el nodo publicador publica todo el rato los datos que queremos enviar y el nodo
suscriptor recoge esos datos y los utiliza en su código. Por otro lado, los Servicios, pese a
que el funcionamiento es muy similar al de los Topics, tienen una diferencia clave, y es que,
cuando envía los datos al suscriptor, necesita que este le devuelva un resultado como feedback
para poder continuar el programa, en otras palabras, es una estructura síncrona. Por último,
las Acciones, que son iguales a los Servicios, pero estas son asíncronas, lo que nos permite
enviar los datos y seguir con el programa del publicador mientras que el suscriptor ejecuta el
suyo y, una vez acabe, enviarle la respuesta al publicador.

Teniendo presente estas tres opciones, nos decantamos por los Topics. Esta elección se debe
básicamente a que no necesitamos respuesta del suscriptor, simplemente queremos enviar
datos y que el suscriptor los procese y ejecute según su programa. Otro motivo es que, los
Servicios, al tener que esperar la respuesta para seguir ejecutando son poco prácticos, ya que
si quisiéramos enviar la acción de parar porque hemos visto un obstáculo, hasta que no se
termine la orden anterior, no nos haría caso.

Así pues, mostramos la estructura que sigue un sistema basado en un publicador-suscriptor
mediante Topics:

Figura 4.4: Estructura Publisher-Subscriber

En la imagen (Figura 4.4) podemos diferenciar 5 elementos clave:

• Node: Un nodo es un ejecutable que usa ROS para comunicarse con otros nodos.

• Msg: Tipo de dato de ROS que es utilizado durante la suscripción y publicación de un
topic.

• Topic: Es el canal por donde circulan los mensajes. Los nodos pueden publicar mensajes
a través de un topic. Se puede suscribir a ellos para recibir mensajes.

• Publisher: Es un tipo de nodo que publica los mensajes en ese Topic.

• Subscriber: Es un tipo de nodo que recibe los mensajes a través de ese Topic.
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Como hemos visto, mediante ROS, podemos enviar mensajes de un nodo a otro con la
información que queramos. Por eso mismo hemos elegido esta manera de establecer la comu-
nicación entre los elementos del sistema.

4.3 Robot Pepper.

Pepper es un robot semi-humanoide fabricado por SoftBank Robotics, diseñado con la
capacidad de leer emociones, entre otras habilidades sociales que este robot posee. Este robot
posee una gran variedad de sensores, inerciales (acelerómetro y giroscopio), láseres y sónares
para calcular distancias y profundidad. También tiene botones en la pantalla y bumpers y
además, tiene sensores táctiles en la cabeza y las dos manos. En cuanto a los actuadores, son
las articulaciones del propio robot (Figura 4.5a). Podemos encontrar más especificaciones en
su documentación oficial: “Pepper Documentation.” (s.f.)

(a) Articulaciones.

(b) Cámara.

Figura 4.5: Disposición de las articulaciones y sensores que se utilizan.

Como se ve en la Figura 4.5a, este robot tiene varias articulaciones. Para este trabajo
únicamente vamos a hacer uso de las siguientes:
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• ShoulderPitch y ShoulderRoll para abrir/cerrar y subir/bajar los brazos

• HeadYaw y HeadPitch para mover la cabeza en todas direcciones.

• Hand. Las manos se abren y se cierran con todos los dedos. No es posible accionar
dedos de forma individual.

• WristYaw. Se valoró utilizar también esta articulación para hacer que la teleoperación
sea más realista y la posición del robot se asemejara todavía más a la del operador.
Sin embargo, añadir esta opción suponía un coste de computo demasiado elevado y
producía retrasos en las comunicaciones. Lo que es inadmisible.

Además, posee varias cámaras para poder visualizar su entorno. En este caso haremos uso
de la cámara 2D que tiene en la parte delantera (Figura 4.5b).

Este robot ha sido utilizado en varios proyectos, sobre todo sociales. El aspecto amigable
que tiene ayuda a conectar con otras personas, por eso tiene tanto éxito en estas aplicaciones.
Una aplicación real en la que intervino este robot se basaba en ayudar a personas mayores
a hacer ejercicio y este los monitorizaba mientras tanto para comprobar si hacían bien los
ejercicios, de esta forma era como tener un asistente personal. Además, este proyecto, al ser
tan revolucionario, incitaba a los mayores a hacer los ejercicios.

Figura 4.6: Robot Pepper en residencia de mayores.

4.4 Interfaz de usuario
La interfaz de usuario es el medio por el cual el usuario puede comunicarse con una máquina,

equipo, computadora o dispositivo, y comprende todos los puntos de contacto entre ellos. En
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otras palabras, es la manera con la que le mostramos al usuario qué está pasando en el
sistema.

Este elemento es muy importante, ya que, como el funcionamiento depende de la persona
que está controlando el sistema, si le damos una serie de ayudas, irá mejor que si el operario
va ”a ciegas”.

Existen muchos tipos de interfaces, pero los más populares son los visuales y los hápticos.

• Hápticos: Un dispositivo háptico es aquel que nos proporciona una respuesta median-
te fuerza, es decir, que nos empuja. Un ejemplo de un dispositivo como este sería el
Phantom (Figura 4.7).

Figura 4.7: Dispositivo háptico Phantom.

Teniendo en cuenta este dispositivo, un ejemplo de aplicación sería que utilizásemos
la palanca para movernos por un escenario virtual, pero cuando estuviéramos delante
de una pared, si intentásemos avanzar, el propio dispositivo haría fuerza en el sentido
contrario y no nos permitiría avanzar. De esta forma, el usuario comprendería que no
puede avanzar.

• Visual: Este es el método más usual que encontraremos, ya que la manera más fácil de
guiar a alguien es mediante la vista. Este tipo de interfaces están en muchos dispositivos
hoy en día, mediante imágenes nos muestran el estado en el que se encuentra nuestro
sistema: el porcentaje de batería del móvil, la luz que se enciende cuando el coche tiene
poca gasolina, etc... Estos indicadores visuales nos hacen entender cómo se encuentra
nuestro sistema y nos permite actuar en consecuencia a ello.

Cuanto más realista sea la interfaz, mejor podrá interpretar la información el usuario
y la forma de operar será más precisa. Para ello lo ideal sería tener tanto un dispositivo
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háptico como visual para una mayor inmersión en la teleoperación del sistema. No obstante,
no disponemos de estos elementos, por lo que tendremos que crear nuestro propio interfaz
visual, que se explicará en el siguiente capítulo.

4.5 Procesamiento de imagen y Realidad Aumentada.

Como hemos dicho antes, crearemos un interfaz visual que nos permitirá ver lo que está
viendo el robot. Pero para ayudar más incluso al operario, vamos a destacar algunos elemen-
tos, que son los que nos interesan especialmente.

4.5.1 Detección de códigos QR y AprilTags.

Estos elementos serán una serie de etiquetas que identificaremos con la cámara del robot.
Tienen que ser fáciles de detectar y de distinguir del resto del entorno, por lo que hemos
elegido los siguientes.

4.5.2 Códigos QR.

En primer lugar tenemos la detección de códigos QR (Figura 4.8). Un código QR no es
más que un código de barras bidimensional, que puede almacenar datos codificados, como
por ejemplo, enlaces a páginas web.

Figura 4.8: Ejemplo de código QR.

Al ser detectados, podemos extraer la información que tienen codificada, ya sea un enlace
a un página web, un número, palabras o lo que sea. Es una buena forma para identificar
objetos o zonas para los robots.

Una aplicación reciente llevada a cabo con estas etiquetas se ha llevado a cabo en China
(Figura 4.9), para controlar el Coronavirus (Tencent (2020)). Las personas tienen asociado
un código QR, que mostrará el color verde si esa persona no tiene la enfermedad, amarillo
si es probable que lo tenga, y rojo si lo tiene. Esta persona ha de responder una serie de
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preguntas sobre su estado de salud y los datos se almacenan en la nube. Según esos datos, el
QR mostrará un color u otro.

Figura 4.9: Aplicación mediante uso de QRs.

4.5.3 AprilTags
Tras realizar varias pruebas (como veremos más adelante) decidimos cambiar el tipo de

etiquetas para detectar, de códigos QR a AprilTags (“AprilTag detector” (s.f.) y AprilTags
(s.f.)). Los AprilTag son prácticamente iguales a los QR en cuanto al diseño. Sin embargo, la
detección de estos es más precisa.

Las 6 etiquetas que hay (Figura 4.10) pertenecen a familias distintas. Las familias son
distintas formas de representar estas etiquetas. Todas las familias tienen diferentes etiquetas
ya identificadas, es decir, que igual que con los QR teníamos información codificada, en estos
tenemos a qué familia pertenece y su número de identidad.

4.6 Panda3D.
Finalmente, una vez tenemos en la imagen toda la información, se la tenemos que mostrar al

operario. Para ello, utilizaremos Panda3D para Python. Panda3D es un framework de código
abierto que nos permite crear figuras 3D renderizadas, entre otras muchas posibilidades,
además, es muy utilizado para crear videojuegos.

La estructura que siguen los programas en Panda3D se basa en nodos, a los que iremos
uniendo los objetos que creamos. Es decir, si creamos un objeto y queremos que se vea, de-
beremos unirlo al nodo render. De esta forma, se nos mostrará el objeto en 3D y tendremos
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Figura 4.10: Ejemplos de AprilTags

que establecer sus coordenadas en correspondencia a esto, ya que tendrá 3 componentes (al-
tura, anchura y profundidad). No obstante, si las operaciones que queremos hacerle al objeto
son en dos dimensiones, deberemos unirlo al nodo pixel2d, donde la posición únicamente
depende de la altura y la anchura en la que queremos que aparezca el objeto. Antes de esto,
debemos crear el objeto de la pantalla que se nos va a mostrar, indicando que proporciones
queremos que tenga, también es importante deshabilitar el ratón, ya que éste podría hacer
que cambiara nuestro punto de vista respecto a la imagen que se muestra por la pantalla,
que viene definido tras crear la cámara.

De esta forma, podremos crear objetos (cubos, esferas...) en 3D directamente sobre una
imagen en 2D como la que obtenemos de la cámara. No obstante, también se pueden introducir
modelos 3D de cualquier objeto, siempre y cuando estén en formato .egg. Para crear nuestro
propio modelo 3D, debemos utilizar un programa como por ejemplo Blender, que es un
programa que nos permite la creación y el modelado de figuras 3D. De esta forma, creamos
en Blender nuestro objeto en 3D, le añadimos la textura que queramos para que, a la hora
de mostrarla en el programa, el objeto tenga color.

Sin embargo, Blender no permite exportar los modelos que creemos a un archivo .egg direc-
tamente. Para ello debemos descargarnos el repositorio de YABEE (“YABEE: Egg exporter
for the Blender” (s.f.)), lo que nos permitirá acceder a esta opción a la hora de guardar nues-
tros modelos. Finalmente, ya podemos cargar en un programa nuestro objeto 3D modelado
en Blender.
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En este capítulo vamos a explicar cómo utilizamos los elementos y herramientas explicadas
anteriormente y de qué forma los integramos para lograr el funcionamiento de todo el sistema.

5.1 Aproximación.
Mediante en la Figura 5.1 se muestra el funcionamiento completo de este proyecto de forma

estructural, separando cada uno de los procesos más determinantes para su funcionamiento.

Figura 5.1: Diagrama de funcionamiento del sistema.

Como se aprecia en la imagen anterior, disponemos de diversos elementos, los cuales com-
ponen este proyecto. Además, el bucle de control sigue el orden de estos elementos.

En primer lugar colocamos las manos (1) sobre el sensor Leap Motion (2). Este las detecta
y según como estén, genera unas órdenes. Después las envía mediante ROS (3) al Pepper (4)
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para que este ejecute dichas acciones. Al mismo tiempo, utilizamos la cámara del robot para
obtener lo que él está viendo y así identificar tanto códigos QR, como personas (5), para,
finalmente, enviarle la imagen al operador (6).

5.2 Leap Motion y detección de gestos
Como explicamos anteriormente, el Leap Motion es un sensor capaz de detectar de forma

muy precisa las manos. Por lo que funcionará como herramienta para que el maestro envíe
las órdenes al esclavo.

5.2.1 Funcionamiento del sistema.
En cuanto al algoritmo de detección, este sensor funciona como una caja negra, es decir,

no se puede saber el código base ni el algoritmo, ya que pertenece únicamente a su compañía.
Aún así, sabemos que captura imágenes y que, en cada una de ellas hay información sobre las
manos que ha detectado en ese instante. Por lo que, para este trabajo lo que se ha hecho es,
mediante la SDK de Python y su correspondiente manual (“Leap Motion Documentation.”
(s.f.)), crear nuestro propio programa en base a la información que nos proporciona el sensor.
Además, este programa funcionará como Maestro del sistema, es decir, quien envía las ordenes.
Así pues el funcionamiento del programa es el siguiente:

En primer lugar, obtenemos la imagen que nos proporciona el sensor, acto seguido com-
probamos los siguientes casos:

• Caso 1: Solo hay una mano. Ahora bien, dependiendo de qué mano sea, mandaremos
una orden u otra, por lo que hay que diferenciarlas. Por lo tanto tenemos 2 posibilidades:

– Mano izquierda: Esta será la mano encargada de las órdenes de la locomoción
del robot, por lo que según el ángulo Roll y Yaw que tenga nuestra mano, respecto
al sensor, el robot irá en una dirección o en otra.
Usamos el Roll para ver si la mano está boca arriba o boca abajo, ya que de-
pendiendo de eso, nuestro robot avanzará hacia a delante o irá marcha atrás,
respectivamente, es decir, se encarga de la velocidad lineal.
Por otro lado, el Yaw se usa para ver donde apuntan nuestros dedos para apli-
carle velocidad angular al robot. Por lo que, según eso, variará la dirección de la
trayectoria, haciendo que nuestro robot gire para poder evitar obstáculos o tomar
curvas.
Por último, también tenemos en cuenta el nivel de abertura de las manos, indicando
así, que si está abierta del todo, la velocidad del Pepper será del 100% . Además,
si está completamente cerrada, el robot permanecerá quieto (aunque podrá seguir
girando sobre sí mismo)
En resumen, enviaremos datos que harán referencia a las velocidades que le apli-
caremos al robot.

– Mano derecha: Esta será la orden de mover la cabeza del robot, para así poder
ajustar la dirección en la que apuntan las cámaras de este.
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Para ello, nos quedamos con las coordenadas X e Y de nuestras manos en el frame
actual respecto a la zona de interacción del sensor (Figura 4.2) normalizada. Por
lo que nuestras coordenadas irán de 0 a 1.
La coordenada X se encarga de enviar la información correspondiente al movi-
miento horizontal de la cabeza del robot (de lado a lado). Mientras que la Y, sirve
para el movimiento vertical (de arriba a bajo).
Por lo que, definiendo un umbral superior y otro inferior de posición, según dónde
tengamos situada la mano derecha, los movimientos del robot irán en un sentido o
en otro. De igual forma, si la posición está entre esos dos umbrales, no se producirá
movimiento en ese sentido.

• Caso 2: Las dos manos están en la imagen. En este caso, estaremos ordenando al robot
que mueva sus brazos. La mano izquierda será la responsable del movimiento del brazo
izquierdo del Pepper y la derecha, del brazo derecho.
Para cada mano se aplica el mismo sistema que para el movimiento de la cabeza ex-
plicado anteriormente, se obtienen las coordenadas de cada mano y según los umbrales
definidos, la X hará que el brazo del robot se abra o cierre, y la Y hará que lo levante
o lo agache.
Además, en este caso también contemplamos cómo de abiertas o cerradas están nuestras
manos para que las del robot estén igual.

• Caso 3: No se detecta nada. En este caso, la orden que se envía es la de parar el robot.
Además, por seguridad, cualquier acción que no implique hacer avanzar o retroceder al
robot, mandará la orden de hacer que se detenga.

Por último, guardamos en cada momento las coordenadas X e Y de las manos, para
enviarlas al robot y poder crear una interfaz para el ususario. Pero eso se explicará más
adelante.

5.3 ROS.
En este apartado vamos a explicar cómo se utiliza el framework de ROS para este trabajo.

Recordamos que ROS nos permite comunicar dos nodos mediante un canal, por el cual
enviamos un mensaje. Por lo que esta es la forma en la que comunicamos nuestro sistema:

Creamos dos Topics, uno para enviar los datos para el movimiento y otro para enviar
las posiciones de las manos para la interfaz. Los dos permiten el envío del mismo tipo de
mensajes, que en este caso es de un vector de tipo float. Hacemos que los nodos publicadores
envían mensajes cada 0.5 segundos para evitar la saturación del robot. El suscriptor funciona
de tal manera que, el programa queda a la espera de recibir algo por ese canal, para que, una
vez le ha llegado algo, llamar a una función previamente asignada, y una vez ejecutada esa
función, vuelve a la espera de la llegada de un nuevo dato por el canal.

Para el envío de datos del movimiento, el vector tiene en su primera posición el tipo de
acción a modo de identificador, y en el resto de posiciones son datos específicos para esos
movimientos. El canal para la posición de las manos simplemente envía en cada posición cada
coordenada X e Y de las manos que salgan en la imagen.
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Así pues, el programa del Leap Motion funciona como el publicador y el programa del
Pepper como el suscriptor.

5.4 Robot Pepper

El uso que se le da al Pepper se divide en 2 programas Python diferentes. Uno para controlar
la locomoción y movimiento de este, y otro en el cual obtenemos las imágenes que capta el
robot para procesarla.

El primer programa se basa en un nodo suscriptor que espera la llegada de órdenes por
parte del Leap Motion como se ha explicado anteriormente. Así pues, según el identificador,
se ejecutará una orden de movimiento u otra. Estos movimientos se ejecutan mediante in-
crementos, es decir, las órdenes que recibe el robot es de aumentar o disminuir una cantidad
fija de radianes en esa articulación (si esa cantidad es 0, hace que la articulación permanezca
justo donde esté en ese momento). En cuanto al movimiento, el robot avanza una cantidad
fija de metros, pero la orientación varía según el mensaje recibido.

Como medida de seguridad, aparte de que el robot posee de por sí un sistema anti-colisión
que no nos permite acercarnos a obstáculos que detecte a una cierta distancia, cualquier
acción que no sea la de hacer avanzar al robot, hará que se pare. Esta medida es necesaria
ya que, al estar la cámara en la cabeza, si vemos que hay algún objeto por el suelo, el robot
no podrá detectarlo, por lo que chocará con él.

Por otra parte, el otro programa, que también funciona como un suscriptor, hace que re-
cibamos las imágenes del robot para después poder procesarlas. Para ello, el robot Pepper
permite que accedamos a los valores de lo que captan sus sensores mediante Topics de ROS.
Por eso mismo, el Topic (canal) al que nos suscribimos es el del mismo Pepper: ”/pep-
per_robot/camera/front/camera/image_raw”.

Con esas imágenes lo que se hará es, por un lado, crear una interfaz para que el usuario
reciba un feedback. No obstante, no podemos utilizar estas imágenes directamente, ya que
nosotros trabajamos con el formato de imagen de la librería Open CV y las imágenes que
se envían a través de los Topics. Para convertirlas al formato que utilizamos, tenemos que
utilizar la función CvBridge() de Open CV.

5.5 Interfaz del usuario.

Como mencionamos anteriormente, tener un interfaz de usuario es clave para la teleope-
ración, pero debe de ser sencilla para no sobrecargar de información al usuario. Así pues, la
interfaz visual que se ha creado es la mostrada en la Figura 5.2.
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Figura 5.2: Interfaz visual.

Nuestra interfaz indicará la posición de las manos que capta el sensor Leap Motion y se
compone de unos separadores verticales y horizontales para que el usuario pueda ver lo cerca
que se encuentra de la posición umbral para cambiar de movimiento y un recuadro en el que
le mostrará la acción que se está ejecutando en cada momento.

Este es el aspecto del interfaz (Figura 5.2( que se superpondrá a la imagen captada por
el robot. En la parte de arriba mostrará la acción que se está ejecutando en el momento
actual. Por otra parte, las líneas verticales y horizontales muestran los límites de posición
que supondrán un cambio en los movimientos que hará el robot. En otras palabras, si tenemos
las 2 manos en el centro de la zona de interacción del sensor (Figura 4.2(, nos aparecerán
dos puntos en el centro de la malla que hemos creado, lo que supone no ejecutar ninguna
acción, la zona central es de reposo. De esta manera, si una mano sobrepasa la línea vertical
izquierda, el movimiento se hará hacia la izquierda. Por ejemplo: Si solo tenemos la mano
derecha encima del sensor y la movemos hacia la zona de la izquierda, el robot moverá la
cabeza hacia la izquierda, y si la levantamos hasta que supere la línea horizontal superior,
levantará la cabeza (las líneas horizontal inferior y vertical derecha hacen que el movimiento
vaya hacia bajo y a la derecha respectivamente).

De esta forma permitimos al usuario saber en todo momento la posición de sus manos y
cuándo está cerca de cambiar de movimiento, de forma visual y muy intuitiva.

5.6 Calibración de la cámara
Para poder realizar tareas de realidad aumentada debemos calibrar la cámara que estemos

utilizando, es decir, obtener los parámetros intrínsecos de ésta.
En primer lugar, vamos a diferenciar los parámetros intrínsecos y extrínsecos:

• Intrínsecos: Son parámetros específicos para cada cámara, como la distancia focal,
centros ópticos, etc... Se suelen expresar en forma de una matriz 3x3 llamada K:

K =

fx s Cx
0 fy Cy
0 0 1

 (5.1)

– fx: Componente X de la distancia focal de la cámara.
– fy: Componente Y de la distancia focal de la cámara.
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– Cx: Componente X del centro de la imagen.
– Cy: Componente Y del centro de la imagen.
– s: Este valor suele ser 0, pero representa el skew. Es el ángulo que toma el eje Y

en el sistema de coordenadas de la imagen cuando no es perpendicular al eje X.

• Extrínsecos: Estos parámetros definen la posición de la cámara en el sistema de re-
ferencia del mundo real. A diferencia de los anteriores, estos no son fijos, sino que
dependen de la posición y la rotación de la cámara. Se representa mediante una matriz
de rotación y otra de desplazamiento.

Una vez definidos los parámetros, vamos a explicar el procedimiento que se ha de llevar a
cabo para calibrar nuestra cámara:

1. Capturar imágenes de un elemento de calibración: Para comenzar, debemos
disponer de muchas imágenes de un patrón, como por ejemplo, un tablero de ajedrez.
Se usa este porque hace más fácil el cálculo de los puntos sobre el plano, debido a las
intersecciones de este.

Figura 5.3: Imágenes del elemento de calibración

2. Computar puntos 2D: Se computan estos puntos obtenidos sobre el plano de la
imagen. Como no se puede calcular la pose 3D respecto a la cámara de estos puntos
2D, lo que hacemos es establecerlos a mano, ya que el patrón es conocido. Así pues
sobre esos puntos 2D (x,y), creamos puntos 3D (X,Y,Z), donde Z será 0, ya que están
sobre el patrón y la diferencia entre puntos consecutivos será lo que mida el lado del
cuadrado del tablero (Figura 5.4.

3. Minimizar el error: Una vez obtenidas las correspondencias, se ejecuta un algoritmo
que reduce el error de los parámetros obtenidos y nos devuelve la matriz K, la de
rotación R, la de desplazamiento t y coeficientes de distorsión.
Este algoritmo es el LMA (Levenberg-Marquardt). Provee una solución numérica al
problema de minimización de una función que suele ser no lineal. Se basa en una técnica
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Figura 5.4: Asignación de puntos 3D sobre los 2D.

iterativa que encuentra un mínimo local de la función que se expresa como la suma de los
cuadrados de funciones no lineales, las cuales, tienen ciertos parámetros de inicialización.
Así pues, se utiliza la matriz Hessiana (matriz cuadrada de segundas derivadas parciales)
y se realiza un ajuste sobre esta. Como la matriz Hessiana depende del Jacobiano,
utilizaremos un parámetro que modifica el Jacobiano para indicar su tendencia, es
decir, si queremos que avance dando saltos más grandes, o que vaya más lento.

Finalmente, almacenamos esos valores utilizando la librería Pickle. Esta librería nos permi-
te convertir estructuras de objetos almacenados en memoria, como en este caso, la matriz K y
los coeficientes de distorsión, en un stream de bytes. Posteriormente, puede ser desconvertido
y utilizarse como variables otra vez. Por lo que, una vez obtenidas las variables de interés
(parámetros intrínsecos de la cámara), los colocamos en forma de diccionario de Python, que,
a continuación, explicaremos cómo se compone, y lo almacenamos en un archivo .pkl. Final-
mente, en los programas que proyectan información, cargamos ese archivo y reconvertimos los
datos que tiene almacenados en variables del programa, de forma que ya tenemos los valores
de la matriz K en los programas que la necesitemos.

5.7 Proyección de la información sobre códigos QR y AprilTags
El uso que le damos a los códigos QR es simple. Al ser detectado, aparecerá un cartel al

lado de él con información de lo que significa. Para ello hay que seguir una serie de pasos.
El primer paso es crear las correspondencias en el mundo real del QR, así como la del

sistema de referencia. Además de eso, establecemos la posición donde queremos que aparezca
el cartel que nos indicará la información de este código. Para la tarea de detección utilizamos
la librería Pyzbar. Esta librería tiene funciones que nos permiten obtener los 4 puntos que
corresponden a las esquinas del código QR sobre la imagen obtenida del robot. Después de
eso solo debemos calcular la rotación y traslación que transforma las coordenadas del mundo
real al de la imagen para proyectar los puntos de las esquinas del cartel 3D al plano de la
imagen.

Para esto intervienen tres sistemas de coordenadas 3D como indicamos en la (Figura 5.5).
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En primer lugar, el sistema de coordenadas del mundo real (world: U,V,W), que es donde
están los puntos reales del código QR (P). Como sabemos su posición, sabemos la rotación
y traslación, así que podemos transformar los puntos 3D del sistema world a puntos 3D en
coordenadas de la cámara (X,Y,Z). Finalmente, los puntos en el sistema de coordenadas de
la cámara pueden ser proyectados sobre el plano de la imagen (p), es decir, su sistema de
coordenadas (x,y), mediante los parámetros intrínsecos de la cámara que utilizamos.

Figura 5.5: Cambio de coordenadas entre los sistemas de referencia.

Explicado de otra forma:

XY
Z

 = R

U
V
W

+ t (5.2)

La ecuación (5.2) relaciona nuestros sistemas de referencia world y de la cámara mediante
la R (rotación) y t (traslación). Al expandirla, obtenemos la ecuación (5.3).

XY
Z

 =

r00 r01 r02 tx
r10 r11 r12 ty
r20 r21 r22 tz



U
V
W
1

 (5.3)

De esta forma, podremos despejar las incógnitas, que son (tx,ty,tz) y rij y obtener así, la
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relación entre los sistemas de referencia.

Posteriormente, debemos obtener la matriz H, que usamos para deformar la imagen con la
información creada anteriormente. Esto hace que si el código se mueve o se gira, el cartel gira
con él, es decir, hace que obtengamos una perspectiva del cartel como si estuviera realmente
ahí, dando una sensación de inmersión por parte del usuario para que le sea más intuitivo
operar.

Esa matriz H es la matriz de Homografía, que relaciona dos imágenes diferentes de la
misma escena (Figura 5.6).

Figura 5.6: Dos imágenes del mismo plano (portada del libro) relacionadas por una Homografía.

Para obtener esta matriz es necesario tener 4 o más correspondencias entre imágenes. En
nuestro caso serán las esquinas del QR y las esquinas del cartel de información que creamos.
Gracias a la librería de Open CV, hay funciones que realizan todos estos cálculos y resuelven
todos los sistemas de ecuaciones y nos permite obtener todas las matrices mencionadas en este
apartado. Después, utilizamos esa matriz H para deformar la imagen y que todo concuerde.
Así pues, la salida que obtendremos es la mostrada en la Figura 5.7.

Figura 5.7: Detección del QR.
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Además, se puede ver la interfaz del usuario en la parte inferior derecha de la imagen.

El texto que nos muestra (nombre del producto y cantidad de la que disponemos) son
creados a priori en un diccionario de Python, de esta forma, con detectar el QR, decodificar
los datos que tiene y buscarlo en el diccionario, nos proporcionaría toda la información sobre
ese producto.

Un diccionario es una colección de datos desordenados, se usan para almacenar datos. La
particularidad de esta estructura de datos es que tiene valores clave. En este caso, el valor
clave sería ”Stock”, y el dato que almacena ese valor clave, sería un entero que nos dice
cuantos productos quedan. Así como el valor clave ”Nombre”, nos indica el nombre de cada
producto u objeto.

Este sería un ejemplo en el que nuestro sistema estaría implantado en una heladería, donde
la cámara frigorífica no permite el acceso a las personas debido a su baja temperatura, pero
queremos saber la cantidad de helados que tenemos.

No obstante, por motivos de precisión, se sustituyeron los códigos QR por AprilTags, ya
que los QR si no estaban perfectamente colocados, la detección fallaba, es decir, si estaban
un poco girados o lejos de la cámara, no los detectaba, sin embargo, estos defectos se arreglan
mediante el uso de los AprilTags.

Figura 5.8: Detección del AprilTag.

Como vemos en la Figura 5.8, pese a encontrarse a una gran distancia, podemos detectar
sin problemas esta etiqueta y proyectar información sobre ella. Esto sería algo impensable
mediante el uso de los códigos QR. Sin embargo, con este tipo de etiquetas, mientras todo el
patrón sea visible, será perfectamente detectable, esté cerca o lejos. Esto no supone un gran
cambio en el algoritmo, ya que únicamente necesitamos la posición de 4 esquinas.
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5.8 Detección y estimación de la pose de la cabeza.
5.8.1 Detección e identificación de rostros humanos

Nuestro proyecto está planteado para funcionar también en entornos donde es probable
encontrarse con esencia humana, por lo que debemos saber interactuar con ellos. Para ello,
lo primero de todo es ver dónde hay personas y después debemos saber quiénes son. Por lo
que en este apartado explicaremos cómo se lleva a cabo la detección e identificación de estas
personas.

• Detección: Ver en la imagen si existe el elemento que nos interesa, en este caso, una
cara humana. Para ello nos ayudaremos con el siguiente repositorio: “OpenCV Face
Detection.” (s.f.).

• Identificación: Una vez encontramos una cara humana, saber a quién pertenece. En
este caso, utilizaremos este repositorio: “OpenCV Face Recognition.” (s.f.).

En primer lugar necesitamos lo que se conoce como dataset, es decir, una base de datos. En
nuestro caso estará compuesta por 4 carpetas, que serán las clases o etiquetas de las diferentes
personas que vayamos a identificar. Nosotros tenemos 4 clases, tres personas (Daniel, Ángela
y Álvaro) y una de varias personas aleatorias (unknown), para que en caso de no pertenecer
a ninguna de las otras 3, se etiquetará como desconocido.

1. Extracción de características y entrenamiento del modelo: Utilizamos un detec-
tor de caras para luego emplear un extractor de características basado en deep learning
y generar un vector de 128 dimensiones. Todas las fotos de nuestro dataset pasan por
este proceso. Este detector se basa en un SSD (Single Shot Detector) (SSD: Single
Shot MultiBox Detector (s.f.)) framework con una red ResNet. Este método discretiza
el espacio de salida de bounding box (recuadros donde se encuentran los objetos que
queremos identificar) en un conjunto de boxes por defecto de diferentes ratios y escalas
sobre los diferentes mapas de características. En la parte de predicción, la red genera
puntuaciones por la presencia de cada objeto a detectar en cada box creado y realiza
unos ajustes en esos recuadros para encajar mejor con la forma del objeto.

Para el entrenamiento, únicamente necesita una imagen con un recuadro sobre el objeto
que queremos que detecte [Figura 5.9(a)]. En este caso evaluaremos un conjunto de 4
boxes de diferentes escalas y ratios en varios mapas [Figura 5.9(b) y (c)]. Así pues, en el
entrenamiento, comparamos los recuadros generados por la red, que en este caso son dos
para el gato (azul) y uno para el perro (rojo) con los que le introducíamos como entrada
al principio. El error del modelo es una suma ponderada entre el error de localización
y el porcentaje de acierto estimado. Ahora bien, el hecho que se base en una ResNet
(Residual Network) significa que es una red neuronal artificial de un tipo que se basa
en construcciones conocidas de las células piramidales en la corteza cerebral. Las redes
neuronales residuales hacen esto utilizando conexiones de omisión o atajos para saltar
sobre algunas capas (Figura 5.10).
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Figura 5.9: Funcionamiento del SSD

Figura 5.10: ResNet

Una vez detectadas las caras, pasamos a extraer las características de estas. Para ello
emplearemos otra red neuronal, FaceNet (Introduction to FaceNet: A Unified Embedding
for Face Recognition and Clustering (s.f.)). Este modelo se utiliza mucho para las tareas
de reconocimiento de personas. Este modelo mapea cada imagen de la cara en un espacio
euclídeo en el cual, la distancia corresponde a la similitud de la cara. La red se entrena
hasta que la distancia entre las incrustaciones, llamada L2, corresponda a una similitud.
Otro aspecto importante sobre FaceNet es la función de pérdida, denominada triplet
loss. Para calcularla necesitamos tres imágenes, que llamaremos Anchor(A),Positive(P)
y Negative(N). Podemos representarlo según la Figura 5.11

Definimos la imagen A como la imagen de una persona específica, por lo que queremos
que sea más cercana a las imágenes P, que son todas las imágenes de la persona de la
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Figura 5.11: Triplet Loss

imagen A. Por otro lado, queremos que se alejen todo lo posible de las imágenes N,
que son el resto de imágenes que no corresponden a esa persona. En otras palabras,
queremos que las imágenes A estén cerca de las P y lejos de las N.

2. Clasificación del modelo: Después de extraer las características y de entrenar el
modelo para que aprenda a separar una entrada en esas 4 clases que hemos mencionado
al principio, empleamos un clasificador para obtener la salida final.

Nuestro clasificador se basa en un SVM (Support Vector Machines) (Máquinas de vec-
tores de soporte (s.f.)). Es muy típico para problemas de clasificación, como es este caso.
Es un método de aprendizaje supervisado, es decir, para entrenar utilizamos muestras
etiquetadas (el dataset mencionado anteriormente). Así pues, SVM busca un hiper-
plano que separe de forma óptima una clase de otra. En el concepto de ”separación
óptima” es donde reside la característica fundamental de los SVM y es el siguiente:

Busca el hiperplano que tenga la máxima distancia con los puntos que más cerca estén
de él mismo, eliminando así la posibilidad de que existan infinitos planos posibles. Así
pues, cada lado que separe el hiperplano será una clase diferente.
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Figura 5.12: Ejemplo SVM 2D.

Según este ejemplo (Figura 5.12), vemos que el hiperplano en cuestión es una recta
(1D). Tenemos 3 diferentes:

• H1: Una aproximación a la separación del algoritmo. Sin embargo no es correcta,
ya que deberían estar todos los puntos negros en un lado de la recta y los blancos
en el otro.

• H2: El algoritmo ha entrenado lo suficiente como para separar correctamente las
clases, sin embargo, no es el hiperplano óptimo.

• H3: Esta recta que separa las dos clases de forma óptima para este ejemplo.

3. Reconocimiento de vídeo: Una vez tenemos nuestro modelo entrenado, este será
capaz de distinguir una entrada desconocida entre las clases de la base de datos.

Así pues, esta es la forma en la que funciona el detector de caras y el identificador que
utilizamos en nuestro trabajo. No obstante, seguimos trabajando con las caras, por lo que en
el siguiente apartado veremos cómo usamos otro detector diferente.

5.8.2 Estimación de la pose de la cabeza.
Otra herramienta que vamos a utilizar en este proyecto es la estimación de la orientación

de la cabeza de las personas (Head pose estimation (s.f.)). Se basa en una red neuronal que
nos indica hacia dónde está apuntando nuestra cabeza.

En primer lugar, sometemos la imagen a la detección de caras , lo que nos proporciona el
box donde se encuentra. Aunque el modelo se base también en un SSD que usa ResNet, pero
en este caso el entrenamiento se realiza mediante el framework de aprendizaje profundo Caffe
(Caffe. Deep learning framework (s.f.)). Lo que diferencia a este framework de la mayoría
es que los modelos y optimizaciones se definen como esquemas de texto y no como código,
además destaca por su velocidad y su modularidad.
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Después de haber realizado la detección de la cara y obtener el box, sobre ese recuadro se
obtienen los puntos característicos o landmarks, concretamente se obtienen 68 puntos, gracias
a un detector de TensorFlow. Esta detección de puntos característicos de la cara se obtiene
mediante una red neuronal convolucional (convolution neural network o CNN).

Este tipo de redes es una variación de un perceptrón multicapa (Figura 5.13), pero como
su aplicación se basa en matrices bidimensionales, la hace muy efectiva en tareas de visión
artificial como ésta.

Figura 5.13: Perceptrón multicapa.

El modelo de entrenamiento de esta red es el proporcionado por TensorFlow, es decir,
que ya ha sido entrenado con una base de datos y únicamente lo cargamos, así tenemos
directamente los pesos para el correcto funcionamiento de la red neuronal. Por lo que, ante
la entrada de una cara, la red nos muestra a la salida, esos 68 puntos sobre la cara que
introdujimos como entrada (Figura 5.14).
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Figura 5.14: 68 puntos característicos sobre la cara.

Esta red se compone de 6 capas ocultas:

La primera es la capa de entrada, por lo que debe tener un tamaño igual al de la imagen
(ancho, alto, número de canales de la imagen y el número de ejemplos que se propagarán por
la red (batch)). Así pues se le aplica un filtro de 3x3 con activación ReLU. Acto seguido se le
aplica una capa de pooling.

La función ReLU transforma los valores introducidos anulando los valores negativos y
dejando los positivos tal y como entran, por lo que solo se activa si son positivos. No está
acotada y se comporta bien con imágenes. Por otro lado, la capa de pooling se utiliza para
reducir el tamaño de los datos que hemos obtenido anteriormente.

La segunda, tercera y cuarta capa usan el mismo método que la primera, pero aplicando
dos veces el filtro con la función de activación. En la quinta, se aplica el filtro una vez.
Finalmente, en la capa 6 es donde obtenemos la salida a partir de una capa fully conected, lo
que significa que conectamos cada neurona de antes de la salida con todas las de la capa de
salida. De esta froma obtenemos la salida en forma de los puntos característicos mencionados
anteriormente.

Por último, se opta por un algoritmo PnP (Perspective-N-Points), igual que con los QR,
para calcular la pose de la cara en base a la rotación y traslación. Obteniendo así una salida
como la mostrada en la Figura 5.15.
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Figura 5.15: Estimación de la orientación de la cabeza.

De forma similar que en el apartado anterior, queremos que cuando se haya detectado
la cara de una persona, proyecte un cartel con información relevante sobre ella. Así pues,
una vez tenemos los cuatro puntos que forman el box de nuestra cara, utilizamos el mismo
método que con las etiquetas AprilTag y QR (encontrar rotación, traslación, homografía...).
Obteniendo así, una salida similar a la mostrada en la Figura 5.16.

Figura 5.16: Salida final.

Como vemos en la Figura 5.16, utilizamos como sistema de referencia el punto de la nariz,
si se mueve o rota, el cartel lo hará con él. Podemos ver cómo claramente, no dependemos del
recuadro creado de la cara. Eso se debe a que solo se mueve en 2 dimensiones y únicamente
varía en altura y anchura, lo que haría que el cartel cambiara de tamaño, pero no podríamos
crear la sensación de profundidad. Por eso, en vez de los puntos del recuadro, necesitamos
escoger los landmarks de la cara.

El mensaje que se nos muestra se puede establecer a priori. Está compuesto en primer
lugar por una imagen blanca que será el fondo del cartel, después le superponemos la imagen
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(ya establecida) de la persona en cuestión, el nombre (clase de la base de datos a la que
pertenece) y después, podemos añadir su cargo y cualquier dato que creamos relevante. Para
ello, hemos creado un fichero de texto, donde tendremos que escribir aquello que queramos
que se muestre, a modo de ficha técnica de cualquier trabajador. Finalmente, el robot podrá,
según esa información, asumir si esa persona puede estar en la zona y enviar un aviso o no.

De esta forma, cuando obtenemos la imagen del robot Pepper, la sometemos al procesado
para detectar códigos QR e identificar rostros. Así, en el momento en el que alguno de esos
elementos aparezca, el robot podrá interpretar esa información y enviarle las imágenes al
operador para que decida cómo actuar.

Se puede apreciar el resultado de los métodos de realidad aumentada en tiempo real en el
siguiente vídeo, a partir del segundo 25 : "https://youtu.be/AmspOaGlesE"

5.9 Entrenamiento de la teleoperación

5.9.1 Nube de puntos

Como hemos dicho varias veces a lo largo de este trabajo, el funcionamiento del sistema
depende en gran parte de cómo lo maneje el operador. Para ello se ha creado una aplicación
para que el operario pueda entrenar con el sistema, así adquirir experiencia y poder manejar
las herramientas de la mejor manera posible y se acostumbre a la resolución de las imágenes.

Esta aplicación de entrenamiento se basa en un ejercicio de unión de piezas. Estas piezas
serán objetos creados en realidad aumentada con nubes de puntos.

Figura 5.17: Entrenamiento de la teleoperación.

Como podemos observar, disponemos ahora de un menú en la parte izquierda de la imagen
captada (Figura 5.17) que por un lado nos indica qué acciones debemos realizar y por otra,
nos enseña en qué secuencia debemos realizarlas, ya que las piezas están numeradas y el
orden sí importa. El funcionamiento de esta aplicación se basa en que, de igual forma que

"https://youtu.be/AmspOaGlesE"


5.9. Entrenamiento de la teleoperación 37

anteriormente proyectábamos un cartel al detectar los AprilTags, ahora proyectamos una
nube de puntos con forma de pieza.

Disponemos en este caso de 4 etiquetas diferentes, y tenemos que agruparlas todas en el
orden y de la forma que se nos indica en el menú (Figura 5.17). Para ello, tenemos la pieza
base o pieza 0, a la cual se le han de juntar las demás. Una vez tenemos la pieza base (azul),
debemos agarrar la siguiente etiqueta (rosa) y moverla hacia las demás para formar la figura
indicada. Estas piezas hechas de nubes de puntos se unirán a la pieza base si están a una
distancia menor de un umbral, que se muestran como líneas verdes (Figura 5.18).

(a) Antes de la unión.

(b) Después de la unión.

Figura 5.18: Unión de las piezas en el entrenamiento.

Las piezas solo se pueden unir a otras por los contornos, es decir, arriba, abajo, a la izquierda
o a la derecha. Una vez colocada una pieza, esta no vuelve a aparecer de forma individual.
Una vez la pieza se une a la base, la resultante entera pasa a ser la pieza base, de forma que
las piezas restantes se han de unir a esta. Además, las tareas solo se tacharán y se marcarán
como cumplidas en el caso de que se coloquen donde se debe y su número de identificación
coincidan con el indicado.
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5.9.2 Objetos 3D

Como hemos explicado anteriormente, ahora somos capaces de introducir objetos 3D rende-
rizados en nuestras imágenes 2D. Por lo que llevaremos a un paso más la tarea de teleoperación
descrita en el apartado anterior. Para lograr una sensación más realista que con las nubes de
puntos, pasaremos a utilizar cubos sólidos, obteniendo un resultado como el mostrado en la
Figura 5.19.

Figura 5.19: Salida final de la tarea de teleoperación.

Para obtener este resultado debemos realizar varios pasos antes. En primer lugar, debemos
crear los modelos de los cubos con sus correspondientes texturas en el programa Blender.
Después, tenemos que cargarlos en el programa y unirlos al nodo correspondiente, darles una
posición, una escala y una rotación.

En cuanto al nodo al que deben pertenecer, tenemos varias opciones, pero en este caso lo
uniremos al nodo pixel2d, ya que trabajamos en coordenadas de la imagen y no del espacio
de representación de Panda3D. Respecto a la decisión anterior, la posición será definida en
píxeles, por lo que si colocamos el objeto en la posición (10,20,-30) ocurrirá lo siguiente:

Dado que estamos en un espacio 2D, la segunda coordenada (20) no sirve para nada,
simplemente se ignora. La primera coordenada hace referencia al píxel a lo largo de la anchura
de la ventana donde queremos que aparezca el objeto. Y la última (-30) es el píxel donde
queremos colocar el objeto a lo largo de la altura de la ventana. Está en negativo debido a
que el sistema de coordenadas de la ventana está definido de forma que la componente X va
a lo largo del ancho de la ventana, la componente Y es la profundidad (como estamos en el
nodo pixel2d no es relevante) y la componente Z es la altura. Dado que el origen se sitúa
en la esquina superior izquierda, la componente Z debe ser negativa para que el objeto esté
sobre la imagen. Finalmente, la posición donde colocaremos el cubo, será en las coordenadas
(x,y) del centro del AprilTag que hayamos detectado.

Por otra parte, la escala debemos establecerla de forma que el cubo cubra aproximada-
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mente todo el patrón. Para ello, calculamos la distancia entre dos esquinas del AprilTag y le
aplicamos un valor proporcional a esa distancia como la escala. Esto lo que nos permite es
que al estar más cerca del patrón, la distancia será mayor entre esquinas, lo que hará que
la escala también lo sea y nos dará la sensación de que el cubo también se acerca. La escala
tiene también tres componentes: altura, anchura y profundidad. Dado que es un cubo lo que
queremos representar, le aplicaremos la misma escala en las tres componentes.

Finalmente, ya tenemos el cubo colocado en la posición correcta y con el tamaño adecuado,
pero nos falta la rotación, ya que queremos que si el patrón se gira, el cubo gire con él. Para
que esto sea así, tenemos que aplicarle al cubo la misma rotación que hemos obtenido del
patrón, mediante la matriz de rotación (Ecuación 5.2 y 5.3). Sin embargo, para rotar el cubo
en Panda3D se hace mediante ángulos de Yaw, Pitch y Roll. Los ángulos Roll, Pitch y Yaw
representan las tres rotaciones sobre los ejes X, Y y Z, respectivamente. Los ángulos de Euler
son una representación similar, cambiando los ejes sobre los que se realizan las rotaciones y
el orden en que se tienen en cuenta.

Figura 5.20: Representación Roll, Pitch y Yaw
.

La conversión entre la matriz de rotación y los ángulos RPY se realiza mediante las si-
guientes fórmulas:

Y aw = atan(r10/r00) (5.4)

Pitch = atan(−r20/
√
r221 + r221) (5.5)

Roll = atan(r21/r22) (5.6)

De esta forma, ya podemos mostrar el cubo en su posición, con su tamaño y orientado de
la misma forma que el patrón. El proceso del ejercicio es el mismo que con la nube de puntos,
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es decir, en cuanto un cubo está lo suficientemente cerca de la posición donde debe colocarse,
se unen y obtenemos la figura final (Figura 5.19).

5.9.3 Tarea final
Debido a que ahora somos capaces de introducir cualquier modelo 3D en nuestro programa,

la tarea va a consistir en el montaje de dicho objeto.
En primer lugar, debemos seleccionar el modelo que queramos cargar, que, en este caso

será una espada láser de la saga Star Wars. Por lo que la cargaremos en el programa Blender
y la separaremos en 4 partes:

(a) Espada entera

(b) Espada separada en partes

Figura 5.21: Modelos cargados en Blender

Una vez están separados los cargamos de igual forma que con los cubos de colores, cada
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AprilTag tiene asignado una parte de la espada, y habrá que unirlas para obtener la forma
final. Para ello, se necesitará también un menú de instrucciones para que el operario sepa en
cada momento qué tiene que hacer y de qué forma. Pero claro, este menú puede molestar
al usuario, impidiéndole ver lo que hay en la escena, por lo que, el mismo operario podrá
mostrar y ocultar este menú de instrucciones que aparece a un lado de la pantalla, pulsando
la tecla ”Q”.

Figura 5.22: Menú de tareas.

En este caso, la tarea consiste en juntar 4 piezas, pero en caso de que fueran más, y el
ejercicio llevara mucho tiempo, el operario podría olvidar qué partes ya ha unido y cuáles le
quedan por unir, por lo que, una vez completada cada oden, se tacha, indicando que se ha
completado y puede realizar la siguiente. Además, se muestra el objeto en cuestión a montar,
rotando sobre sí mismo para que el operario tenga una vista completa sobre cómo debería
quedar finalmente el objeto.

En este apartado, vemos cómo se ha llevado un paso más allá lo que en principio era una
tarea de unir nubes de puntos. Esta parte del proyecto está enfocada a la tarea de teleope-
ración que deberá hacer el robot que estemos controlando. Sin embargo, las posibilidades
que ofrece esto, se puede exportar perfectamente a cualquier ámbito, para que las personas
aprendan el montaje de un motor, o de cualquier elemento del que se disponga un modelo
3D.
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6.1 Pruebas de la detección de gestos.
En esta sección vamos a realizar pruebas con el dispositivo Leap Motion con tal de com-

probar sus límites y los casos en el que conseguimos el mejor rendimiento.
Para ello, mostramos un interfaz diferente, uno que nos muestra todos los datos respecto

a las órdenes que enviamos. Por lo que el aspecto es el mostrado en la Figura 6.1.

Figura 6.1: Interfaz de pruebas

Como podemos ver en la Figura 6.1, en la esquina superior izquierda nos muestra qué
articulaciones vamos a mover y en la parte derecha, en qué dirección, velocidad o nivel de
apertura de mano, dependiendo de lo que estemos moviendo. Además, como mencionamos
anteriormente (Sección 4) los puntos representan la posición de las manos izquierda (verde)
y derecha (azul).

Una vez explicado esto, damos paso a las diferentes pruebas.

6.1.1 Tamaño del punto que representa la mano.

Como acabamos de decir, estos puntos son indicadores de la posición real de nuestra mano,
respecto al dispositivo Leap Motion. El tamaño de estos es un parámetro que podemos variar
como queramos. Sin embargo, no debe ser muy pequeño, ya que dificultaría al operario ver
dónde tiene colocadas las manos, lo que representaría un fallo en la retroalimentación del

43
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sistema y desencadenaría en un error en el robot, cosa que no queremos. Por otro lado, si
aumentamos mucho el tamaño del círculo, nos meteríamos en las otras zonas de la malla y
daría lugar a confusión para el operario.

Hay que añadir que, aunque el borde del círculo o parte de él, atraviese una línea y entre
en una franja diferente, no cambiará de acción siempre y cuando el centro de ese círculo no
lo haga. De la misma forma, si colocamos el centro del círculo sobre estas líneas divisorias,
la acción irá cambiando constantemente debido al propio temblor de las manos del usuario.
Por lo que, si no se desea estar cambiando de acción, se mantenga en el recuadro pertinente,
alejado de las separaciones.

6.1.2 Frecuencia de envío.
La actualización de la interfaz respecto a lo que recibe el sensor se ha establecido en

un tiempo de 0.5 segundos. Este tiempo permite al Pepper realizar la acción que le hemos
mandado y además, elimina en gran cantidad el ruido en la posición de nuestras manos, es
decir, si redujéramos el tiempo de envío, el punto variaría todo el rato de posición debido
al propio temblor de la mano. Por otro lado, si aumentamos el tiempo de envío de órdenes,
cuando queramos reaccionar ante un hecho inesperado, al robot le llegaría demasiado tarde
y podría ocasionar una colisión o algún error fatal.

De la misma forma que medimos cada cuánto tiempo enviamos las órdenes, hay que tener
en cuenta cuántas le enviamos, ya que el propio robot puede sobrecargarse y tardar más de
lo previsto en finalizar las acciones. Es decir, que si de una sola vez le decimos que avance,
mientras mueve los brazos, gira las muñecas, abre las manos y mueve la cabeza, se quedará
un tiempo realizando esos movimientos y no nos permitirá enviar más hasta que acabe, lo
que daría lugar a las mismas situaciones indeseadas que hemos mencionado anteriormente.

6.2 Pruebas en la teleoperación del Pepper.
En las pruebas de teleoperación con el robot real se han encontrado una serie de inconve-

nientes, relacionados con los aspectos mencionados en el apartado anterior.
En primer lugar, el robot no puede procesar muchas órdenes a la vez, por lo que el má-

ximo permitido para el correcto funcionamiento es de 3 articulaciones por brazo, es decir,
controlamos el hombro, el codo y la apertura de las manos. Si incluyéramos el giro de mu-
ñecas, sucedería lo que comentamos: el Pepper se quedaría pensando y tardaría demasiado.
Como para el resto de acciones (Avanzar o cabeza) controlamos menos de 3, no hay ningún
problema. Además, el Pepper tiene integrado un sistema de anticolisión, que no nos permite
acercarnos de frente a un objeto a menos de una distancia alrededor de 1 metro, aunque le
ordenemos que lo haga.

No obstante, cabe mencionar que el funcionamiento con estos parámetros (frecuencia de
envío y número de órdenes) es muy fluido y muy intuitivo.

6.3 Experimentación en la detección de códigos QR.
Como hemos explicado anteriormente, el robot será capaz de detectar códigos QR y pro-

yectar un cartel, mostrándonos información relevante sobre, o bien el objeto que lleve esa
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marca, o la zona donde esté colocado.

6.3.1 Open CV vs. Pyzbar
A la hora de reconocer los códigos QR teníamos dos opciones, utilizar la librería Open CV

o apoyarnos en las funciones de Pyzbar.
En primer lugar, hablaremos de las ventajas y desventajas de utilizar Pyzbar.
Esta librería es fácil de utilizar, únicamente tienes que llamar a la función que, recibiendo

la imagen, te dice cuántos códigos hay en la imagen y la posición de sus 4 esquinas. Después
utilizamos esos puntos para proyectar el cartel, como ya se explicó en la sección anterior.

No obstante, esta librería tenía un defecto. Al devolvernos el vector con las posiciones de
las esquinas, no siempre seguía el mismo orden, es decir, el punto que utilizábamos como
origen del sistema de referencia podía estar en cualquier posición del vector. Esto daba lugar
a resultados como los mostrados en la Figuras 6.2a, 6.2b, 6.2c y 6.2d.

(a) Posición 1. (b) Salida de la posición 1.

(c) Posición 2. (d) Salida de la posición 2.

Figura 6.2: Dependencia de la posición del código QR en la salida.

Como podemos apreciar, según la disposición del QR (Figuras 6.2a y 6.2c), el cartel saldrá
en una posición (Figura 6.2b) o en otra (Figura 6.2d), respectivamente. Esto era un resultado
inaceptable, ya que mientras el robot se movía, el cartel cambiaba todo el rato de posición y
resultaba muy molesto para la vista.
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Para solucionar este error, se optó por reordenar ese vector que contenía los puntos de las
esquinas del código QR de forma que, el resultado fuera siempre como el de la salida de la
posición 2 (Figura 6.2d), es decir, que siempre salga con esa orientación. Así pues, no importa
el orden del vector de entrada, ya que la salida siempre tendría el mismo orden: Primero el
punto de origen del sistema de referencia, segundo, el punto sobre el cual se proyecta el eje
X (rojo), después el punto donde proyectamos el eje Y (verde).

Los hechos que tenemos en cuenta para reordenar los puntos son los siguientes:

• El punto donde queremos colocar el origen es el que está más cerca de la esquina inferior
izquierda de la imagen.

• El punto sobre el cual queremos proyectar el eje X es el que está más cerca de la esquina
inferior derecha de la imagen.

• El punto sobre el cual queremos proyectar el eje Y es el que está más cerca del origen
de la imagen, es decir, la esquina superior izquierda.

• El cuarto punto será el restante.

Así pues, mediante la fórmula de la distancia euclídea entre dos puntos (Ecuación 6.1),
podemos saber qué puntos del vector están más cerca de cada esquina de la imagen y saber
así, diferenciarlos.

d =
√
(Xp2 − Xp1)2 + (Yp2 − Yp1)2 (6.1)

Ahora vamos a probar este método con el ejemplo donde no obteníamos la salida que
queríamos (Figura 6.2a).

Figura 6.3: Relación entre los bordes de la imagen y las esquinas del QR a menor distancia.

Viendo esta imagen (Figura 6.3) sabemos diferenciar cada punto de interés y podemos
ordenarlo con facilidad para que la salida sea la siguiente:
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(a) Nueva posición del origen. (b) Salida final corregida.

Figura 6.4: Correción de la salida del cartel.

Como podemos comprobar, este método de reordenación del vector de puntos, de las es-
quinas del código QR, nos permite colocar todos los carteles en la misma orientación para
que no varíe según la inclinación que tenga cuando lo detectemos, ya que estar viendo cómo
cambia el cartel todo el rato sería muy molesto para el operario.

La segunda forma que teníamos de llevar a cabo la detección de los códigos QR era mediante
la propia librería de Open CV. Sin embargo, era mucho menos precisa que Pyzbar. La única
ventaja era que, a diferencia de la otra librería, siempre respetaba el orden de las esquinas.
Pero una gran desventaja, a aparte de la imprecisión, era que en ocasiones ponía el cartel en
lugares donde no debería, es decir, que fallaba por sí sola.

En conclusión, finalmente, optamos por utilizar la librería Pyzbar

6.4 Pruebas en la identificación de rostros

En esta sección vamos a hablar de las pruebas realizadas en cuanto a la parte de identifi-
cación de caras. Con el fin de encontrar los límites de este apartado y saber cuándo funciona
mejor y por qué. Para ello se han preparado una serie de vídeos para que, frame a frame, nos
indique quién está en la imagen. Los vídeos tienen las siguientes características:

• Con gafas: Probaremos un vídeo en el que sale una persona con unas gafas de vista
para comprobar cómo afecta un accesorio que tapa parte de la cara.

• Con gorra: De forma similar a las gafas, solo que este accesorio no tapa directamente
la cara, si no la parte superior de la cabeza.

• Con Oclusiones: En este vídeo iremos desplazando la mano sobre nuestra cara para ir
ocultando secciones de ésta. Así comprobamos cuánto necesita ver para tomarlo como
cara.

• Normal: Por último, un vídeo normal en la que movemos la cara y la rotamos para
ver como afecta el ángulo con el que capta el rostro. Probaremos con vídeos de las 4
clases.
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6.4.1 Accesorios

Obviamente, la apariencia de la persona a detectar es lo que más influye, por lo que si esa
persona obstruye la captación de sus ojos con unas gafas oscuras, o si lleva algún tipo de
gorra, hará fallar nuestro sistema, a no ser que se incluyan muchas fotos en el dataset de las
personas con esos accesorios.

Figura 6.5: Fallos en la detección si se usa gorra

Como era de esperar, al no utilizar ninguna imagen de gente con gorras en el dataset, la red
falla al identificar una persona que la lleve. Pese a que en algún momento acierta, la mayoría
de resultados son fallidos.

Figura 6.6: Acierto si se usan gafas transparentes

Sin embargo, aquí vemos como sí realiza buenas identificaciones. Esto se debe a que la zona
cubierta por las gafas no es crítica porque se siguen viendo los ojos, al contrario que con la
gorra, que tapa por completo el pelo.

6.4.2 Oclusiones

Debido a que nuestro programa depende de cómo vea a las personas, debemos plantearnos
cuando considera la red que hay una oclusión y no detecta el rostro.

Bien, para ello hemos probado la red neuronal con un vídeo en el que una persona, en este
caso, yo, obstruye la vista de la cámara hacia el rostro, moviendo las manos sobre la cara.
Estos son los resultados obtenidos (Tabla 6.1).



6.4. Pruebas en la identificación de rostros 49

Dani Ángela Álvaro Desconocido
Dani 256 6 46 60

Tabla 6.1: Resultados con el conjunto de datos ampliado del vídeo de un desconocido.

Vemos cómo aumenta considerablemente el porcentaje de fallo, aunque, sigue teniendo la
mayoría de acierto con un 69,57% de acierto.

Figura 6.7: Ejemplo de fallo en la detección con oclusión.

En la Figura 6.7 vemos un ejemplo de cuándo fallaría nuestra red ante una oclusión de la
cara casi por completo.

Influencia del dataset.

Obviamente, para que esta parte del sistema funcione necesitamos un buen dataset, ya que
de él depende la red neuronal que clasifica en una clase u otra, es decir, que nos reconozca
como una persona o como otra. De esta forma, se han preparado diversas bases de datos con
las fotos disponibles de cada persona. Un buen conjunto de datos debe estar balanceado, es
decir, debe tener las mismas muestras en cada clase. Ya que si en una clase tenemos muchas
más imágenes que en otra, la red será propensa a decir que la entrada pertenece a esa clase, ya
que es de la que posee más información. La salida que obtenemos es un vector que representa
la probabilidad de pertenecer a cada clase, por lo que la que más probabilidad tenga, será la
salida final y la que se nos mostrará.

Así pues, probaremos los diferentes datasets en las siguientes situaciones.
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(a) Imagen de la clase Dani
(b) Imagen de la clase Ángela

(c) Imagen de la clase Álvaro
(d) Imagen de la clase unknown (desconocido)

Figura 6.8: Imágenes pertenecientes al dataset

6.4.3 Diferentes bases de datos.
Para comprobar la influencia del dataset en el algoritmo, aunque ya adelantamos que es

mucha, se han preparado varios para ver las salidas que proporciona. Para comprobar su
eficacia, las entradas serán vídeos de las personas pertenecientes a cada clase, por lo que, que
debería etiquetar cada frame como la persona que es.

A continuación mostramos las imágenes que utilizamos para generar el dataset:

Dataset normal.

Este conjunto de datos está compuesto por 10 fotos de cada clase (Ángela, Álvaro, Daniel
y Desconocido).

• Vídeo Daniel: Ante un vídeo en el que únicamente salen imágenes de la clase ”Dani”,
obtenemos estos resultados:

Podemos observar que hemos obtenido un 52,99% de acierto, lo que se traduce en que
aproximadamente, la mitad de las veces nos detecta bien. Sin embargo, es mucho error.
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Dani Ángela Álvaro Desconocido
Dani 213 24 140 25

Tabla 6.2: Resultados de la entrada del vídeo de la clase ”Dani”.

Según la Tabla 6.2 vemos cómo la mayoría de las veces que se confunde, es con la
clase ”Álvaro”. Esto se debe a que estas dos clases son las más parecidas entre sí (color
de pelo, ojos, etc...). También cabe destacar que el dataset se compone únicamente
por 10 fotos, lo que nos hace reflexionar en los resultados que podríamos obtener con
100 o 1000. Por desgracia, no podemos obtener esa cantidad de imágenes para nuestro
conjunto de datos.

Además, mirando los vectores de probabilidades que obtenemos en cada detección, tanto
errónea como acertada, se observa como la amplia mayoría de veces, la segunda clase
con más porcentaje es la de ”unknown” (Desconocido). Esto se debe a que en esa clase
se recogen fotos de diferentes personas, con características diferentes. Lo que se traduce
en que si no se parece lo suficiente a una persona en concreto (Ángela,Álvaro o Dani),
tiende a clasificarlo ahí.

• Vídeo Ángela: En esta prueba hemos obtenido unos resultados poco satisfactorios
(Tabla 6.3).

Dani Ángela Álvaro Desconocido
Ángela 4 113 506 408

Tabla 6.3: Resultados de la entrada del vídeo de la clase ”Ángela”.

Como podemos ver, no consigue clasificar del todo bien. Esto tiene una explicación, y
es que, en nuestro conjunto de datos hay menos fotos de mujeres que de hombres. Ya
que sumando las de la clase de ”Álvaro”,”Dani” y las que hayan en los desconocidos,
hay muchas más que de ”Ángela”. Por lo que tiende a etiquetarla como ”Álvaro” o como
”unknown”.

• Vídeo Álvaro: Tras realizar esta prueba, vemos, otra vez, en los resultados (Tabla
6.4) cómo tiende a clasificar en la clase de desconocidos.

Dani Ángela Álvaro Desconocido
Álvaro 35 0 295 384

Tabla 6.4: Resultados de la entrada del vídeo de la clase ”Álvaro”.

Además de eso, los resultados del vector de probabilidad mantiene como segunda opción
o desconocido o Dani. Aún así, el porcentaje de éxito de esta prueba ha sido del 41,32%.
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Lo bueno que podemos sacar de esta prueba es que ha conseguido diferenciar la entrada
totalmente de la clase ”Ángela”.

• Vídeo Desconocido: Aquí probamos la red con un vídeo de una persona de la cual
no tenemos fotos en nuestro conjunto de datos, por lo que, idealmente, debería dar el
100% de los casos como desconocido. Lamentablemente, no es así.

Dani Ángela Álvaro Desconocido
Desconocido 99 140 34 147

Tabla 6.5: Resultados de la entrada del vídeo de la clase ”unknown”.

En este caso hemos obtenido un porcentaje de acierto del 35%. Los resultados son muy
equitativos entre la clase ”Ángela” y la que realmente debería ser. Eso se debe a que,
tanto en las fotos que tenemos de Ángela en el dataset, como el vídeo, ambos tienen
mucha iluminación, por lo que la red interpreta eso como una característica de su cara.
Como hemos visto, el entorno puede influenciar mucho en la adquisición de datos, ya
que todos los aspectos de iluminación u oscuridad presentes en la imagen, se interpreta-
rán como características propias y nos jugarán malas pasadas en las detecciones. Para
solventar este hecho, se deberían incluir imágenes con estas características en nuestro
conjunto de datos.

Aumentar el Dataset de forma no equitativa

Para este caso hemos añadido más imágenes en nuestro dataset. Sin embargo, para suplir
la falta de imágenes del conjunto de datos de mujeres, hemos aumentado bastante más las
imágenes tanto de la clase ”Ángela” como de la de desconocidos. A continuación mostramos
los resultados:

• Vídeo Daniel:

Dani Ángela Álvaro Desconocido
Dani 318 29 10 45

Tabla 6.6: Resultados de la entrada del vídeo de la clase ”Dani” con el dataset con mayor fotos de
Ángela.

Vemos la clara evolución de nuestro clasificador en base a nuestra red neuronal. Como
la siguiente clase con más muestras es la de desconocidos, se mantiene como la mayor
de nuestras detecciones erróneas.

• Vídeo Ángela: Repetimos el mismo proceso que antes y obtenemos los siguientes
resultados:
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Dani Ángela Álvaro Desconocido
Ángela 16 739 6 150

Tabla 6.7: Resultados de la entrada del vídeo de la clase ”Ángela” con el dataset con mayor fotos de
Ángela.

Aquí sucede igual que en el caso anterior, la clase de desconocidos siempre es la que
más errores nos hace sumar.

• Vídeo Álvaro:

Dani Ángela Álvaro Desconocido
Álvaro 0 3 336 37

Tabla 6.8: Resultados de la entrada del vídeo de la clase ”Álvaro” con el dataset con mayor fotos de
Ángela.

De esta tabla de resultados (Tabla 6.8) sacamos las mismas conclusiones que en los
apartados anteriores. Hay una gran mejoría en la detección y la red etiqueta de manera
equivocada más veces hacia la clase ”unknown”.

• Vídeo Desconocido:

Dani Ángela Álvaro Desconocido
Desconocido 165 41 0 214

Tabla 6.9: Resultados de la entrada del vídeo de la clase ”unknown” con el dataset con mayor fotos
de Ángela.

En este caso vemos cómo el error crece respecto a las pruebas con el resto de vídeos.
Sin embargo, hemos mejorado el porcentaje de precisión en comparación a las pruebas
con el anterior dataset, por lo que solo es cuestión de afinar más.

Aumentar el Dataset equitativo

Para comprobar hasta donde podemos llegar, hemos aumentado más aún nuestro conjunto
de datos. Para ello, la persona perteneciente a cada clase se ha grabado un vídeo cambiando
la postura de la cabeza. Después guardamos cada frame de ese vídeo. De esta forma, nuestro
conjunto de datos es ahora de: Álvaro 638 fotos, Ángela 630 y Dani 417. Para los desconocidos,
como no podemos meter imágenes de la misma persona, se han buscado aparte y de esta clase
tenemos 626 fotos.

Dando paso a los resultados, notamos la diferencia rápidamente.

• Vídeo Daniel:
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Dani Ángela Álvaro Desconocido
Dani 396 0 2 4

Tabla 6.10: Resultados con el conjunto de datos ampliado del vídeo de Daniel.

Como era de esperar, la mayoría de detecciones son de la clase a la que pertenece el
vídeo (98,51%). Vemos cómo ha disminuido el número de detecciones de las demás
clases.

• Vídeo Ángela:

Dani Ángela Álvaro Desconocido
Ángela 24 967 0 40

Tabla 6.11: Resultados con el conjunto de datos ampliado del vídeo de Ángela.

En este caso sucede exactamente lo mismo, reducimos los casos erróneos y aumentamos
la precisión a un 93,78%.

• Vídeo Álvaro:

Dani Ángela Álvaro Desconocido
Álvaro 2 14 357 3

Tabla 6.12: Resultados con el conjunto de datos ampliado del vídeo de Álvaro.

Este caso tampoco es ninguna sorpresa en comparación a los otros ejemplos, subimos
el porcentaje de acierto a 94,95%.

• Vídeo Desconocido:
Para este caso, hemos escogido otro vídeo de una persona que no figura en nuestro
dataset y lo hemos probado, al igual que con el resto.

Dani Ángela Álvaro Desconocido
Desconocido 9 84 5 299

Tabla 6.13: Resultados con el conjunto de datos ampliado del vídeo de un desconocido.

Viendo estos resultados, comprobamos que la red es más eficaz diferenciando a las
personas de las cuales tenemos imágenes en nuestro conjunto de datos. Lo que sería
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muy útil para comprobar quién entra en qué zonas y si tiene permiso o no.

Como era de esperar, hemos obtenido mejores resultados ampliando nuestro conjunto de
datos. Sin embargo, en casos donde hay mucha iluminación, los resultados no son buenos,
por lo que hay que preparar el dataset para ello. Eso se puede hacer de diversas formas. Una
de ellas es ampliar el conjunto de datos con fotos de todas las circunstancias posibles, lo que
sería un trabajo tedioso y muy pesado. Otra opción es crear el conjunto de datos acorde a la
iluminación del lugar donde se vaya a instalar este sistema.

6.5 Experimentación con la estimación de la pose de la cabeza.
La parte final del sistema, que complementa a la identificación, es la proyección de esa

información sobre la pantalla para que el operador pueda verla.
Obviamente, para que esto suceda, debe haberse detectado la cara de una persona. Pero

aquí tenemos 2 opciones: Podemos usar el detector de caras del programa de estimación de
la pose de la cabeza o podemos aprovechar la detección de la parte de identificación.

Tras varias pruebas, se ve cómo el detector de la estimación de la pose es menos preciso
que el otro, ya que en diversas situaciones, no detecta, mientras que el otro sí. Por lo que
en el programa de la estimación de la pose, eliminamos la parte de detección del rostro
y le introducimos como parámetro directamente el boxing de la cara, por lo que es sobre
esa zona donde se aplicará el extractor de características y se realizará todo el proceso que
mencionamos en la Sección 4.

6.6 Filtros en los algoritmos
Como hemos podido comprobar, el sistema funciona, sin embargo, podemos aumentar su

rendimiento con una serie de filtros. De manera que las situaciones en las que los algoritmos
dejan de funcionar sean reducidas al máximo.

6.6.1 Filtro en la identificación de rostros
En las diferentes pruebas sobre la identificación de las personas, habíamos visto cómo en

ocasiones falla y nos dice que la persona que está delante es quien en realidad no es. Eso se
traduce en un cambio en el cartel proyectado, lo que resulta molesto al operador.

Para ello hemos creado un filtro para hacer que se tengan en cuanta los resultados anterio-
res, es decir, si varias salidas previas corresponden a la clase A, y la siguiente salida va a ser
de la clase B, hacemos que tenga en cuenta esas salidas anteriores y pondere de forma que la
salida final, en vez de ser B sea A.

La forma en la que obteníamos la salida sin el filtro era mediante la propia red, que nos
devolvía un vector con una probabilidad de 0 a 1 de pertenencia a una clase y cogíamos el
mayor.

Al aplicar el filtro, la salida se obtiene de la siguiente manera:

• Guardamos las salidas anteriores: Creamos un vector donde guardamos las últimas
N salidas. Donde X es el vector de probabilidad de pertenencia a cada clase (”Ángela”,



56 Experimentación

”Dani”, ”Álvaro” y ”unknown”).

Xi = [prob0, prob1, prob2, prob3] (6.2)

Anteriores = [X0, X1, ..., Xi, ..., XN−1] (6.3)

A partir del momento en el que completamos el vector, según llegan nuevas salidas,
eliminamos la menos reciente e insertamos ésta.

• Obtener salidas ponderadas: Para ello creamos otro vector, que será igual que el
que acumula salidas anteriores (Ecuación 6.3), pero le aplicamos un peso acorde con lo
reciente que es esa salida. De esta forma, las más recientes valdrán más que las antiguas,
pero las antiguas no se desechan sin más.
Dada una salida Xi, su nuevo valor pasará a ser Xi ∗ 10i. Por lo que nos queda el
siguiente vector:

Ponderadas = [X0 ∗ 100, X1 ∗ 101, ..., Xi ∗ 10i, ..., XN−1 ∗ 10N−1] (6.4)

• Resultado final: Nuestra salida final debe ser un único vector, por lo que tenemos
que hacer que esas N salidas, se conviertan en una.
Para ello multiplicamos todas las posiciones del vector de salidas ponderadas (Ecuación
6.4) entre sí como un productorio, de la siguiente manera:

Resultado =

N−1∏
i=0

Ponderadas[i] (6.5)

Gracias a la librería de Python, operator, la multiplicación de dos vectores se realiza
de forma que obtenemos como resultado un vector, cuya posición i-ésima es igual al
producto de las posiciones i-ésimas de esos dos vectores.
Esto nos proporcionará un único vector final de 4 posiciones, que corresponde a la proba-
bilidad de pertenencia a cada clase, pero influenciado por los pesos según la antigüedad
de la detección.

Este filtro nos permite cambiar el funcionamiento del sistema en función de un parámetro.
Ese parámetro es N , el tamaño del vector donde guardamos los resultados anteriores. Ya que,
cuanto más pequeño sea ese parámetro, tendremos menos muestras anteriores, por lo que las
tendrá menos en cuenta. Sin embargo, si hacemos ese vector demasiado grande, aparte de
que requiere un computo mayor, tendría más en cuenta los valores anteriores que el actual.
Para establecer su valor debemos hacer diferentes pruebas.

Así pues, la tabla de resultados obtenidos (Tabla 6.14) la diferenciamos en varias partes:
La primera columna indica de quién es el vídeo con el que se ha probado, la segunda, muestra
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el número de fallos que comete nuestra red sin aplicar el filtro, en la siguiente indicamos el
valor del parámetro que establece el tamaño del vector de muestras antiguas. En la siguiente,
mostramos el número de veces que el filtro ha corregido una salida errónea y la ha convertido
en un acierto, la siguiente es lo contrario, las veces que iba a acertar, pero el filtro ha influido
mal y lo ha convertido en un fallo. Finalmente, la última columna, muestra cuántas veces la
red antes y después del filtro mostraba salidas equivocadas. A continuación mostramos los
resultados:

Vídeos Fallos sin filtro N Resultados
Filtradas a bien Filtradas a mal Mal igualmente

Unknown 68

5 26 13 42
15 42 15 26
20 53 14 15
50 6 275 62

Ángela 128

5 21 13 107
15 44 20 84
20 44 27 84
50 0 129 128

Álvaro 44

5 13 8 31
15 23 10 21
20 24 10 20
50 44 0 0

Dani 79

5 16 8 63
15 39 14 40
20 39 15 40
50 0 189 79

Tabla 6.14: Resultados del filtro.

Partiendo de estos resultados podemos sacar diferentes conclusiones sobre cómo afecta el
filtro al sistema.

En primer lugar cabe destacar que ajustando bien N se pueden obtener muy buenos
resultados. Como podemos ver, si establecemos el tamaño a 5, corrige muchas veces la salida.
Sin embargo, es demasiado corto, por lo que los mejores resultados suelen estar cuando N
está entorno a 15 o 25. Esto depende mucho de cómo sea el vídeo de entrada, ya que, por
ejemplo, para el vídeo de Álvaro con N = 50, obtenemos el resultado perfecto, ya que
corrige todas las salidas que eran erróneas, mientras que los demás vídeos, con ese valor de
N , empeora en gran cantidad los resultados del algoritmo.

En conclusión, el filtro de identificación que tiene en cuenta salidas anteriores, mejora
nuestro sistema, aunque es necesario ajustar el número de muestras pasadas que queremos
tener en cuenta. También sería posible cambiar el método de ponderación (Ecuación 6.4 y
6.5) por cualquier otro para hacer que pesen más las muestras más viejas por ejemplo.
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6.6.2 Filtro en la proyección de la información.
Como hemos visto anteriormente (Figura 6.7), nuestra red es bastante robusta a las oclu-

siones, sin embargo, hay posiciones límite a partir de las cuales no podemos detectar la cara
de una persona. La cuestión es que si estamos viendo a una persona, oscilando entre una
posición en la que detectamos y otra en la que no, debido a que esté girado, pase alguien
por delante o cualquier obstrucción momentánea entre la cara de la persona y el robot, la
proyección de la información aparecerá y desaparecerá según vea o no la cara de la persona
en cuestión. Eso puede resultar muy molesto para el operador.

Para ello hemos creado y aplicado otro filtro que lo que hace es mantener, ante una obs-
trucción momentánea, el cartel con la información de la persona. Ahora bien, en los frames
en los que no hayamos podido detectar, debido a esa oclusión, el cartel irá haciéndose más
transparente gradualmente hasta el punto de desaparecer si vemos que han pasado muchos
frames sin que haya otra detección, lo que supondría que la persona se ha ido a otro lado, nos
ha dado la espalda completamente o cualquier otra situación similar. De igual forma que en el
filtro anterior, aquí tenemos varios parámetros a ajustar con el fin de mejorar el rendimiento
del sistema.

El funcionamiento de este filtro es similar al del anterior, pero en este caso, guardamos en un
vector detecciones anteriores, no qué ha detectado, sino si ha detectado o no. Si ha detectado,
guardaremos un ’1’, si no ha detectado ninguna cara, guardamos un ’0’. De esta forma,
tendremos un vector de tamaño N . De igual forma que con el filtro explicado previamente,
una vez se llena el vector, el dato más antiguo se eliminará y la nueva detección se guardará.
Así pues, cada vez que no se detecte una cara, se comprueba ese vector, y si la suma
de los elementos, llamémosla Y supera un umbral (µ) quiere decir que hay muchos ’1’, por
lo que, estamos en alguna de las situaciones que mencionábamos anteriormente, estamos
detectando a alguien de manera intermitente. De manera que, en este caso, haremos que el
cartel se haga transparente en proporción al valor de la suma. Teniendo en cuenta que:

µ ≤ Y ≤ N (6.6)

Si Y = N el cartel será opaco totalmente, es decir, no habrá cambio, ya que eso quiere
decir que todas las anteriores muestras ha sido posible detectar la cara de la persona en
cuestión. Por otro lado, si Y = µ, nos indica que hace mucho que no hemos detectado a
alguien y el cartel será totalmente transparente. De esta forma, los valores intermedios harán
que sea más o menos transparente.

El valor de opacidad en una imagen lo medimos de 0 (transparente) a 1 (totalmente visible),
por lo que establecemos el valor de la opacidad de la siguiente forma:

O =
Y − µ

N − µ
(6.7)

De esta forma, teniendo en cuanta los valores que puede tener Y (Ecuación 6.6), la opacidad
variará entre 0 y 1.

A continuación, de igual forma que en el anterior filtro, vamos a explicar cómo afecta cada
uno de los parámetros en el funcionamiento del sistema.

• Tamaño del vector de detecciones anteriores (N): Como bien hemos dicho
anteriormente, guardamos en un vector con un ’1’ si en el frame conseguimos detectar
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la cara de una persona, y con un ’0’ si no lo hacemos. De esta manera, nos queda un
vector de tamaño N repleto de unos y ceros. Después sumamos el valor que haya en
cada posición, por lo que, cuanto mayor sea el tamaño de este vector, tendremos en
cuanta resultados más antiguos. Es decir, si N = 5, únicamente tendremos en cuenta
el resultado de los últimos 5 frames.
Esto nos incluye los mismos problemas que con el otro filtro, ya que, si el tamaño es
demasiado grande, aparte del coste computacional, tendríamos demasiado en cuenta
resultados muy antiguos y el sistema no se estaría centrando en qué está sucediendo en
el momento actual.

• Umbral de la suma (µ): Como bien hemos dicho, sumamos los valores de cada
posición del vector, que será, o bien un 1 si en ese frame detectó una cara, o bien un 0
si no lo hizo. Por lo que el valor de la suma será más grande cuantas más detecciones
haya hecho. Sin embargo, si no ha realizado muchas detecciones, ese valor decae, lo que
nos lleva a definir un umbral (µ), para el cual, si la suma es mayor, iremos haciendo
el cartel más transparente. Si el sistema sigue sin hacer una detección, ese valor de
la suma irá disminuyendo hasta que sea menor que el umbral, y eso hará que que
el cartel desaparezca por completo. No obstante, en ese periodo en el que no estamos
detectando, pero la suma sigue siendo mayor que µ (debido a detecciones anteriores), no
solo hacemos más transparente el cartel, sino que además lo mantenemos en la posición
de la última detección realizada.
Todo esto aporta comodidad visual para el usuario que esté viendo estas imágenes, ya
que con este filtro estamos evitando que el cartel de información aparezca y desaparezca
intermitentemente.
En la Figura 6.9 mostramos el efecto de este filtro.

Esta serie de imágenes nos muestra el ciclo completo del sistema de detección. En primer
lugar (Figura 6.9a) detectamos con normalidad a la persona en cuestión, acto seguido,
dejamos de detectarla (Figura 6.9b). En este caso es debido a que se lleva las manos
a la cara, pero podría ser por cualquier otro motivo. Esto deriva en la desaparición
del cartel de forma progresiva manteniéndolo en su última posición (mientras que no
detecta nada otra vez) hasta llegar a su desaparición total (Figura 6.9c). Finalmente,
una vez vuelve a detectar a la persona (Figura 6.9d) el cartel recupera toda su opacidad
y se posiciona correctamente.
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(a) Detección normal. (b) Sin detección reciente.

(c) Demasiado tiempo sin detecar. (d) Otra detección.

Figura 6.9: Ciclo de detecciones con oclusión.



7 Conclusiones
Finalmente, como conclusión, podemos decir que hemos logrado los objetivos propuestos,

ya que hemos logrado implantar un sistema de teleoperación sobre el robot Pepper mediante
el Leap Motion, y que además, utiliza técnicas de AR para que la tarea y la interpretación
de los datos se realicen de manera más sencilla. Además, se han llevado a cabo diferentes
pruebas para comprobar cuándo se obtiene mejor respuesta por parte del sistema.

En cuanto a las motivaciones para realizar este proyecto, gracias a él, se han podido desa-
rrollar conocimientos y habilidades de las cuales, antes no se tenían. Gracias a que todos los
programas se han realizado en el lenguaje Python, hemos podido conseguir lo que mencioná-
bamos, ya que antes de realizar este proyecto, el nivel que se tenía en este lenguaje era muy
bajo. En cuanto a ROS, se profundizó en su empleo para comunicar el maestro con el esclavo
de la teleoperación. Finalmente, los aspectos que más fuerza han cobrado en este proyecto
han sido tanto las redes neuronales en la identificación de rostros y la orientación de la cara,
como el uso de la realidad aumentada.

Por lo que, finalmente, podemos decir que el propósito del proyecto, que reúne los objetivos
propuestos y las motivaciones del trabajo, se ha llevado a cabo con éxito.
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8 Trabajos futuros
Por último, vamos a exponer una serie de trabajos que se podrían llevar a cabo en un futuro

a modo de ampliación. Como ya se ha mencionado, debido al confinamiento, se han tenido
que realizar varios cambios, por lo que, en primer lugar y como un trabajo de futuro, sería
poder implementar en el sistema real con el Pepper, todo los elementos de AR que hemos
usado, identificación facial, construcción de objetos 3D, etc...

Además, se planteó utilizar unas gafas de realidad virtual como display del usuario para
toda la información captada, pero no fue posible llegar a implementarlo, por lo que sería una
tarea muy interesante de llevar a cabo.
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